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Abstract

Breast cancer remains one of the leading causes of cancer-related mortality among women worldwide, making early
detection a critical clinical priority. While deep learning has demonstrated strong performance in mammogram
classification, its development is constrained by data privacy regulations that prevent centralized data collection
across medical institutions. Federated learning (FL) offers a promising solution by enabling distributed model
training without transferring raw patient data. However, FL faces significant challenges under Non-Independent and
Identically Distributed (Non-1ID) data conditions, which are common in real-world medical settings and can degrade
model performance and convergence stability. This study proposes a breast cancer classification system based on
FL using FedProx and DenseNet-201, with hyperparameter optimization via Particle Swarm Optimization (PSO) to
improve model performance under heterogeneous data distributions. Experiments were conducted across multiple
Dirichlet distribution scenarios (o = 0.1, 0.3, 0.5) comparing FL baseline and FL PSO based. Results show that PSO
consistently improved performance across all scenarios, with the most significant gain observed under highly Non-
IID conditions (a = 0.1), where the Fl-score increased from 83.18% to 88.00%. PSO-optimized FL also
demonstrated faster convergence, reducing the number of rounds required to reach optimal performance.
Furthermore, the optimized configuration yielded lower training time per round compared to the baseline. These
findings indicate that PSO-based hyperparameter optimization effectively enhances FL performance under data
heterogeneity while preserving patient data privacy.
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1. PENDAHULUAN

Kanker payudara merupakan salah satu penyebab utama kematian akibat kanker pada wanita di
seluruh dunia. Berdasarkan database GLOBOCAN 2022 yang dirilis oleh International Agency for
Research on Cancer (IARC), terdapat sekitar 2,3 juta kasus baru kanker payudara dan 665.684 kematian
secara global [1]. Di Indonesia, kondisi ini diperburuk oleh rendahnya cakupan skrining, di mana sekitar
70% kasus kanker payudara baru terdeteksi pada stadium lanjut [2]. Dengan demikian, deteksi dini
kanker payudara sangat penting untuk meningkatkan peluang kesembuhan dan kelangsungan hidup
pasien, dengan mammografi sebagai metode skrining yang paling umum digunakan [3]. Namun, analisis
manual citra mammogram memerlukan keahlian khusus dan waktu yang relatif lama sehingga
berpotensi menyebabkan keterlambatan diagnosis.

Selama beberapa dekade terakhir, perkembangan Machine Learning (ML) dan Deep Learning
(DL) telah menunjukkan performa yang sangat baik dalam berbagai tugas klasifikasi citra medis,
termasuk deteksi kanker payudara dari citra mammogram [4]. Teknologi ini mampu secara otomatis
mengekstraksi fitur-fitur kompleks dari citra medis dan menghasilkan prediksi yang akurat, tetapi
keberhasilan model DL sangat bergantung pada ketersediaan dataset berukuran besar dan berkualitas
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tinggi [5]. Pada citra medis, kebutuhan dataset berukuran besar menjadi tantangan tersendiri mengingat
keterbatasan akses terhadap data yang tersedia. Pengumpulan dan pemusatan data medis menghadapi
kendala signifikan terkait regulasi perlindungan data pribadi pasien, seperti Undang-Undang Nomor 27
Tahun 2022 tentang Perlindungan Data Pribadi di Indonesia [6] dan General Data Protection
Regulation (GDPR) di Uni Eropa [7]. Regulasi tersebut membatasi pengumpulan data dari berbagai
institusi ke dalam server terpusat. Akibatnya, pengembangan model ML berbasis data skala besar
menjadi terhambat.

Untuk mengatasi keterbatasan tersebut, Federated Learning (FL) muncul sebagai paradigma
machine learning yang menjanjikan. FL memungkinkan pelatihan model dilakukan secara terdistribusi
di berbagai institusi kesehatan tanpa perlu memindahkan data mentah ke server pusat, di mana setiap
klien melatih model secara lokal menggunakan data masing-masing dan hanya mengirimkan pembaruan
bobot untuk diagregasi menjadi model global [8], [9]. Pendekatan ini memungkinkan data tetap berada
di institusi asal sehingga memenuhi persyaratan regulasi perlindungan data pribadi dan tetap
memungkinkan kolaborasi pembelajaran antar institusi. Namun, FL menghadapi tantangan fundamental
berupa karakteristik data Non-Independent and Indentically Distributed (Non-11D) yang umum terjadi
di dunia nyata [10]. Perbedaan distribusi data dapat berasal dari variasi demografis, perangkat medis,
dan protokol pengambilan citra. Kondisi ini menyebabkan bias pada proses agregasi, memperlambat
konvergensi, menurunkan stabilitas akurasi, dan mengurangi kemampuan generalisasi model [11].
Selain itu, ketidakseimbangan distribusi ini juga dapat memicu client drift yang membuat model lokal
menyimpang dari arah optimal global sehingga menurunkan efektivitas FL secara keseluruhan [12].

Sebagai respons terhadap tantangan tersebut, Federated Proximal (FedProx) diusulkan untuk
meningkatkan stabilitas FL. FedProx memodifikasi Federated Averaging (FedAvg) dengan
menambahkan istilah proksimal pada fungsi objektif di sisi klien [13], [14]. Istilah ini membatasi
pembaruan parameter lokal agar tidak menyimpang terlalu jauh dari model global. FedProx terbukti
mampu mengurangi fenomena client drift, meningkatkan stabilitas konvergensi, dan meningkatkan
robustness model pada data yang heterogen, seperti yang lazim ditemui pada sektor kesehatan [15].
Selain perubahan pada algoritma agregasi, pendekatan lain adalah optimasi Ayperparameter secara
adaptif. Hyperparameter seperti learning rate, batch size, dan epoch lokal memiliki pengaruh besar
pada kinerja FL dalam kondisi Non-IID. Penelitian FedHPO menunjukkan bahwa penyesuaian
hyperparameter secara adaptif dapat meningkatkan kinerja model pada tiap klien [16]. Pendekatan
serupa juga dilakukan pada ADCT yang menggunakan grid search terbatas untuk menyesuaikan
learning rate dan epoch berdasarkan ambang akurasi tertentu. Hasilnya menunjukkan peningkatan F1-
score hingga 37,13% dibandingkan metode FL konvensional [17].

Penerapan DL pada klasifikasi kanker payudara telah banyak dilakukan dengan berbagai
arsitektur CNN. Dalam studi Giiler et al. [18], DenseNet-201 mencatat performa terbaik dengan
accuracy sebesar 89.4%, precision 88.2%, recall 84.1%, dan Fl-score 86.1%. Penelitian Akhter et al.
[19] juga menunjukkan DenseNet-201 memiliki kinerja unggul dengan accuracy 95,58%, serta metrik
evaluasi yang tinggi. DenseNet-201 dipilih dalam penelitian ini karena mekanisme dense connectivity
yang memungkinkan feature reuse secara maksimal sekaligus mereduksi jumlah parameter secara
signifikan dibanding arsitektur setara seperti ResNet maupun VGG [21], sehingga beban komunikasi
antar klien dan server dalam skenario FL dapat ditekan. Selain itu, kemampuan transfer learning
DenseNet-201 yang kuat menjadikannya lebih adaptif terhadap data lokal yang terbatas pada setiap klien
FL [22]. Sementara itu, dalam konteks FL, Almufareh et al. [20] menggunakan FedAvg-CNN dengan
MobileNet mencapai accuracy 97,54%, precision 96,5%, dan recall 98%.

Meskipun demikian, optimasi /yperparameter masih menjadi celah penting karena sebagian
besar penelitian masih menggunakan metode manual, random search, atau grid search yang mahal
secara komputasi dan kurang efisien pada skenario FL. Drainakis et al. menekankan bahwa pemilihan
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hyperparameter yang optimal berperan penting dalam mempercepat konvergensi dan meningkatkan
kinerjamodel [21]. Dalam hal ini, Particle Swarm Optimization (PSO) dipilih karena mampu melakukan
pencarian solusi secara global dan efisien dalam ruang hyperparameter, sebagaimana dibuktikan dalam
penelitian [22], [23]. Oleh karena itu, penelitian ini mengusulkan sistem klasifikasi kanker payudara
berbasis FL dengan DenseNet-201 menggunakan FedProx serta optimasi hyperparameter berbasis PSO
untuk mempercepat konvergensi dan meningkatkan performa model pada data Non-IID sambil tetap
menjaga privasi data pasien.

2. METODE PENELITIAN

Metode penelitian pada Gambar 1 diawali dengan pengumpulan dataset yang kemudian
didistribusikan ke masing-masing klien menggunakan pendekatan distribusi dirichlet. Pada setiap klien
dilakukan preprocessing dan pembagian data menggunakan teknik K-Fold. Selanjutnya, model FL
berbasis DenseNet-201 dibangun dan dilatih dalam dua skenario, yaitu FL baseline dan FL PSO based.

!
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Gambar 1. Alur kerangka metode penelitian

2.1. Pengumpulan Dataset

Dataset yang digunakan pada penelitian ini adalah Mammogram Mastery: A Robust Dataset for
Breast Cancer Detection and Medical Education [24]. Dataset terdiri dari 745 citra mammogram yang
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terbagi ke dalam dua kategori, yaitu 125 citra Cancer dan 620 citra Non-Cancer. Setiap citra memiliki
resolusi 1920 x 1080 pixel, nilai dots-per-inch (dpi) berkisar antara 72 hingga 96, serta kedalaman
warna 24-bit. Contoh citra dari masing-masing kategori ditunjukkan pada Gambar 2.

Cancer Non-Cancer

Gambar 2. Sampel setiap kategori

2.2. Partisi Dataset Menggunakan Dirichlet

Pada penelitian ini, partisi dataset dilakukan menggunakan metode distribusi dirichlet.
Pendekatan ini digunakan untuk menyimulasikan kondisi data Non-IID yang merepresentasikan
heterogenitas data antar klien pada skenario FL. Metode ini mampu mengontrol tingkat
ketidakseimbangan distribusi data antar klien melalui parameter concentration a [25]. Nilai a¢ yang
lebih tinggi menghasilkan distribusi yang lebih seragam, sementara nilai yang lebih rendah menciptakan
heterogenitas yang lebih tinggi.

Dataset mammogram dipartisi ke empat klien menggunakan distribusi dirichlet untuk
menyimulasikan perbedaan karakteristik antar institusi medis, tanpa penyimpanan data di server.
Penentuan jumlah klien merujuk pada penelitian sebelumnya [24], di mana data mammogram diperoleh
dari empat fasilitas kesehatan berbeda. Proporsi kelas Cancer dan Non-Cancer pada setiap klien diatur
berdasarkan tiga variasi nilai a, yaitu 0.1, 0.3, dan 0.5 [26]. Pada penelitian ini, skenario Non-IID
difokuskan pada quantity skew sehingga setiap klien tetap memiliki seluruh kelas dengan jumlah sampel
yang berbeda. Visualisasi hasil partisi menggunakan distribusi dirichlet ditunjukkan pada Gambar 3.
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Gambar 3. Distribusi sampel di setiap klien

2.3. Pembagian Menggunakan K-Fold

Pada masing-masing klien, dataset hasil pembagian distribusi dirichlet dibagi kembali
menggunakan teknik K-Fold Cross-Validation untuk memastikan validitas serta kemampuan
generalisasi hasil eksperimen. Pada tahap ini, setiap dataset klien dibagi menjadi lima fold dengan
ukuran relatif seimbang. Proses pelatihan dan validasi dilakukan sebanyak K iterasi, di mana satu fold
digunakan sebagai data validasi dan K-1 fold lainnya digunakan sebagai data pelatihan [27].
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2.4. Preprocessing Data

Dataset mammogram memiliki ukuran citra 1920 X 1080 pixe/ dilakukan penyesuaian dimensi
menjadi 224 X 224 pixel mengacu pada penelitian sebelumnya [19]. Selanjutnya, setiap citra pada
masing-masing klien akan diperbanyak melalui proses augmentasi berupa rotasi, flipping, zooming, dan
lain sebagainya. Proses ini bertujuan memperluas dataset dan meningkatkan kemampuan generalisasi
model terhadap variasi kondisi klinis di dunia nyata [24]. Proses augmentasi dilakukan menggunakan
library imgaug dengan menerapkan prosedur pada penelitian sebelumnya [24]. Sejumlah transformasi
yang diterapkan ditunjukkan pada

Tabel 1.
Tabel 1. Konfigurasi transformasi citra
No Transformasi Parameter Deskripsi
. _ Membalik citra secara horizontal
L. Fliplr p=10 (mirror kiri-kanan)
2. Rotate [—45°,45°] Memutar citra secara acak
3 GaussianBlur o = [0,2.0] Menghaluskan citra  untuk

mengurangi noise

Menambahkan noise acak pada
pixel

Menghilangkan sebagian pixel

4.  AdditiveGaussianNoise [0 —0.2] x 255

5 Dropout p = [0,0.2] secara acak

6.  Resize [0.5,1.5] x Mengubah skala ukuran citra

7. Crop [0%,20%] Memotong sebagian area citra

8 ElasticTransformation a =1[0,10] Mendeformasi citra secara elastis
9.  PiecewiseAffine [0.02,0.1] Distorsi lokal pada bagian citra
10.  PerspectiveTransform [0.05,0.15] Mengubah perspektif citra

11.  LinearContrast [0.2,3.0] Menyesuaikan kontras citra

12.  Multiply [0.5,1.5] X Menyesuaikan kecerahan citra

Setelah proses augmentasi pada dataset, jumlah citra mammogram meningkat secara signifikan,
di mana setiap citra asli menghasilkan 12 variasi tambahan sehingga total menjadi 13 citra per sampel.
Visualisasi setiap teknik transformasi citra yang digunakan pada proses augmentasi ditunjukkan pada
Gambar 4.

Gambar 4. Visualisasi hasil augmentasi citra menggunakan berbagai teknik transformasi
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Distribusi jumlah sampel pada masing-masing klien setelah proses augmentasi berdasarkan
pembagian distribusi dirichlet ditunjukkan pada Gambar 5.
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Gambar 5. Distribusi sampel setelah proses augmentasi

2.5. Implementasi FL di Lokal

Penelitian ini menggunakan model FL berbasis arsitektur DenseNet-201 yang diimplementasikan
menggunakan library PyTorch. Pemilihan model ini didasarkan pada penelitian sebelumnya [19] yang
menunjukkan bahwa DenseNet-201 memberikan performa terbaik pada klasifikasi citra mammogram.
Model DenseNet-201 yang digunakan telah melalui proses pretraining pada dataset ImageNet sehingga
mampu berperan sebagai feature extractor yang efektif dalam menangkap pola spasial tingkat tinggi
dari citra masukan.

Untuk menyesuaikan model terhadap tugas klasifikasi dua kelas, yaitu Cancer dan Non-Cancer,
lapisan dropout ditambahkan pada bagian akhir jaringan guna meningkatkan kemampuan pembelajaran,
sekaligus mengurangi risiko overfitting. Selain itu, proses pelatihan dioptimalkan menggunakan
optimizer Adam untuk meningkatkan stabilitas konvergensi model. Ringkasan arsitektur model yang
digunakan ditunjukkan pada

Tabel 2.

Tabel 2. Ringkasan arsitektur DenseNet-201

No Layer Output Shape
1. Conv2d (1,64, 112,112)
2. BatchNorm2d (1,64,112,112)
3. RelU (1,64,112,112)
4. MaxPool2d (1, 64, 56, 56)
5. DenseBlock 1 (1,256, 56, 56)
6. Transition 1 (1, 128, 28, 28)
7. DenseBlock 2 (1,512, 28, 28)
8. Transition 2 (1, 256, 14, 14)
9. DenseBlock 3 (1, 1152, 14, 14)
10.  Transition 3 (1,576,7,7)
11.  DenseBlock 4 (1,1920,7,7)
12.  GlobalAvgPool (1,1920,1, 1)
13.  Dropout (1, 1920)
14.  Linear (fc) (1,2)

Konfigurasi hyperparameter awal seperti batch size dan learning rate pada model FL berbasis
DenseNet-201 mengacu pada penelitian sebelumnya [19] yang menggunakan pendekatan terpusat.
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Namun, pada skema FL setiap klien hanya menjalankan satu epoch pada setiap round untuk menjaga
efisiensi proses pelatihan. Ringkasan konfigurasi Ayperparameter ditunjukkan pada Tabel 3.
Tabel 3. Konfigurasi hyperparameter awal

Hyperparameter Value
Batch size 16
Epoch 1
Learning rate 0.0001
Round 50

Proses pelatihan model FL dilakukan dalam dua skenario, yaitu FL baseline dan FL PSO based.
Pada setiap skenario, pelatihan melibatkan komunikasi dua arah antara server dan seluruh klien, di mana
server bertanggung jawab mengoordinasikan proses agregasi model global, sedangkan klien melakukan
pelatihan lokal menggunakan data masing-masing [9]. Proses ini berlangsung secara iteratif hingga
konvergensi tercapai atau jumlah round maksimum terpenuhi.

Setiap klien menerima sejumlah parameter dari server, meliputi model global, konfigurasi
hyperparameter, dan parameter FedProx. Model global yang diterima digunakan sebagai inisialisasi
model lokal sebelum proses pelatihan dimulai. Dalam penelitian ini, setiap klien menerapkan
mekanisme FedProx selama proses pelatihan lokal. Metode ini mengoptimalkan fungsi objektif dengan
menambahkan istilah proksimal. Istilah proksimal ini membuat jarak antara bobot lokal dan bobot global
pada setiap putaran turut diperhitungkan, sehingga pembaruan bobot lokal menjadi lebih stabil dan
konsisten dengan bobot global, sesuai Persamaan 1 [28].

(W w™) = Fe(w) + 3 llw — wT||? (1)

Dengan F,(w) adalah loss lokal pada klien ke-k berdasarkan data lokal, u adalah koefisien
regulasi non-negatif yang mengatur kekuatan pinalti proksimal, w adalah bobot model lokal yang sedang
dioptimalkan, dan w” adalah bobot model global dari server pada round ke-r yang menjadi acuan
pembaruan model lokal.

2.6. Implementasi Server Agregasi

Proses pelatihan model FL dilakukan menggunakan framework Flower dengan melibatkan empat
klien yang dijalankan pada mode simulasi selama 50 round. Pada kedua skenario, agregasi bobot
dilakukan menggunakan algoritma FedAvg untuk menggabungkan bobot dari seluruh klien menjadi
bobot global. FedAvg merupakan algoritma inti dalam FL yang diperkenalkan oleh McMahan et al.,
yang memungkinkan pelatihan model secara kolaboratif pada data terdistribusi tanpa memindahkan data
mentah ke server pusat dengan cara merata-ratakan pembaruan bobot model lokal dari setiap klien
menjadi satu model global, sehingga privasi data tetap terjaga [9].

Pada setiap round, server akan mendistribusikan bobot model global w” kepada seluruh klien
beserta konfigurasi hyperparameter pelatihan, meliputi batch size, epoch, learning rate, dan proksimal
term FedProx. Pada skenario FL baseline, server menggunakan konfigurasi hyperparameter awal,
sedangkan pada skenario FL PSO based, server menggunakan hyperparameter hasil optimasi PSO.
Model global tersebut kemudian didistribusikan ke seluruh klien untuk proses pelatihan lokal. Setelah
menerima model global, setiap klien melakukan pelatihan lokal menggunakan data masing-masing dan
mengirimkan hasil pembaruan model wy, beserta jumlah sampel n;, kembali ke server. Server kemudian
melakukan agregasi bobot menggunakan FedAvg untuk menghasilkan model global baru pada round
berikutnya. Secara matematis, proses agregasi tersebut dirumuskan pada Persamaan 2, yang
menghasilkan bobot global baru sebagai representasi kontribusi dari seluruh klien pada setiap round.
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r+1 _ yvK Dk or+l (2)

w k=17, Wk

1

Dengan w™*! adalah bobot model global pada round ke-r + 1, K adalah jumlah klien yang

berpartisipasi dalam proses FL, n; adalah jumlah data pelatihan pada klien ke-k, n adalah total seluruh
data dari semua klien, dan w}*! adalah bobot model lokal klien ke-k setelah proses pelatihan pada

round ke-r + 1.

2.7. Implementasi PSO untuk Pencarian Hyperparameter

PSO merupakan algoritma metaheuristik berbasis kecerdasan kawanan (swarm intelligence) yang
banyak digunakan dalam menyelesaikan berbagai permasalahan optimasi kompleks. Algoritma ini
pertama kali diperkenalkan oleh Kennedy dan Eberhart pada pertengahan tahun 1990-an dan terinspirasi
dari model flocking behaviour burung yang dikembangkan oleh Reynolds, serta penelitian tentang
perilaku berkawanan dari perspektif biologis oleh Heppner dan Grenander [29]. PSO bekerja dengan
memperbarui kecepatan dan posisi setiap partikel secara iteratif berdasarkan dua komponen utama, yaitu
komponen kognitif yang mengacu pada posisi terbaik pribadi (personal best) dan komponen sosial yang
merepresentasikan posisi terbaik global (global best).

PSO diawali dengan inisialisasi sejumlah partikel secara acak dalam ruang pencarian, di mana
setiap partikel merepresentasikan kandidat solusi dari permasalahan optimasi. Setiap partikel memiliki
dua atribut utama, yaitu posisi yang merepresentasikan solusi kandidat dan kecepatan yang menentukan
arah dan jarak pergerakan partikel dalam ruang pencarian. Pada setiap iterasi, posisi dan kecepatan setiap
partikel diperbarui berdasarkan pengalaman terbaik partikel itu sendiri (pp.s;) dan pengalaman terbaik
dari seluruh kawanan (gp.s:) [30]. Secara matematis untuk memperbarui kecepatan partikel dalam PSO
dinyatakan pada Persamaan 3.

vi(t”) =w. vi(t) +cq.1y. (pbesti — xl.(t)) + cy.15. (gbest - xi(t)) 3)
Dengan vi(Hl) adalah kecepatan partikel ke-i pada iterasi ke-t + 1, w adalah inertia weight yang

mengontrol kontribusi kecepatan sebelumnya, c;,c, adalah koefisien percepatan untuk mengatur
pengaruh komponen kognitif dan sosial, ry,7, adalah bilangan acak pada rentang [0,1] yang
memberikan efek stokastik pada algoritma, pp,s.; adalah posisi terbaik yang pernah dicapai oleh partikel
®

ke-i, gpest adalah posisi terbaik yang pernah dicapai oleh seluruh kawanan, dan x; adalah posisi
partikel ke-i pada iterasi ke-t.

Selanjutnya, pembaruan posisi partikel dalam PSO dilakukan berdasarkan kecepatan terbaru, dan
secara matematis dinyatakan pada Persamaan 4.
XD = 5 ® 4 @D 4)

i i

(t+
i

®

i

) adalah posisi partikel ke-i pada iterasi ke-t + 1, x
(t+1)
i

Pada penelitian ini, proses optimasi Ayperparameter menggunakan PSO dilakukan terlebih

Dengan x adalah posisi partikel ke-i

pada iterasi ke-t, dan v adalah kecepatan partikel ke-i pada iterasi ke-t + 1.

dahulu secara terpisah sebelum proses FL dijalankan. Pada tahap ini, PSO digunakan untuk menentukan
kombinasi hyperparameter meliputi batch size, epoch, dan learning rate yang optimal untuk masing-
masing klien berdasarkan data lokalnya. Ruang pencarian ditentukan dengan batasan batch size berada
pada rentang [2,32], epoch berada pada rentang [1,3], dan learning rate berada pada rentang
[0.00005,0.001]. Proses optimasi dijalankan dengan delapan partikel selama empat iterasi untuk
mengeksplorasi ruang solusi iyperparameter yang tersedia.
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Setiap partikel merepresentasikan kandidat konfigurasi hyperparameter yang dievaluasi
menggunakan fungsi fitness berbasis nilai Fl-score. Metrik ini dipilih karena lebih andal dalam
mengevaluasi performa model pada dataset dengan distribusi kelas yang tidak seimbang [31]. Pada
tahap evaluasi ini, seluruh fo/d dari masing-masing klien digabungkan menjadi satu, kemudian diambil
sebesar 80% untuk proses evaluasi. Data tersebut selanjutnya dibagi menjadi 80% sebagai data pelatihan
dan 20% sebagai data validasi. Model kemudian dilatih menggunakan konfigurasi hyperparameter yang
diuji melalui proses FL dengan jumlah round terbatas, yaitu sebanyak 10 round untuk mempercepat
proses evaluasi. Karena PSO dirumuskan sebagai masalah minimisasi, maka fungsi fitness didefinisikan
sebagai negatif Fl-score, sehingga tujuan optimasi adalah meminimalkan nilai tersebut sebagaimana
ditunjukkan pada Persamaan 5.

6. = arg min EVALUATE_FITNESS, (6) (5)

Dengan argmin adalah operator pencarian nilai yang meminimalkan fungsi objektif, 8* adalah
kombinasi hyperparameter optimal pada klien ke-k yang terdiri dari batch size, epoch, dan learning
rate, serta EVALUATE _FITNESS;(*) adalah fungsi evaluasi pada klien ke-k untuk mengukur kualitas
setiap konfigurasi hyperparameter berdasarkan data lokal.

2.8. Evaluasi Model FL

Evaluasi model FL dilakukan pada masing-masing klien menggunakan skema 5-fold cross-
validation, di mana seluruh data dipartisi menjadi lima fold tanpa pemisahan data uji tetap. Pada setiap
iterasi, satu fold digunakan sebagai data validasi dan sisanya sebagai data pelatihan. Evaluasi diterapkan
pada dua skenario, yaitu FL baseline dan FL PSO based. Pada setiap round federasi, model global
dikirimkan ke setiap klien untuk dievaluasi menggunakan data validasi lokal.

Salah satu pendekatan yang umum digunakan untuk mengevaluasi performa model klasifikasi
adalah confusion matrix, yang menampilkan jumlah prediksi benar dan salah pada masing-masing kelas.
Berdasarkan confusion matrix tersebut, metrik evaluasi seperti accuracy, precision, recall, dan F1-score
dapat dihitung untuk mengukur performa model secara komprehensif [32]. Perhitungan masing-masing
metrik dirumuskan pada Persamaan 6 hingga Persamaan 9.

TP+TN
Accuracy = ————— (6)
TP+TN+FP+FN
TP+TN
Accuracy = ————— (7)
TP+TN+FP+FN
.. TP
Precision = ®)
TP+FP
TP
Recall = —— )]
TP+FN
PrecisionxRecall
Fl=2X————— (10)
Precision+Recall

Mengingat dataset bersifat Non-1ID, metrik utama yang digunakan sebagai acuan evaluasi adalah
F1-score karena lebih representatif dalam mengukur keseimbangan antara precision dan recall. Selain
itu, metrik tambahan seperti accuracy, precision, recall, dan kecepatan konvergensi juga digunakan
untuk menilai performa model global secara menyeluruh. Hasil evaluasi selanjutnya dibandingkan
dengan penelitian sebelumnya yang dilakukan secara terpusat menggunakan dataset mammogram yang
sama untuk menilai kemampuan pendekatan FL. dalam mendekati maupun melampaui performa model
terpusat.
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3. HASIL

Pada penelitian ini, percobaan dilakukan melalui dua skenario, yaitu FL baseline dan FL. PSO
based. Pada bagian ini disajikan hasil percobaan beserta analisis terhadap beberapa faktor yang
memengaruhi kinerja model.

3.1. Perbandingan Kinerja Model

Kinerja model pada kedua skenario dievaluasi menggunakan metrik accuracy, precision, recall,
dan Fl-score pada data validasi untuk setiap skenario alpha. Hasil perbandingan kinerja model

ditunjukkan pada
Tabel 4.
Tabel 4. Perbandingan kinerja FL baseline dan FL PSO based

Model Alpha Accuracy Precision Recall Fl-score
FL baseline 0.1 0.9261+£0.0069  0.9257+0.0195  0.7896+0.0321  0.8318+0.0291
FL PSO based ' 0.9439+0.0018  0.9364+0.0144  0.8475+0.0165 0.8800+0.0147
FL baseline 0.3 0.9314+0.0041  0.9147+0.0181 0.8107+0.0135  0.8488+0.0093
FL PSO based ' 0.9476+0.0048  0.9213+0.0141  0.8609+0.0141  0.8859+0.0110
FL baseline 05 0.9359+0.0064  0.9228+0.0187  0.8288+0.0241  0.8646+0.0167
FL PSO based ) 0.9453+£0.0066  0.9409+0.0131  0.8507+0.0238  0.8864+0.0157

Secara keseluruhan, FL PSO based menunjukkan peningkatan performa yang konsisten
dibandingkan FL baseline pada seluruh skenario Non-IID. Peningkatan paling signifikan terjadi pada
kondisi Aighly Non-IID dengan alpha 0.1, di mana F1-score meningkat dari 83.18% =+ 2.91 menjadi
88.00% = 1.47, disertai peningkatan accuracy dari 92.61% =+ 0.69 menjadi 94.39% = 0.18, precision
dari 92.57% + 1.95 menjadi 93.64% + 1.44, dan recall dari 78.96% + 3.21 menjadi 84.75% =+ 1.65.
Kondisi ini terjadi karena pada alpha 0.1 distribusi data antar klien sangat tidak merata. Meskipun setiap
klien memiliki seluruh kelas, proporsi sampel per kelas pada masing-masing klien berbeda cukup besar.
Kondisi heterogenitas yang ekstrem tersebut menjadikan pemilihan hyperparameter yang tepat menjadi
semakin kritis. Optimasi berbasis PSO terbukti mampu menemukan konfigurasi hyperparameter yang
lebih optimal, sehingga menghasilkan peningkatan performa lebih besar dibandingkan skenario dengan
tingkat heterogenitas yang lebih rendah. Selain peningkatan nilai rata-rata, penurunan standar deviasi
juga menunjukkan bahwa FL PSO based memberikan hasil yang lebih stabil dibandingkan FL baseline.

Peningkatan yang konsisten juga terlihat pada skenario alpha 0.3 dan 0.5, dengan Fl-score
masing-masing meningkat dari 84.88% + 0.93 menjadi 88.59% + 1.10 dan dari 86.46% + 1.67
menjadi 88.64% + 1.57. Secara umum, besaran peningkatan performa berbanding terbalik dengan nilai
alpha, di mana peningkatan lebih besar terlihat pada kondisi heterogenitas data yang lebih tinggi. Hal
ini mengindikasikan bahwa PSO tetap efektif dalam meningkatkan performa model pada berbagai
tingkat heterogenitas data pada skenario FL.

Perbandingan lebih lanjut dilakukan antara model FL PSO based dengan model terpusat
berdasarkan penelitian oleh Akhter et al. [19], sebagaimana ditunjukkan pada

Tabel 5. Perbandingan ini menggunakan hasil pada alpha 0.5 yang menunjukkan kinerja terbaik

pada skenario FL.
Tabel 5. Perbandingan FL PSO based dengan model terpusat
Model Alpha Accuracy Precision Recall Fl-score
FL PSO based 0.5 0.9453+0.0066  0.9409+0.0131  0.8507+0.0238  0.8864+0.0157
Terpusat - 0.9556 0.9600 0.9550 0.9550
Berdasarkan
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Tabel 5, model terpusat menghasilkan kinerja yang lebih tinggi dibandingkan FL PSO based,
dengan F1-score sebesar 95.50% dibandingkan 88.64%. Kesenjangan serupa juga terlihat pada metrik
lain, seperti accuracy 95.56% berbanding 94.53%, precision 96.00% berbanding 94.09%, dan recall
95.50% berbanding 85.07%. Meskipun demikian, FL. PSO based tetap menunjukkan kinerja yang
kompetitif, khususnya pada metrik accuracy dan precision dengan selisih masing-masing sebesar
1.03% dan 1.91%. Hal ini menunjukkan bahwa pendekatan FL. PSO based mampu mendekati performa
model terpusat tanpa memerlukan penggabungan data secara langsung.

3.2. Analisis Konvergensi Model

Untuk menganalisis konvergensi model, dievaluasi perubahan nilai Fl-score seiring
bertambahnya jumlah round pada setiap skenario alpha, sebagaimana ditunjukkan pada Gambar 6.

Alpha 0.1 Alpha 0.3 Alpha 0.5

0.7

F1 Score
F1 Score
F1 Score

0.5
—— FL baseline —— FL baseline —— FL baseline

FL PSO based FL PSO based FL PSO based

0 10 20 30 40 50 0 10 20 30 40 50 0 10 20 30 40 50
Round Round Round

Gambar 6. Konvergensi F1-score FL baseline dan FL PSO based

Proses konvergensi dihitung berdasarkan nilai window sebesar 10 dengan ambang perubahan F1-
score kurang dari 0.01 untuk mengurangi pengaruh fluktuasi jangka pendek serta memastikan bahwa
model telah mencapai kondisi stabil secara konsisten. Berdasarkan kriteria tersebut, titik konvergensi
masing-masing model ditunjukkan pada

Tabel 6.

Tabel 6. Titik konvergensi model FL baseline dan FL PSO based

Model Alpha Convergence Round
FL baseline 01 34
FL PSO based ) 20
FL baseline 0.3 28
FL PSO based ) 23
FL baseline 0.5 36
FL PSO based ) 24

Secara keseluruhan, FL PSO based menunjukkan konvergensi yang lebih cepat dibandingkan FL
baseline pada seluruh skenario alpha. Pada Gambar 6, terlihat secara visual bahwa kurva oranye (FL
PSO based) memiliki nilai F1-score awal yang jauh lebih tinggi dibandingkan kurva biru (FL baseline)
pada seluruh skenario alpha, bahkan sejak round pertama. Kurva FL PSO based juga menunjukkan laju
peningkatan yang lebih curam pada round awal. Hal ini mencerminkan bahwa hyperparameter yang
dioptimasi PSO memungkinkan model mempelajari representasi fitur yang lebih baik sejak tahap awal
pelatihan. Pada kondisi kighly Non-1ID dengan alpha 0.1, selisih nilai Fl-score antara kedua model
terlihat paling mencolok di bagian awal grafik, di mana FL PSO based sudah berada di kisaran 0.72
sementara FL baseline masih di bawah 0.5 pada round yang sama. FL PSO based mencapai konvergensi
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pada round ke-20, sedangkan FL baseline pada round ke-34. Pola serupa juga terlihat pada alpha 0.3
dan 0.5, di mana FL PSO based mencapai konvergensi pada round ke-23 dan ke-24, lebih cepat
dibandingkan FL baseline yang masing-masing pada round ke-28 dan ke-36.

Selain mempercepat konvergensi, FL PSO based juga lebih cepat mencapai performa terbaik FL
baseline pada seluruh skenario. Pada alpha 0.1, performa terbaik FL baseline tercapai pada round ke-
44, sedangkan FL PSO based telah mencapai performa tersebut sejak round ke-5. Hal ini terlihat jelas
pada Gambar 6, di mana kurva oranye pada round ke-5 sudah berada di atas nilai tertinggi yang dicapai
kurva biru di sepanjang 50 round pelatihan. Pola serupa juga terlihat pada alpha 0.3 dan 0.5, di mana
FL PSO based mencapai performa yang setara dengan performa terbaik FL baseline pada tahap yang
lebih awal. Hal ini menunjukkan bahwa PSO tidak hanya mempercepat konvergensi, tetapi juga
mempercepat pencapaian performa optimal model pada berbagai tingkat heterogenitas data.

3.3. Hasil Optimasi Hyperparameter

Proses optimasi hyperparameter menggunakan PSO dijalankan dengan delapan partikel selama
empat iterasi, dengan evaluasi fitness berbasis metrik Fl-score. Penilaian setiap kandidat
hyperparameter dilakukan melalui proses FL sejumlah 10 round. Hasil konfigurasi hyperparameter
yang diperoleh pada masing-masing nilai alpha disajikan pada

Tabel 7.
Tabel 7. Hasil optimasi hyperparameter menggunakan PSO
Learning rate  Learning rate  Batch size  Batch size  Epoch Epoch .
Alpha awal PSO awal PSO awal  pso  llmess
0.1 le-4 5.25¢-4 16 32 1 1 0.894
0.3 le-4 7.77e-4 16 32 1 1 0.887
0.5 le-4 7.39¢-4 16 32 1 1 0.900

Hasil optimasi hyperparameter menggunakan PSO menunjukkan bahwa konfigurasi optimal
berbeda pada setiap nilai alpha. Hal ini mengindikasikan bahwa tingkat heterogenitas data memengaruhi
kebutuhan konfigurasi model dalam FL. Secara umum, PSO meningkatkan learning rate dari le-4
menjadi rentang 5.25e-4 hingga 7.77e-4, serta meningkatkan batch size dari 16 menjadi 32 pada seluruh
skenario. Sementara itu, jumlah epoch tidak mengalami perubahan dan tetap bernilai 1 karena telah
memberikan kinerja optimal sejak iterasi pertama sehingga tidak memerlukan penyesuaian lebih lanjut.
Hal ini menunjukkan bahwa peningkatan performa model pada penelitian ini lebih dominan dipengaruhi
oleh penyesuaian /earning rate dan batch size dibandingkan jumlah epoch.

Pola tersebut menegaskan bahwa konfigurasi hyperparameter awal tidak selalu sesuai untuk
berbagai tingkat heterogenitas data dalam FL. Oleh karena itu, optimasi berbasis PSO mampu
menghasilkan kombinasi iyperparameter yang lebih efektif dalam mempercepat proses pelatihan dan
meningkatkan performa model secara keseluruhan.

3.4. Analisis Trade-off

Trade-off antara kinerja model dan biaya komputasi dianalisis berdasarkan waktu pelatihan dan
performa masing-masing skenario sebagaimana ditunjukkan pada

Tabel 8.
Tabel 8. Trade-off antara waktu pelatihan dan kinerja model FL
Model Alpha  Total Time (s) Avg Time/Round (s) Fl-score
FL baseline 0.1 6173 123.462 0.8318+0.0291
FL PSO based ’ 5914 118.295 0.8800+0.0147
FL baseline 0.3 6352 127.041 0.8488+0.0093
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FL PSO based 6017 120.350 0.8859+0.0110

FL baseline 05 6728 134.579 0.8646+0.0167
FL PSO based ’ 6101 122.040 0.8864+0.0157
Berdasarkan

Tabel 8, FL PSO based menghasilkan F1-score yang lebih tinggi sekaligus waktu pelatihan yang
lebih rendah dibandingkan FL baseline pada seluruh skenario alpha. Total waktu pelatihan berkurang
dari 6173 menjadi 5914 detik pada alpha 0.1, dari 6352 menjadi 6017 detik pada alpha 0.3, dan dari
6728 menjadi 6101 detik pada alpha 0.5. Penurunan rata-rata waktu per round pada seluruh skenario
menunjukkan bahwa peningkatan learning rate dan batch size yang dihasilkan PSO berkontribusi pada
percepatan proses pelatihan.

Meskipun demikian, efisiensi tersebut diperoleh dengan adanya overhead komputasi tambahan
pada tahap optimasi hyperparameter. Proses PSO melibatkan delapan partikel selama empat iterasi
mengharuskan setiap kandidat konfigurasi dievaluasi melalui proses FL selama sejumlah round tertentu,
sehingga meningkatkan total overhead komputasi secara keseluruhan. Dengan demikian, trade-off yang
terjadi merupakan pertukaran antara overhead pada tahap optimasi dan efisiensi yang diperoleh pada
tahap pelatihan utama. Hasil optimasi terbukti menghasilkan konfigurasi hyperparameter yang lebih
efisien sehingga mampu mengurangi waktu pelatihan per round dan meningkatkan performa model
secara keseluruhan.

4. DISKUSI

Hasil penelitian ini menunjukkan bahwa optimasi hyperparameter menggunakan PSO
memberikan peningkatan kinerja yang konsisten dibandingkan pendekatan FL baseline pada seluruh
skenario distribusi data. Peningkatan paling signifikan diperolah pada skenario alpha 0.1 yang
merepresentasikan kondisi sighly Non-1ID, di mana F1-score meningkat dari 83.18% menjadi 88.00%.
Kondisi 4ighly Non-1ID merupakan tantangan utama dalam FL karena heterogenitas distribusi data antar
klien dapat menyebabkan divergensi model lokal yang signifikan, sehingga agregasi global menjadi
kurang optimal. Hasil ini mengindikasikan bahwa PSO mampu mengidentifikasi konfigurasi
hyperparameter yang lebih adaptif terhadap karakteristik data heterogen, sehingga dampaknya lebih
terasa pada kondisi distribusi yang paling tidak merata.

Selain itu, percepatan konvergensi juga terjadi pada seluruh skenario. Hal ini ditandai oleh
berkurangnya jumlah round yang diperlukan untuk mencapai performa optimal. Fenomena ini dapat
dijelaskan oleh kecenderungan konfigurasi hasil PSO untuk menggunakan learning rate dan batch size
yang lebih besar dibandingkan konfigurasi awal. Learning rate yang lebih tinggi mempercepat
pembaruan bobot model per iterasi, sedangkan batch size yang lebih besar menghasilkan estimasi
gradien yang lebih stabil. Kombinasi kedua faktor tersebut berkontribusi pada konvergensi yang lebih
cepat tanpa mengorbankan kualitas representasi model secara keseluruhan.

Apabila dibandingkan dengan penelitian Akhter et al. yang menggunakan pendekatan terpusat
[19], model terpusat masih menghasilkan performa yang lebih tinggi dengan F1-score sebesar 95.50%
dibandingkan 88.64% yang diperoleh pada FL PSO based. Kesenjangan performa ini merupakan hal
yang dapat dipahami secara teoritis, mengingat pendekatan terpusat memiliki akses penuh terhadap
seluruh data pelatihan dalam satu lokasi, sehingga model mampu mempelajari distribusi data secara
global tanpa terpengaruh oleh heterogenitas antar klien. Sementara itu, pada skenario FL, setiap klien
hanya melatih model berdasarkan data lokalnya masing-masing sehingga berpotensi menyebabkan bias
pada pembaruan model. Meskipun demikian, FL tetap menawarkan keunggulan fundamental pada aspek
privasi data karena proses pelatihan berlangsung secara terdistribusi tanpa penggabungan data mentah
ke server pusat. Dalam konteks aplikasi kesehatan dan domain sensitif lainnya, keunggulan privasi ini
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menjadi pertimbangan yang sangat krusial dan tidak dapat diabaikan meskipun terdapat penurunan
performa.

Apabila dibandingkan dengan penelitian FL pada domain citra medis yang menggunakan
pendekatan optimasi metaheuristik lain, hasil penelitian ini turut memperkuat temuan yang ada. Khan
et al. [33] mengusulkan kerangka FL terdistribusi dengan strategi optimasi bilevel berbasis Ant Colony
Optimization untuk klasifikasi kanker payudara dan melaporkan bahwa pendekatan metaheuristik secara
konsisten mengungguli grid search dalam hal akurasi dan efisiensi pencarian. Dalam domain kesehatan
yang lebih luas, penelitian Boosted FL berbasis PSO oleh Houssein et al. [34] yang diusulkan untuk
perangkat healthcare 1oT mencatat peningkatan akurasi rata-rata sebesar 8.14% dibandingkan FedAvg
standar. Hal ini mengonfirmasi bahwa integrasi PSO ke dalam kerangka FL mampu memberikan
peningkatan performa yang signifikan. Selanjutnya, PSO sebagai metode optimasi terbukti lebih unggul
dibandingkan grid search ketika ruang pencarian hyperparameter berdimensi tinggi, karena PSO
mampu mengidentifikasi kombinasi optimal dari beberapa parameter sekaligus. Temuan ini sejalan
dengan hasil penelitian yang disajikan, di mana manfaat PSO justru semakin besar ketika kompleksitas
distribusi data meningkat. Secara lebih luas, hasil penelitian ini memberikan implikasi penting bagi
pengembangan sistem FL di bidang informatika kesehatan. Pemilihan hyperparameter yang tepat
merupakan salah satu kompleksitas metodologis utama dalam FL karena melibatkan optimasi
terdistribusi, komunikasi antar node, agregasi model, dan redistribusi model secara bersamaan. Dengan
menunjukkan bahwa PSO mampu menangani kompleksitas tersebut secara otomatis dan efektif pada
berbagai kondisi heterogenitas data, penelitian ini mengindikasikan bahwa integrasi optimasi
metaheuristik berpotensi menjadi komponen standar dalam perancangan arsitektur sistem FL yang
mengutamakan privasi. Hal ini khususnya berlaku pada domain kesehatan di mana data bersifat sensitif
dan tidak dapat dipusatkan.

Dari sisi efisiensi komputasi, penggunaan PSO memberikan dampak yang bersifat dua arah. Di
satu sisi, proses optimasi PSO menimbulkan overhead komputasi yang tidak dapat diabaikan karena
setiap kandidat konfigurasi hyperparameter harus dievaluasi melalui proses pelatihan FL selama
sejumlah round tertentu. Semakin besar ukuran swarm dan jumlah iterasi PSO yang digunakan, semakin
tinggi pula biaya komputasi pada tahap optimasi. Di sisi lain, konfigurasi hyperparameter yang
dihasilkan PSO terbukti menghasilkan waktu pelatihan per round yang lebih rendah pada tahap pelatihan
utama. Oleh karena itu, frade-off antara biaya optimasi dan efisiensi pelatihan perlu dipertimbangkan
dalam penerapan pendekatan ini, terutama pada skenario dengan sumber daya komputasi yang terbatas.

Terdapat keterbatasan dalam penelitian ini, yaitu proses pelatihan FL dilakukan secara simulasi
pada satu mesin sehingga kondisi yang direpresentasikan belum sepenuhnya mencerminkan lingkungan
federasi yang sesungguhnya. Pada implementasi nyata, faktor-faktor seperti latensi jaringan,
keterbatasan sumber daya perangkat klien, serta tidak tersedianya klien secara intermiten dapat
memengaruhi performa dan stabilitas sistem secara signifikan.

5. KESIMPULAN

Penelitian ini telah mengusulkan pendekatan optimasi hyperparameter berbasis PSO pada sistem
FL untuk meningkatkan kinerja klasifikasi pada kondisi distribusi data Non-IID. Hasil eksperimen
menunjukkan bahwa PSO secara konsisten mampu menghasilkan konfigurasi hyperparameter yang
lebih optimal dibandingkan pendekatan FL baseline pada seluruh skenario distribusi data. Peningkatan
kinerja paling signifikan diperoleh pada kondisi highly Non-IID (alpha 0.1), di mana Fl-score
meningkat dari 83.18% menjadi 88.00%, yang mengindikasikan bahwa PSO lebih efektif dalam
kondisi heterogenitas data yang tinggi. Selain itu, konfigurasi yang dihasilkan PSO juga mempercepat
konvergensi model dengan menggunakan learning rate dan batch size yang lebih besar sehingga jumlah
round yang diperlukan untuk mencapai performa optimal berkurang pada seluruh skenario.
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Meskipun model terpusat masih menghasilkan Fl-score yang lebih tinggi sebesar 95.50%
dibandingkan 88.64% pada FL PSO based, pendekatan yang diusulkan tetap relevan karena
mempertahankan keunggulan privasi data yang menjadi prinsip utama FL. Secara teoretis, penelitian ini
memberikan bukti bahwa integrasi optimasi metaheuristik ke dalam sistem FL merupakan pendekatan
yang layak dikembangkan lebih lanjut dalam bidang ilmu komputer. Pendekatan ini memungkinkan
sistem pembelajaran terdistribusi untuk beradaptasi terhadap heterogenitas data tanpa bergantung pada
proses pencarian hyperparameter secara manual yang tidak praktis pada skenario FL. Dengan demikian,
pendekatan FL PSO based menawarkan keseimbangan yang lebih baik antara kinerja model dan privasi
data dibandingkan FL baseline.

Untuk penelitian selanjutnya, dapat mempertimbangkan beberapa hal seperti, pengujian
pendekatan ini pada jumlah klien yang lebih banyak untuk mengevaluasi skalabilitas sistem,
penggunaan dataset yang lebih besar dan beragam untuk memvalidasi generalisasi model, serta
melakukan perbandingan PSO dengan metode optimasi metaheuristik lain seperti Genetic Algorithm
atau Grey Wolf Optimizer sebagai pembanding untuk menentukan metode yang paling sesuai dalam
konteks FL. Selain itu, implementasi pada perangkat fisik yang sesungguhnya juga perlu dilakukan
untuk memperoleh evaluasi yang lebih realistis terhadap performa sistem dalam kondisi federasi nyata.
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