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Abstract 

Public opinion plays a crucial role in the successful implementation of renewable energy policies, particularly 

regarding the transition to ethanol-based fuels in Indonesia. Understanding this sentiment is vital to mitigate social 

resistance and design effective communication strategies, as policy failure often stems from public rejection rather 

than technical issues. However, social media data regarding this topic is often highly imbalanced, with a dominance 

of non-positive sentiments (96%) compared to positive ones (4%), creating a severe bias in machine learning models 

known as the accuracy paradox. This study aims to classify public sentiment towards ethanol policy and evaluate the 

effectiveness of the Synthetic Minority Over-sampling Technique (SMOTE) in handling extreme class imbalance. 

The methods used include text preprocessing with Sastrawi, feature extraction using TF-IDF, and a comparative 

classification between Logistic Regression (LR) and Random Forest (RF). The novelty of this research lies in 

addressing the extreme imbalance in high-dimensional text data, proving that simpler linear models can outperform 

complex ensemble models in terms of minority class detection. The results show that the Optimized Logistic 

Regression model with SMOTE outperformed Random Forest, achieving a Precision of 1 and an F1-Score of 0.67 

for the minority class, compared to RF which only reached an F1-Score of 0.55. This study concludes that for high-

dimensional sparse text data, linear models combined with SMOTE provide superior performance in identifying 

minority sentiments. 
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1. INTRODUCTION 

1.1. Background: The Urgency of Energy Transition and Social Dynamics 

Indonesia saat ini berada di titik kritis dalam transisi energi nasional. Sebagai salah satu negara 

dengan pertumbuhan ekonomi dan populasi terbesar di Asia Tenggara, kebutuhan energi domestik terus 

meningkat secara eksponensial. Namun, ketergantungan yang berlebihan pada bahan bakar fosil telah 

menempatkan negara pada posisi rentan, baik dari segi ketahanan energi maupun dampak lingkungan 

global. Dalam upaya merespons tantangan ini, pemerintah Indonesia melalui Rencana Umum Energi 

Nasional (RUEN) dan Kebijakan Energi Nasional (KEN) telah menetapkan target ambisius untuk 

mencapai bauran Energi Baru Terbarukan (EBT) sebesar 23% pada tahun 2025 [1]. Salah satu pilar 

strategis dalam peta jalan ini adalah pengembangan bioetanol sebagai bahan bakar nabati (BBN) untuk 

sektor transportasi, yang diharapkan dapat mengurangi impor minyak mentah dan menurunkan emisi 

gas rumah kaca secara signifikan [2]. 

Laporan dari Economic Research Institute for ASEAN and East Asia (ERIA) [3] menegaskan 

bahwa Indonesia memiliki potensi biomassa yang sangat melimpah, mulai dari tebu, singkong, hingga 
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limbah pertanian, yang dapat mendukung industri bioetanol berskala besar. Namun, realisasi kebijakan 

energi hijau di lapangan seringkali menghadapi jalan terjal. Studi evaluatif oleh Lahope (2024) [2] 

mengindikasikan bahwa pencapaian target 23% EBT pada 2025 diprediksi akan meleset (pesimis), tidak 

hanya karena kendala infrastruktur dan investasi, tetapi juga akibat hambatan non-teknis berupa 

resistensi sosial dan kurangnya dukungan publik yang konsisten. 

Kebijakan energi yang berdampak langsung pada daya beli masyarakat dan kebiasaan konsumsi 

harian, seperti perubahan spesifikasi bahan bakar atau penyesuaian subsidi, selalu menjadi isu sensitif 

yang memicu perdebatan panas di ruang publik. Firmansyah et al. (2024) [4] menyoroti bahwa 

keberhasilan transisi ke energi terbarukan sangat bergantung pada stabilitas ekonomi dan penerimaan 

masyarakat terhadap potensi kenaikan biaya jangka pendek demi manfaat lingkungan jangka panjang. 

Tanpa adanya "izin sosial" (social license to operate) dari masyarakat, implementasi kebijakan strategis 

seperti mandatori pencampuran etanol berisiko mengalami penolakan, ketidakpatuhan, atau bahkan 

gejolak sosial [4]. 

Di era digital saat ini, media sosial telah bertransformasi menjadi arena utama bagi diskursus 

kebijakan publik. Platform mikroblog seperti X (sebelumnya Twitter) merekam jejak digital opini, 

emosi, dan aspirasi masyarakat secara real-time, menyediakan sumber data yang kaya untuk memahami 

bagaimana sebuah kebijakan dipersepsikan oleh publik [5]. Analisis sentimen terhadap data ini bukan 

sekadar alat pemantauan pasif, melainkan instrumen strategis untuk evaluasi kebijakan berbasis bukti 

(evidence-based policy making). Studi terkait kenaikan harga BBM tahun 2022 juga menunjukkan 

bahwa klasifikasi sentimen dapat menjadi alat berbasis bukti untuk mengukur dinamika sosial dan 

ketepatan waktu implementasi kebijakan pemerintah [6]. Putri et al. (2025) [7] menekankan bahwa 

memahami sentimen publik terkait ekonomi hijau adalah langkah fundamental bagi pemerintah untuk 

merancang narasi komunikasi yang efektif, mengidentifikasi kesalahpahaman (misinformasi), dan 

membangun kepercayaan publik yang diperlukan untuk keberhasilan transisi energi. 

1.2. Methodological Challenges: Extreme Class Imbalance and the Accuracy Paradox 

Meskipun potensi datanya besar, pemanfaatan data media sosial untuk analisis kebijakan publik 

menghadapi tantangan komputasi yang serius, yaitu ketidakseimbangan kelas (class imbalance). 

Berbeda dengan ulasan produk komersial yang mungkin memiliki distribusi sentimen positif dan negatif 

yang relatif berimbang, diskusi mengenai kebijakan pemerintah seringkali memiliki karakteristik 

distribusi yang sangat miring (skewed). Mayoritas percakapan cenderung didominasi oleh kritik, 

keluhan, skeptisisme, atau sekadar penyebaran berita netral (Kelas Mayoritas: Non-Positif). Sebaliknya, 

ekspresi dukungan yang eksplisit, apresiasi, atau optimisme terhadap kebijakan (Kelas Minoritas: 

Positif) seringkali merupakan fenomena langka [8]. 

Dalam dataset penelitian ini, fenomena tersebut terlihat sangat ekstrem dengan rasio 96% 

sentimen Non-Positif berbanding 4% sentimen Positif (rasio 18:1). Ketidakseimbangan ekstrem ini 

menciptakan bias yang signifikan pada model Machine Learning (ML) konvensional. Algoritma 

klasifikasi standar, seperti Logistic Regression atau Decision Tree, umumnya dirancang dengan asumsi 

bahwa distribusi kelas adalah seimbang dan menggunakan fungsi tujuan untuk memaksimalkan akurasi 

global. Akibatnya, ketika dihadapkan pada data yang sangat tidak seimbang, model akan cenderung 

mengabaikan kelas minoritas sepenuhnya demi meminimalkan kesalahan total [9]. 

Kondisi ini memicu apa yang disebut sebagai paradoks akurasi (accuracy paradox). Sebuah model 

dapat dengan mudah mencapai akurasi 96% hanya dengan memprediksi semua data sebagai "Non-

Positif" (Kelas Mayoritas), namun model semacam ini gagal total dalam menjalankan fungsi utamanya, 

yaitu mendeteksi sinyal dukungan publik (Kelas Positif). Kegagalan ini ditandai dengan nilai Recall 

(sensitivitas) yang nol untuk kelas minoritas, yang berarti tidak ada satu pun sentimen positif yang 

berhasil diidentifikasi. Dalam konteks intelijen kebijakan, kehilangan sinyal dukungan ini sangat fatal 
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karena pemerintah kehilangan wawasan tentang basis dukungan sosialnya. Oleh karena itu, penanganan 

ketidakseimbangan data bukan sekadar opsi teknis, melainkan keharusan metodologis yang mendasar 

[10], [11]. 

1.3. Literature Review and Hypothesis Development 

1.3.1. Mitigation Strategy: Effectiveness of the SMOTE Technique 

Untuk memitigasi dampak ketidakseimbangan data, teknik resampling pada level data (data-level 

approach) lebih disukai karena bersifat agnostik terhadap algoritma yang digunakan dan dapat 

diterapkan secara fleksibel. Di antara berbagai teknik oversampling, Synthetic Minority Over-sampling 

Technique (SMOTE) yang diperkenalkan oleh Chawla et al. (2002) dianggap sebagai standar emas dan 

solusi yang paling robust. Berbeda dengan Random Over-sampling (ROS) yang hanya menduplikasi 

data minoritas secara mentah (yang memicu risiko overfitting), SMOTE bekerja dengan cara yang lebih 

cerdas: mensintesis sampel data baru melalui interpolasi linier antara sampel minoritas dan tetangga 

terdekatnya (k-nearest neighbors) di dalam ruang fitur [9]. 

Sejumlah penelitian terbaru memvalidasi efektivitas SMOTE dalam berbagai domain aplikasi 

yang kritis. Siagian et al. (2025) [12] menunjukkan bahwa integrasi SMOTE dengan algoritma ensemble 

seperti XGBoost mampu meningkatkan metrik F1-Score dan ROC-AUC secara signifikan pada dataset 

yang tidak seimbang, membuktikan bahwa SMOTE membantu memperbaiki batas keputusan model. 

Temuan yang lebih relevan dengan penelitian ini disajikan oleh Putri & Rachmatika (2025) [13], di 

mana penerapan SMOTE pada algoritma Random Forest berhasil meningkatkan Recall secara dramatis 

dari 0% menjadi 99,09% dalam kasus prediksi siswa berisiko putus sekolah. Hal ini menegaskan bahwa 

SMOTE mampu "memaksa" model untuk mempelajari pola kelas minoritas yang sebelumnya 

terabaikan. Temuan ini didukung oleh Rachmatsyah et al. (2024) yang menerapkan SMOTE pada ulasan 

aplikasi JKN Mobile, di mana teknik ini berhasil menyeimbangkan distribusi kelas sentimen negatif, 

netral, dan positif, serta meningkatkan generalisasi model pada data yang tidak seimbang [14]. 

Namun, penerapan SMOTE pada data teks berdimensi tinggi (seperti representasi TF-IDF) tetap 

memiliki tantangan tersendiri dan menjadi subjek perdebatan ilmiah. Firizkiansah et al. (2025) [15] 

mencatat bahwa pada kasus klasifikasi teks multi-kelas tertentu, penggunaan SMOTE justru sedikit 

menurunkan akurasi model Logistic Regression. Hal ini mungkin disebabkan oleh masuknya noise atau 

sintesis sampel yang kurang bermakna secara semantik di ruang fitur yang sangat jarang (sparse). Oleh 

karena itu, penelitian ini bertujuan untuk menguji kembali efektivitas SMOTE secara spesifik pada 

dataset kebijakan energi dengan ketidakseimbangan yang sangat ekstrem, untuk memverifikasi apakah 

keuntungan peningkatan Recall sebanding dengan potensi penurunan presisi atau akurasi. 

1.3.2. Comparison of Classification Algorithms: Linear vs. Non-Linear 

Pemilihan algoritma klasifikasi yang tepat setelah penanganan imbalance menjadi kunci 

keberhasilan analisis. Penelitian ini membandingkan dua paradigma utama dalam pembelajaran mesin, 

yaitu model linear dan model ensemble non-linear: 

 

a) Logistic Regression (Model Linear) 

Logistic Regression (LR) adalah algoritma klasifikasi parametrik yang memodelkan hubungan 

antara fitur input dan probabilitas kelas menggunakan fungsi logistik (sigmoid). Dalam konteks 

klasifikasi teks, LR sering dianggap sebagai baseline yang sangat kuat karena efisiensinya dalam 

menangani ruang fitur berdimensi tinggi dan sparse, karakteristik khas dari representasi teks seperti TF-

IDF [16]. Riswawan (2025) [16] membuktikan bahwa LR memberikan performa yang stabil dan akurasi 

tinggi dalam analisis sentimen komentar YouTube. Keunggulan utama LR adalah interpretabilitas: 

koefisien (𝛽) yang dihasilkan model dapat diterjemahkan secara langsung untuk memahami kata-kata 
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mana yang berkontribusi positif atau negatif terhadap prediksi sentimen. Transparansi ini sangat 

berharga untuk analisis kebijakan, di mana "mengapa" sebuah sentimen terbentuk sama pentingnya 

dengan "apa" sentimennya [17]. 

 

b) Random Forest (Model Ensemble Non-Linear) 

Random Forest (RF) adalah metode ensemble yang membangun banyak pohon keputusan 

(decision trees) dan menggabungkan hasil prediksinya (melalui mekanisme voting) untuk meningkatkan 

stabilitas dan akurasi. RF dikenal memiliki ketahanan (robustness) yang baik terhadap noise dan 

kemampuan untuk menangkap hubungan non-linear yang kompleks antar fitur [18], [13]. Daeli & 

Sanjaya (2025) [19] menemukan bahwa RF mengungguli LR dan SVM dalam prediksi risiko medis 

yang melibatkan interaksi fitur demografis dan klinis yang kompleks. Namun, pada data teks dengan 

ribuan fitur TF-IDF yang sparse, RF seringkali menghadapi tantangan komputasi dan risiko overfitting 

jika kedalaman pohon tidak diatur dengan baik. Rahmatullah et al. (2025) [18] menyarankan 

penggunaan RF bersama SMOTE dan ekstraksi fitur Bag of Words (BoW) untuk hasil optimal, namun 

efektivitasnya dengan TF-IDF pada data extreme imbalance masih perlu diuji lebih lanjut. 

1.4. Problem Formulation, Objectives, and Research Contributions 

Meskipun SMOTE, LR, dan RF telah banyak diteliti secara terpisah, masih terdapat kesenjangan 

literatur mengenai perbandingan kinerja kedua algoritma ini secara head-to-head pada kasus spesifik 

analisis sentimen kebijakan publik di Indonesia dengan karakteristik ketidakseimbangan ekstrem 

(>90%) dan dimensi fitur teks yang tinggi. Sebagian besar studi terdahulu menggunakan data produk 

yang relatif seimbang atau fokus pada metode Deep Learning yang kompleks namun minim 

interpretabilitas [5], [20]. Kesenjangan (gap) yang belum banyak tersentuh adalah bagaimana 

menangani ketidakseimbangan ekstrem (>90%) pada data kebijakan publik menggunakan pendekatan 

yang tetap menjaga interpretabilitas tinggi bagi pembuat kebijakan. Penelitian ini hadir untuk mengisi 

celah tersebut dengan pendekatan yang mengutamakan efisiensi, validitas penanganan imbalance, dan 

interpretabilitas hasil. Dan tujuan penelitian ini meliputi: 

1) Mengevaluasi secara empiris dampak penerapan teknik SMOTE terhadap kinerja model Logistic 

Regression dan Random Forest dalam mendeteksi kelas minoritas (sentimen positif) pada dataset 

kebijakan etanol yang sangat tidak seimbang. 

2) Membandingkan metrik performa (Precision, Recall, F1-Score) antara model linear (LR) dan 

non-linear (RF) untuk menentukan algoritma yang paling andal dan stabil dalam kondisi data 

sparsity tinggi. 

3) Mengidentifikasi fitur-fitur linguistik (kata kunci) yang menjadi pendorong utama sentimen 

publik melalui analisis koefisien model, guna memberikan rekomendasi strategis berbasis data 

bagi komunikasi kebijakan energi nasional. 

2. METHOD 

Metodologi penelitian ini dirancang secara sistematis mengikuti kerangka kerja standar 

Knowledge Discovery in Databases (KDD) atau CRISP-DM, yang disesuaikan untuk analisis teks [17].  

 

 
Figure 1. Research Methodology Workflow 
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Tahapan penelitian yang ada pada Figure 1 meliputi pengumpulan data, pra-pemrosesan teks, 

ekstraksi fitur, penanganan ketidakseimbangan data, pemodelan klasifikasi, dan evaluasi performa. 

2.1. Data Acquisition 

Data penelitian dikumpulkan dari platform media sosial X (sebelumnya Twitter) menggunakan 

teknik web scraping. Pemilihan platform X didasarkan pada perannya yang signifikan sebagai ruang 

publik digital di mana isu-isu sosial-politik didiskusikan secara terbuka dan dinamis di Indonesia [5], 

[20]. Kata kunci pencarian (search queries) diformulasikan untuk menangkap berbagai variasi 

penyebutan kebijakan, meliputi: "etanol", "bioetanol", dan "kebijakan BBM”. Periode pengambilan data 

difokuskan pada rentang waktu pasca-pengumuman wacana kebijakan untuk menangkap reaksi spontan 

publik. 

Dataset mentah yang berhasil dikumpulkan berjumlah 960 tweet. Data ini kemudian melalui 

proses anotasi manual (human annotation) untuk melabeli sentimen setiap tweet ke dalam dua kelas 

biner: 

a) Kelas 0 (Non-Positif) 

Tweet yang mengekspresikan sentimen negatif (kritik, keluhan, sarkasme), netral (berita, fakta), 

atau pertanyaan skeptis. Kelas ini merepresentasikan mayoritas opini publik. 

b) Kelas 1 (Positif) 

Tweet yang mengekspresikan sentimen positif, dukungan, harapan baik, atau apresiasi terhadap 

kebijakan energi hijau. Kelas ini merupakan minoritas yang menjadi fokus deteksi (target class). 

Distribusi awal dataset menunjukkan ketidakseimbangan yang parah: 922 tweet (96%) diklasifikasikan 

sebagai Non-Positif dan hanya 38 tweet (4%) sebagai Positif. 

2.2. Text Preprocessing 

Mengingat karakteristik data media sosial yang sangat bising (noisy), tidak baku, dan tidak 

terstruktur, tahapan pra-pemrosesan menjadi sangat krusial untuk meningkatkan kualitas data sebelum 

dimodelkan [17]. Tahapan yang dilakukan meliputi:  

a) Data Cleaning 

Menghapus entitas non-teks yang tidak relevan untuk analisis sentimen dan dapat menjadi noise 

bagi model. Ini termasuk penghapusan URL (tautan), username (@user), karakter non-ASCII (emoji 

yang tidak didukung), dan angka yang tidak memiliki konteks. Tanda baca juga dihapus untuk 

memisahkan kata dengan bersih. 

b) Case Folding 

Mengonversi seluruh karakter huruf menjadi huruf kecil (lowercase). Langkah ini penting untuk 

konsistensi, memastikan bahwa kata "Etanol", "ETANOL", dan "etanol" diperlakukan sebagai fitur yang 

sama oleh algoritma [16]. 

c) Stopword Removal 

Menghilangkan kata-kata umum yang sering muncul namun memiliki makna sentimen yang 

rendah (seperti "dan", "yang", "di", "dari", "adalah"). Penelitian ini menggunakan daftar stopwords 

standar Bahasa Indonesia dari pustaka NLTK yang telah disesuaikan [21]. Penghapusan ini bertujuan 

untuk mereduksi dimensi fitur dan memfokuskan model pada kata-kata konten (content words) yang 

bermakna. 

d) Stemming 

Proses mengubah kata berimbuhan menjadi bentuk dasar atau kata dasarnya (root word). Bahasa 

Indonesia memiliki morfologi yang kompleks dengan banyak variasi awalan dan akhiran (misalnya: 

"menggunakan", "digunakan", "penggunaan" → "guna"). Menggunakan pustaka Sastrawi [22], kata-

kata ini dipetakan ke bentuk dasarnya. Langkah ini krusial untuk mengurangi sparsity data dan 
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menyatukan fitur-fitur yang memiliki makna dasar yang sama, sehingga meningkatkan kepadatan 

informasi [22]. 

2.3. Feature Extraction with TF-IDF 

Setelah teks bersih, tahap selanjutnya adalah mengubah data tekstual menjadi representasi 

numerik (vektor) yang dapat diproses oleh algoritma pembelajaran mesin. Metode yang dipilih adalah 

TF-IDF (Term Frequency-Inverse Document Frequency).  

TF-IDF dipilih karena keunggulannya dibandingkan metode Bag of Words (BoW) sederhana. 

BoW hanya menghitung frekuensi kemunculan kata, yang cenderung bias terhadap kata-kata yang 

sering muncul namun tidak informatif. Sebaliknya, TF-IDF memberikan bobot yang menyeimbangkan 

frekuensi kata dalam dokumen (Term Frequency) dengan kelangkaan kata tersebut di seluruh korpus 

(Inverse Document Frequency) [16], [21]. 

Secara matematis, bobot 𝑾 untuk kata 𝒕 dalam dokumen 𝒅 dihitung sebagai: 

𝑊𝑡,𝑑 = 𝑡𝑓𝑡,𝑑  𝑥 𝑖𝑑𝑓𝑡 (1) 

𝑖𝑑𝑓𝑡 =  log  (
𝑁

𝑑𝑓𝑡
) (2) 

Di mana: 

• 𝑡𝑓𝑡,𝑑 adalah frekuensi kemunculan kata 𝑡 dalam dokumen 𝑑. 

• 𝑁 adalah total jumlah dokumen dalam korpus. 

• 𝑑𝑓𝑡 adalah jumlah dokumen yang mengandung kata 𝑡. 

Dalam penelitian ini, ekstraksi fitur juga melibatkan penggunaan N-gram dengan rentang (1, 2), 

yang berarti model akan mempertimbangkan unigram (kata tunggal) dan bigram (pasangan dua kata 

berurutan). Penggunaan bigram sangat penting dalam analisis sentimen untuk menangkap konteks 

negasi (misalnya "tidak bagus") atau frasa kebijakan spesifik (misalnya "ramah lingkungan", "harga 

naik") yang maknanya berbeda jika dipisah per kata [19]. 

2.4. Imbalance Handling Strategy: SMOTE Application 

Untuk mengatasi masalah extreme class imbalance (96%:4%), teknik SMOTE (Synthetic 

Minority Over-sampling Technique) diterapkan. SMOTE adalah teknik oversampling cerdas yang 

bekerja di ruang fitur untuk mensintesis sampel baru bagi kelas minoritas, alih-alih sekadar 

menduplikasi data yang ada. 

Algoritma SMOTE bekerja dengan langkah-langkah berikut [9] 

1. Mengambil sampel dari kelas minoritas (Positif). 

2. Menemukan 𝒌 tetangga terdekat (k-nearest neighbors) dari sampel tersebut di dalam ruang fitur 

multi-dimensi. 

3. Memilih salah satu tetangga secara acak dan membangkitkan sampel sintetis di titik sembarang 

sepanjang garis lurus yang menghubungkan sampel asli dan tetangganya. 

𝑥𝑛𝑒𝑤 =  𝑥𝑖 + 𝜆 ×  (𝑥𝑧𝑖  −  𝑥𝑖) (3) 

Dimana 𝒙𝒊 adalah vektor fitur sampel minoritas, 𝒙𝒛𝒊 adalah vektor tetangga terdekat, dan 𝝀  adalah 

angka acak antara 0 dan 1. 

 

Dalam penelitian ini, nilai 𝒌 ditetapkan sebesar 5 (default). Pemilihan 𝒌 = 𝟓 didasarkan pada 

pertimbangan keseimbangan antara variasi data sintetis yang dihasilkan dan risiko over-generalization. 

Nilai 𝒌 yang terlalu kecil dapat menyebabkan noise, sedangkan nilai yang terlalu besar dapat 
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mengaburkan batas antar kelas lokal. Penting untuk dicatat bahwa proses SMOTE hanya diterapkan 

pada Data Latih (Training Set), bukan pada Data Uji (Testing Set). Hal ini dilakukan secara ketat untuk 

mencegah kebocoran data (data leakage) dan memastikan bahwa evaluasi model mencerminkan 

kinerjanya pada data dunia nyata yang asli dan tidak dimanipulasi [10], [13]. Dataset dibagi terlebih 

dahulu menjadi Training Set (80%) dan Testing Set (20%) menggunakan teknik stratifikasi (stratified 

split) untuk menjaga proporsi kelas yang sama di kedua set awal. 

2.5. Classification Modeling and Hyperparameter Optimization 

Dua algoritma klasifikasi dilatih menggunakan data latih yang telah diseimbangkan oleh SMOTE: 

a) Logistic Regression (LR) 

Model ini mencari garis pemisah (hyperplane) optimal antar kelas dengan fungsi logit. Optimasi 

dilakukan menggunakan Grid Search Cross-Validation (GridSearchCV) untuk mencari nilai terbaik bagi 

parameter regularisasi 𝑪. Regularisasi penting untuk mencegah overfitting, terutama pada data 

berdimensi tinggi. Nilai 𝑪 yang lebih kecil memberikan regularisasi yang lebih kuat, sedangkan 𝑪 yang 

lebih besar memberikan kebebasan lebih pada model untuk menyesuaikan data latih [16], [15]. 

b) Random Forest (RF)  

Model ensemble ini membangun banyak pohon keputusan dan mengambil keputusan berdasarkan 

suara terbanyak (majority voting). RF dioptimasi pada parameter kunci seperti 𝒏_𝒆𝒔𝒕𝒊𝒎𝒂𝒕𝒐𝒓𝒔  (jumlah 

pohon), 𝒎𝒂𝒙_𝒅𝒆𝒑𝒕𝒉 (kedalaman maksimal pohon), dan 𝒎𝒊𝒏_𝒔𝒂𝒎𝒑𝒍𝒆𝒔_𝒔𝒑𝒍𝒊𝒕 (jumlah sampel 

minimum untuk membagi node). Optimasi RF sangat penting untuk menyeimbangkan kompleksitas 

model agar mampu menangkap pola tanpa menghafal noise dari data sintetis SMOTE [13], [5]. 

2.6. Evaluation Metrics 

Evaluasi kinerja model dilakukan pada Testing Set yang asli (tidak seimbang). Penggunaan metrik 

akurasi semata tidak valid pada kasus data tidak seimbang. Oleh karena itu, analisis difokuskan pada 

metrik yang sensitif terhadap kelas minoritas (Positif) [11], [23]: 

a) Precision (Kelas 1)  

Tingkat ketepatan prediksi positif. Mengukur seberapa banyak prediksi "Positif" yang benar-

benar Positif. (Meminimalkan False Positive). 

b) Recall (Kelas 1) 

Tingkat keberhasilan deteksi positif. Mengukur seberapa banyak sampel Positif asli yang berhasil 

ditemukan oleh model. (Meminimalkan False Negative). 

c) F1-Score (Kelas 1)  

Rata-rata harmonik dari Precision dan Recall, memberikan gambaran performa komprehensif 

pada kelas minoritas. 

d) ROC-AUC Score 

Mengukur kemampuan diskriminasi model secara keseluruhan di berbagai ambang batas 

klasifikasi, memberikan gambaran robustness model. 

3. RESULT 

3.1. Data Acquisition Results 

Proses pengumpulan data dari platform X menghasilkan total 960 tweet mentah terkait kebijakan 

etanol. Berdasarkan hasil anotasi manual, distribusi kelas pada dataset awal menunjukkan 

ketidakseimbangan yang ekstrem. Sebanyak 922 tweet (96%) diklasifikasikan sebagai sentimen Non-

Positif (Kelas 0), sedangkan hanya 38 tweet (4%) yang termasuk dalam kategori sentimen Positif (Kelas 

1). Ketimpangan ini mengonfirmasi perlunya penanganan khusus menggunakan metode sampling. 
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3.2. Text Preprocessing Results 

Tahapan pra-pemrosesan berhasil membersihkan noise dan menstandarisasi format teks guna 

meningkatkan kualitas fitur. Proses ini meliputi case folding, pembersihan karakter non-alfanumerik, 

penghapusan stopword, dan stemming. 

3.3. TF-IDF Feature Extraction Results 

Setelah melalui tahap pembersihan, data teks dikonversi menjadi vektor numerik menggunakan 

metode TF-IDF dengan skema N-gram (1,2). Proses ini menghasilkan matriks fitur berdimensi tinggi 

yang merepresentasikan bobot kepentingan kata dalam korpus. Matriks yang terbentuk memiliki 

karakteristik sparsity yang tinggi, di mana sebagian besar elemen bernilai nol, yang merupakan 

karakteristik umum pada data teks singkat media sosial. 

3.4. Data Distribution Analysis: Impact of SMOTE Implementation  

Proses pembagian data menghasilkan 768 sampel untuk Training Set dan 192 sampel untuk 

Testing Set. Pada Training Set awal (sebelum SMOTE), distribusi data sangat timpang: 738 sampel 

adalah sentimen Non-Positif (Kelas 0) dan hanya 30 sampel adalah sentimen Positif (Kelas 1).  

Penerapan algoritma SMOTE pada Training Set berhasil membangkitkan 708 sampel sintetis baru 

untuk Kelas 1. Hasilnya, total sampel Kelas 1 menjadi 738, setara dengan jumlah sampel Kelas 0. Total 

data latih akhir menjadi 1.476 sampel dengan rasio seimbang sempurna (50:50). Transformasi distribusi 

ini memberikan landasan yang adil dan seimbang bagi algoritma pembelajaran mesin untuk mempelajari 

fitur-fitur dari kedua kelas tanpa bias mayoritas yang mendominasi fungsi objektif pelatihan.  

3.5. Hyperparameter Optimization Results (GridSearchCV)  

Melalui proses validasi silang 5-lipatan (5-fold Cross-Validation) pada data latih yang telah di-

SMOTE, ditemukan konfigurasi parameter optimal untuk masing-masing model:  

a) Logistic Regression 

Parameter terbaik dicapai pada nilai regularisasi 𝑪 = 𝟏. 𝟎 dengan jenis penalti L2. Konfigurasi 

ini menghasilkan skor rata-rata Weighted F1 sebesar 1 pada tahap validasi, menunjukkan konvergensi 

yang sempurna pada data latih yang seimbang. Ini mengindikasikan bahwa data latih (asli + sintetis) 

dapat dipisahkan secara linear dengan sangat baik di ruang fitur TF-IDF. 

b) Random Forest  

Parameter terbaik adalah 𝒏_𝒆𝒔𝒕𝒊𝒎𝒂𝒕𝒐𝒓𝒔 = 𝟏𝟎𝟎, 𝒎𝒂𝒙_𝒅𝒆𝒑𝒕𝒉 = 𝑵𝒐𝒏𝒆, dan 

𝒎𝒊𝒏_𝒔𝒂𝒎𝒑𝒍𝒆𝒔_𝒔𝒑𝒍𝒊𝒕 = 𝟐. Skor rata-rata Weighted F1 pada validasi mencapai 0.998, juga 

menunjukkan kemampuan fitting yang sangat tinggi, hampir setara dengan LR. 

3.6. Performance Evaluation on Test Data (Testing Set) 

Ujian sebenarnya bagi keandalan model adalah pada Testing Set yang berisi 192 data (184 Non-

Positif, 8 Positif) yang belum pernah dilihat model sebelumnya. Tabel 1 merangkum hasil evaluasi 

komparatif. 

 

Table 1. Performance Comparison on Minority Class (Positive) in Testing Set 

Model Accuracy 
Precision (Kelas 

1) 

Recall (Kelas 

1) 

F1-Score 

(Kelas 1) 

ROC-

AUC 

Optimized LR 

(SMOTE) 

0.9792 1 0.50 0.67 0.9416 

Optimized RF 

(SMOTE) 

0.9740 1 0.38 0.55 0.9586 

 

https://jutif.if.unsoed.ac.id/
https://doi.org/10.52436/1.jutif.2026.7.4.5717


Jurnal Teknik Informatika (JUTIF)  Vol. 7, No. 4, August 2026, Page. 3826-3840 
P-ISSN: 2723-3863  https://jutif.if.unsoed.ac.id                                       

E-ISSN: 2723-3871  DOI: https://doi.org/10.52436/1.jutif.2026.7.4.5717 

 

 

3834 

Analisis Mendalam Hasil Kuantitatif: 

1) Akurasi Global: Kedua model mencatat akurasi yang sangat tinggi (>97%), namun angka ini 

didominasi oleh keberhasilan memprediksi kelas mayoritas (Non-Positif). Perbedaan akurasi 

antara LR (97.92%) dan RF (97.40%) sebenarnya hanya merepresentasikan selisih satu prediksi 

benar. 

2) Precision Kelas 1 (Keandalan): Kedua model mencapai skor sempurna 1. Ini adalah temuan 

yang sangat positif dan signifikan. Artinya, model memiliki tingkat kepercayaan yang sangat 

tinggi: setiap kali model memprediksi sebuah tweet sebagai "Positif", prediksi tersebut selalu 

benar. Tidak ada kasus False Positive (sentimen negatif yang salah dianggap positif). 

3) Recall Kelas 1 (Sensitivitas): Di sinilah perbedaan kinerja terlihat jelas. LR mampu mendeteksi 

4 dari 8 sampel positif yang ada (Recall = 0.50), sedangkan RF hanya mampu mendeteksi 3 dari 

8 sampel positif (Recall = 0.375). Meskipun masih ada ruang perbaikan yang besar, LR terbukti 

lebih sensitif dalam menangkap sinyal dukungan publik dibandingkan RF. 

4) F1-Score Kelas 1 (Keseimbangan): LR mencapai F1-Score 0.67, jauh lebih tinggi dibandingkan 

RF yang hanya mencapai 0.55. Ini menempatkan LR sebagai model yang lebih baik secara 

keseluruhan dalam menangani kelas minoritas. 

5) ROC-AUC: RF memiliki skor AUC sedikit lebih tinggi (0.9586 vs 0.9416). Ini wajar karena 

model ensemble seperti RF seringkali menghasilkan probabilitas prediksi yang lebih terkalibrasi 

secara global di berbagai ambang batas. Namun, untuk keputusan klasifikasi biner praktis pada 

threshold standar (0.5), LR memberikan hasil guna yang lebih tinggi (lebih banyak Recall). 

3.7. Feature Importance Analysis 

Salah satu keunggulan utama menggunakan model linear seperti Logistic Regression adalah 

kemampuannya untuk menyediakan koefisien fitur yang dapat diinterpretasikan secara langsung. Tabel 

2 menampilkan 9 fitur (kata/bigram) dengan bobot absolut terbesar yang memengaruhi keputusan 

model, membedakan antara pendorong sentimen positif dan negatif. 

Table 2. Top 10 Features Driving Sentiment Polarity (Based on LR Coefficients) 

Rank Fitur Positif (Koefisien +) Bobot Fitur Negatif (Koefisien -) Bobot 

1 bagus 7.137 pertalite -0.909 

2 ramah lingkung 4.170 ethanol -0.723 

3 ramah 4.064 bensin -0.657 

4 lingkung 4.059 kandung ethanol -0.543 

5 baik 2.791 tuh -0.511 

6 bbm 2.190 minum -0.508 

7 menteri 2.039 coba -0.493 

8 cerah 1.949 bahlul -0.489 

9 cerah paripurna 1.949 pake ethanol -0.473 

 

Data pada Tabel 2 menunjukkan pola semantik yang sangat jelas: sentimen positif sangat kuat 

diasosiasikan dengan kata sifat kualitatif (bagus, baik, cerah) dan frasa lingkungan (ramah lingkung). 

Sebaliknya, sentimen negatif didominasi oleh kata benda teknis yang merujuk pada produk (pertalite, 

ethanol, bensin) dan kata kerja konsumsi atau penggunaan (minum, pake). 

4. DISCUSSIONS 

4.1. Comparison with Previous Research 

Untuk memperjelas kontribusi dan posisi ilmiah penelitian ini, dilakukan analisis komparatif 

terhadap beberapa studi terdahulu yang relevan dalam bidang analisis sentimen kebijakan publik dan 

penanganan data tidak seimbang. Perbandingan ini difokuskan pada empat aspek utama, yaitu domain 
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penelitian, metode klasifikasi, strategi penanganan imbalance, serta karakteristik distribusi data yang 

digunakan. 

Secara umum, penelitian dalam domain kebijakan energi dan ekonomi hijau lebih banyak 

menitikberatkan pada eksplorasi sentimen publik dan evaluasi model klasifikasi tanpa secara spesifik 

menangani permasalahan extreme class imbalance. Padahal, dalam konteks kebijakan publik yang 

sensitif, distribusi sentimen sering kali sangat timpang dan berpotensi menimbulkan bias klasifikasi jika 

tidak ditangani secara metodologis. 

Putri et al. (2025) [7], misalnya, menganalisis sentimen terhadap kebijakan ekonomi hijau 

menggunakan pendekatan NLP secara umum tanpa menerapkan teknik khusus untuk menangani 

ketidakseimbangan kelas. Penelitian tersebut memberikan gambaran narasi publik, namun belum 

menguji ketahanan model dalam kondisi distribusi yang sangat miring. 

Sementara itu, Rahmatullah et al. (2025) [18] berhasil meningkatkan performa Random Forest 

melalui integrasi SMOTE pada data sentimen aplikasi PLN Mobile. Namun, penelitian tersebut 

menggunakan representasi fitur Bag of Words (BoW) dan memiliki rasio imbalance yang relatif lebih 

moderat (~60%). Kondisi ini berbeda secara signifikan dengan penelitian ini yang menghadapi 

ketimpangan ekstrem sebesar 96% berbanding 4%. 

Perbedaan rasio imbalance dan karakteristik fitur menjadi faktor krusial dalam menentukan 

performa model. Pada ketimpangan moderat, model ensemble seperti Random Forest dapat bekerja 

secara optimal karena masih memiliki cukup variasi data minoritas untuk membentuk batas keputusan 

yang stabil. Namun, pada ketimpangan ekstrem dengan representasi TF-IDF berdimensi tinggi dan 

sparse, penelitian ini menunjukkan bahwa Logistic Regression yang dikombinasikan dengan SMOTE 

justru menghasilkan stabilitas deteksi yang lebih baik, khususnya pada metrik F1-Score dan Recall kelas 

minoritas, serta mempertahankan Precision sempurna (1). 

Ringkasan posisi penelitian ini dibandingkan studi terdahulu disajikan pada Tabel 3. 

Table 3. Comparison with Previous Related Studies 

Study Domain Method 
Imbalance 

Handling 
Key Limitation / Difference 

Putri et al. 

(2025) [7] 

Green 

Economy 

NLP 

General 

None Tidak menangani extreme imbalance, fokus 

pada narasi umum. 

Rahmatullah et 

al. (2025) [18] 

PLN 

Mobile 

RF + 

BoW 

SMOTE Menggunakan Bag of Words (bukan TF-

IDF), rasio imbalance lebih rendah (~60%). 

This Study Ethanol 

Policy 

LR + 

TF-IDF 

SMOTE Fokus pada extreme imbalance (96:4) 

dengan dimensi fitur tinggi, unggul di 

Precision (1). 

 

Berdasarkan perbandingan tersebut, kontribusi utama penelitian ini terletak pada pengujian 

empiris algoritma linear dan non-linear dalam kondisi extreme class imbalance dengan karakteristik 

fitur sparse. Temuan ini menunjukkan bahwa dalam konteks data teks berdimensi tinggi dan sangat tidak 

seimbang, model linear yang dioptimasi dapat memberikan performa yang lebih stabil dibandingkan 

model ensemble yang lebih kompleks. Dengan demikian, penelitian ini tidak hanya memperluas literatur 

mengenai penanganan imbalance pada analisis sentimen kebijakan publik, tetapi juga memberikan 

implikasi metodologis bahwa kompleksitas model harus disesuaikan dengan karakteristik distribusi dan 

struktur fitur data. 

4.2. Critical Analysis: Why Does Logistic Regression Outperform Random Forest?  

Temuan bahwa model linear sederhana (Logistic Regression) secara konsisten mengungguli 

model ensemble yang kompleks (Random Forest) dalam klasifikasi teks ini adalah fenomena yang 

menarik dan perlu dibedah secara teoritis. 
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Pertama, hal ini berkaitan erat dengan karakteristik intrinsik data hasil representasi TF-IDF. 

Vektorisasi TF-IDF menghasilkan matriks fitur yang berdimensi sangat tinggi (ribuan kata unik 

sebagai fitur) dan sangat jarang (sparse) (setiap dokumen hanya mengandung sebagian kecil dari total 

kosakata, sehingga sebagian besar nilai matriks adalah nol). Dalam ruang vektor berdimensi tinggi 

seperti ini, data teks seringkali menjadi linearly separable (dapat dipisahkan secara linier). Logistic 

Regression dirancang secara matematis untuk menemukan hyperplane pemisah optimal dalam ruang 

dimensi tinggi ini secara efisien [16]. LR mampu memberikan bobot yang tepat pada fitur-fitur spesifik 

yang jarang muncul namun sangat diskriminatif (seperti "ramah lingkung" di Tabel 2) tanpa terganggu 

oleh banyaknya fitur nol. 

Sebaliknya, Random Forest, yang berbasis pada pembagian ruang fitur secara rekursif melalui 

pohon keputusan, seringkali kesulitan menangani data yang sangat sparse. Di setiap simpul (node) 

pohon, algoritma harus memilih fitur terbaik untuk memisahkan data guna meminimalkan impuritas 

(Gini/Entropy). Ketika sebagian besar fitur bernilai nol, pohon keputusan menjadi kurang efektif dalam 

menemukan pola pemisahan yang kuat di setiap langkah. Selain itu, pada data dengan ribuan fitur, RF 

berisiko memilih fitur-fitur noise (kata-kata yang tidak relevan namun muncul secara kebetulan pada 

data latih) sebagai pemisah, yang mengarah pada overfitting atau generalisasi yang buruk pada data uji 

[19], [5]. Kinerja RF yang lebih rendah dalam penelitian ini (F1-Score 0.55) dibandingkan studi 

Rahmatullah et al. (2025) [18] (yang sukses menggunakan RF) kemungkinan besar disebabkan oleh 

perbedaan rasio imbalance yang lebih ekstrem di sini (96% vs ~60-70% pada studi tersebut) atau 

perbedaan metode ekstraksi fitur (BoW vs TF-IDF). Ini menguatkan pendapat Riswawan (2025) bahwa 

untuk data teks media sosial yang bising dan berdimensi tinggi, model linear sederhana seringkali lebih 

robust dan stabil daripada model kompleks [16]. 

Kedua, pencapaian Precision sempurna (1) oleh LR menunjukkan stabilitas model yang luar 

biasa. Dalam konteks kebijakan publik, ini memiliki nilai strategis yang tinggi. Artinya, model LR 

sangat "konservatif namun akurat"—model ini tidak akan sembarangan melabeli sebuah tweet sebagai 

positif kecuali bukti-bukti fiturnya (kata kunci positif) sangat kuat. Hal ini meminimalkan risiko "false 

hope" bagi pembuat kebijakan yang mungkin salah mengira dukungan publik tinggi padahal semu atau 

hasil dari kesalahan deteksi. 

4.3. The Vital Role of SMOTE and the Recall Dilemma in Imbalanced Classification 

Hasil penelitian ini menegaskan kembali bahwa SMOTE adalah komponen kritis dalam analisis 

sentimen data yang sangat tidak seimbang. Tanpa penerapan SMOTE, pada dataset dengan rasio 96:4, 

probabilitas prior dari model statistik akan sangat condong ke kelas mayoritas, yang hampir pasti akan 

menyebabkan model memprediksi semua data sebagai "Non-Positif". Hal ini akan menghasilkan nilai 

Recall 0% untuk kelas positif, membuat model tidak berguna sama sekali [9].  

Peningkatan Recall menjadi 50% pada model LR+SMOTE, meskipun belum sempurna, adalah 

lompatan kinerja yang signifikan dari baseline 0%. Ini membuktikan hipotesis bahwa dengan 

mensintesis sampel baru di ruang fitur, SMOTE berhasil memodifikasi distribusi data latih sehingga 

algoritma "dipaksa" untuk membentuk batas keputusan (decision boundary) yang lebih inklusif terhadap 

kelas minoritas, alih-alih mengabaikannya sebagai noise atau outlier. Temuan ini sejalan dengan 

keberhasilan SMOTE dalam studi prediksi risiko siswa oleh Putri & Rachmatika (2025) [13].  

Namun, angka Recall 0.50 juga menyingkap keterbatasan metode ini: model masih gagal 

mendeteksi separuh dari opini positif yang ada (False Negatives). Mengapa ini terjadi? 

a) Language Ambiguity and Implicit Context 

Analisis kesalahan (error analysis) menunjukkan bahwa tweet positif yang gagal dideteksi 

umumnya tidak menggunakan kata kunci positif yang eksplisit (seperti "bagus", "dukung", "setuju"). 

Sebaliknya, mereka mungkin menggunakan gaya bahasa implisit, harapan halus, atau bahkan sarkasme 
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yang kompleks. Model berbasis frekuensi kata (TF-IDF) secara inheren tidak memiliki kemampuan 

untuk memahami konteks, urutan kata, atau nuansa semantik ini [10]. Sebagai contoh, kata minum 

(Tabel 2) memiliki koefisien negatif, menunjukkan bahwa diskusi tentang "minum etanol" (sarkasme 

tentang keamanan) dianggap negatif oleh model, padahal dalam konteks tertentu bisa jadi merupakan 

lelucon netral. 

b) Limitations of SMOTE Synthesis 

Sampel sintetis yang dihasilkan SMOTE hanyalah hasil interpolasi matematika antar-vektor. Pada 

data teks yang kompleks dan diskrit, interpolasi ini mungkin menghasilkan vektor fitur yang tidak 

merepresentasikan kalimat yang koheren atau alami secara linguistik. Akibatnya, model mungkin 

mempelajari pola artifisial dari data sintetis yang tidak dapat digeneralisasi dengan baik ke data uji asli 

yang memiliki variasi bahasa alami yang jauh lebih kaya [15], [23]. 

4.4. Strategic Implications for National Energy Policy 

Dari perspektif non-teknis, analisis fitur (feature importance) pada Tabel 2 memberikan peta jalan 

komunikasi yang sangat jelas dan berbasis data bagi pemerintah dalam mengawal kebijakan etanol: 

1) Kapitalisasi Narasi Lingkungan: Munculnya frasa “ramah lingkung” sebagai fitur positif 

terkuat kedua (koefisien 4.17) mengonfirmasi hipotesis bahwa dukungan publik terhadap EBT 

didorong kuat oleh kesadaran lingkungan dan isu keberlanjutan [7]. Pemerintah harus secara 

agresif menggunakan framing "Etanol untuk Udara Bersih", "Energi Hijau", atau "Kontribusi 

pada Perubahan Iklim" dalam kampanye publiknya. Narasi ini terbukti beresonansi positif dan 

menjadi pendorong utama penerimaan masyarakat. 

2) Manajemen Krisis pada Isu Teknis: Asosiasi kuat antara sentimen negatif dengan kata-kata 

teknis (“pertalite”, “kandung ethanol”, “bensin”) dan kata kerja operasional (“minum”, “coba”, 

“pake”) mengindikasikan bahwa resistensi publik berakar pada kecemasan praktis: Apakah bahan 

bakar ini aman untuk mesin? Apakah akan merusak kendaraan? Apakah harganya akan lebih 

mahal dari Pertalite? Ini adalah area risiko utama. Pemerintah perlu merespons, bukan dengan 

jargon regulasi, melainkan dengan transparansi data uji coba teknis, testimoni ahli otomotif, dan 

jaminan garansi mesin untuk meredakan kekhawatiran spesifik ini [8]. 

3) Personalisasi Isu: Munculnya kata “menteri” (positif) dan “bahlul” (negatif) menunjukkan 

bahwa persepsi publik juga dipengaruhi oleh figur otoritas atau pejabat publik. Komunikasi 

kebijakan yang efektif memerlukan juru bicara yang kredibel, kompeten, dan dipercaya publik 

untuk menghindari polarisasi sentimen yang tidak perlu. 

4.5. Research Limitations and Future Research Directions 

Meskipun berhasil mencapai tujuannya, penelitian ini memiliki keterbatasan pada nilai Recall 

(50%) yang menunjukkan bahwa metode berbasis fitur tradisional (TF-IDF + ML Klasik) telah 

mencapai batas kemampuannya dalam menangkap semantik teks yang kompleks. 

Selain itu, perlu digarisbawahi bahwa ukuran sampel absolut untuk kelas minoritas (Positif) pada 

Data Uji relatif kecil (8 sampel). Keterbatasan ini merupakan konsekuensi langsung dari fenomena 

extreme class imbalance yang inheren pada data media sosial terkait kebijakan publik, di mana sentimen 

positif alami sangat jarang ditemukan (hanya 4% dari total populasi). Meskipun jumlah sampel uji yang 

terbatas ini menuntut kehati-hatian dalam generalisasi statistik, peneliti memutuskan untuk tidak 

melakukan augmentasi buatan pada Data Uji demi menjaga validitas ekologis; artinya, performa model 

dievaluasi pada distribusi data yang benar-benar mencerminkan realitas lapangan yang keras. Tingginya 

skor validasi silang (cross-validation) selama fase pelatihan memberikan indikasi bahwa stabilitas 

model cukup terjaga, namun penelitian selanjutnya sangat disarankan untuk memperluas periode 
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pengambilan data atau menggabungkan sumber lintas platform guna meningkatkan signifikansi statistik 

pada kelas minoritas.  

Untuk riset masa depan, sangat disarankan untuk beralih ke paradigma Deep Learning. 

Penggunaan model berbasis Transformer (seperti IndoBERT [20]) atau Recurrent Neural Networks 

(seperti Bi-LSTM [10]) berpotensi besar untuk meningkatkan Recall. Penerapan model LSTM telah 

terbukti menghasilkan akurasi yang baik dalam menangkap sentimen publik terkait pemilu, yang 

menunjukkan potensinya untuk analisis isu politik dan kebijakan [24]. Selain itu, studi pada sektor 

energi surya menunjukkan bahwa model berbasis Transformer seperti RoBERTa mampu menangkap 

semantik opini publik secara lebih akurat dibandingkan metode konvensional, meskipun membutuhkan 

sumber daya komputasi yang lebih besar [25]. Model-model ini mampu menangkap urutan kata, konteks 

kalimat, dan makna implisit yang terlewatkan oleh TF-IDF. Selain itu, teknik Data Augmentation 

berbasis NLP (seperti back-translation atau GPT-generated text) mungkin lebih efektif dalam 

memperkaya data latih teks dibandingkan SMOTE numerik [9]. Perluasan dataset dari berbagai platform 

media sosial lain (Instagram, TikTok) juga disarankan untuk mendapatkan gambaran sentimen yang 

lebih holistik dan demografis yang lebih luas. 

5. CONCLUSION 

Penelitian ini telah menyajikan evaluasi komparatif yang mendalam mengenai efektivitas 

algoritma Machine Learning dalam menangani tantangan extreme class imbalance pada analisis 

sentimen kebijakan etanol di Indonesia. Temuan ini memberikan kontribusi empiris bagi literatur data 

mining dan wawasan praktis bagi kebijakan publik. Dan kesimpulan utamanya, antara lain: 

1) Metodologi Pemenang: Integrasi teknik SMOTE dengan algoritma Logistic Regression 

terbukti menjadi pendekatan yang paling efektif, stabil, dan robust untuk dataset ini. Kombinasi 

ini berhasil mencapai Precision 1 dan F1-Score 0.67 untuk kelas minoritas, mengungguli 

pendekatan Random Forest (F1-Score 0.55). Keandalan ini menjadikan model LR+SMOTE 

sangat layak untuk diadopsi dalam sistem pemantauan kebijakan. 

2) Efisiensi Linear: Hasil penelitian membantah asumsi umum bahwa model kompleks (non-

linear/ensemble) selalu lebih baik. Pada data teks berdimensi tinggi dan sparse (seperti TF-IDF), 

model linear (LR) yang dioptimasi justru menunjukkan performa deteksi yang lebih unggul 

dibandingkan model berbasis pohon (RF). 

3) Wawasan Kebijakan: Analisis sentimen mengungkapkan bahwa penerimaan publik terhadap 

bioetanol sangat bergantung pada keberhasilan pemerintah dalam membingkai isu ini sebagai 

solusi lingkungan (green energy), serta kemampuan untuk menjawab kekhawatiran teknis 

operasional dan perbandingan harga secara transparan dan meyakinkan. 

 

Secara teoritis dalam bidang Informatika, penelitian ini menegaskan bahwa kompleksitas model 

tidak selalu berbanding lurus dengan performa. Pada kasus klasifikasi teks high-dimensional dengan 

class imbalance yang parah, algoritma linear yang dioptimasi dengan penanganan data level (SMOTE) 

lebih robust dibandingkan model ensemble non-linear. Temuan ini memberikan panduan pemilihan 

model yang efisien komputasi bagi pengembangan sistem social listening berskala besar.  

Penelitian ini merekomendasikan pemerintah untuk mengadopsi strategi komunikasi berbasis 

data ini: memperkuat narasi lingkungan dan melakukan edukasi teknis yang intensif. Bagi peneliti 

selanjutnya, disarankan untuk mengeksplorasi arsitektur Deep Learning (IndoBERT/LSTM) guna 

menyempurnakan sensitivitas deteksi sentimen yang masih terbatas pada pendekatan tradisional ini. 
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