
Jurnal Teknik Informatika (JUTIF)  Vol. 7, No. 4, August 2026, Page. 3661-3673 
P-ISSN: 2723-3863  https://jutif.if.unsoed.ac.id                                       

E-ISSN: 2723-3871  DOI: https://doi.org/10.52436/1.jutif.2026.7.4.5590 

 

 

3661 

Fairness Analysis of Random Forest and Support Vector Machine Models 

for Predicting Student Academic Performance Based on Demographic and 

Digital Activities 

Hamdatul Mabruroh1, Rayhan Rizky Widi Ananta2, Vinna Rahmayanti Setyaning Nastiti*3 

1,2,3Informatics, Universitas Muhammadiyah Malang, Indonesia 

 

Email: 1hamdatulmabruroh@webmail.umm.ac.id, 2rayhanwa@webmail.umm.ac.id, 
3vinastiti@umm.ac.id 

Received : Dec 19, 2025; Revised : Feb 11, 2026; Accepted : Feb 18, 2026; Published : Aug 17, 2026  

Abstract 

The application of machine learning models in digital education has become increasingly important for predicting 

student academic performance and supporting early academic interventions. However, predictive accuracy alone is 

insufficient if models introduce bias against certain demographic groups. This study presents a fairness analysis of 

student academic performance prediction using Random Forest  and Support Vector Machine based on demographic 

attributes and digital learning activities. The Open University Learning Analytics Dataset (OULAD) comprising 

32,593 student records was utilized, with academic outcomes reformulated as a binary classification problem 

(pass/fail). Model performance was evaluated using accuracy, precision, recall, and F1-score, while fairness was 

assessed using Demographic Parity and Equal Opportunity metrics on the sensitive attribute highest prior education 

level. Experimental results show that Random Forest achieved superior predictive performance (F1-score = 0.835) 

compared to SVM (F1-score = 0.746). From a fairness perspective, Random Forest demonstrated lower disparity, 

reducing demographic parity gap from 0.466 (SVM) to 0.380, and equal opportunity disparity from 0.391 to 0.199 

across education-level groups., indicating an overall bias reduction of approximately 15–20% across education-level 

groups. The findings highlight that models with higher predictive accuracy do not necessarily ensure fairness across 

demographic groups. The novelty of this study lies in the integrated evaluation of demographic fairness and digital 

learning activities within the OULAD context, extending prior studies that focus primarily on performance 

optimization. This research underscores the importance of incorporating fairness-aware evaluation in educational 

predictive systems to support ethical, transparent, and equitable decision-making in digital education.  
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1. PENDAHULUAN 

Penerapan model prediktif dalam pendidikan digital, khususnya dalam kursus daring, merupakan 

pendekatan penting untuk memahami dan meningkatkan hasil belajar mahasiswa [1]. Namun, akurasi 

saja tidak cukup, yang penting Adalah apakah prediksi dapat dipakai untuk intervensi yang tepat sasaran 

dan tidak menambah ketidakadilan. Model-model ini banyak digunakan untuk mengidentifikasi 

mahasiswa yang berisiko gagal [2], mempersonalisasi pembelajaran [3], dan mendukung pengambilan 

keputusan oleh institusi pendidikan [4]. Penelitian lain juga menunjukkan bahwa pendekatan machine 

learning seperti Multi-Layer Perceptron (MLP) efektif dalam memprediksi performa akademik 

mahasiswa pada konteks pendidikan digital [5]. Namun, di tengah pesatnya adopsi teknologi ini, muncul 

pertanyaan mendasar mengenai keadilan dari model-model tersebut, terutama terhadap mahasiswa dari 

kelompok yang kurang terlayani atau memiliki latar belakang sosiodemografis tertentu [6], [7]. 

Studi terbaru menunjukkan bahwa ketidakseimbangan distribusi data antar kelompok demografi 

dapat menyebabkan performa model yang tidak adil, di mana prediksi itu cenderung lebih akurat untuk 
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kelompok yang secara historis lebih terwakili dalam data [8], [9]. Misalnya, mahasiswa dari wilayah 

dengan akses internet terbatas atau pendidikan sebelumnya yang rendah sering kali menerima prediksi 

yang kurang akurat atau tidak adil, yang dapat memengaruhi intervensi akademik yang mereka terima 

[10]. Tantangan ini semakin kompleks karena algoritma pembelajaran mesin secara bawaan belajar dari 

data pelatihan sebelumnya yang berpotensi memperkuat bias yang sudah ada [11]. 

Studi sebelumnya menyatakan bahwa model prediksi prestasi akademik dapat menunjukkan 

disparitas fairness yang cukup signifikan antar kelompok demografi, dengan kesenjangan prediksi yang 

dilaporkan berada pada kisaran 15-20% tergantung pada atribut sensitif dan metode yang digunakan [8], 

[9]. Namun, sebagian besar penelitian tersebut masih berfokus pada identifikasi adanya bias, tanpa 

menunjukkan sejauh mana bias tersebut dapat direduksi melalui pemilihan model atau integrasi evaluasi 

fairness yang sistematis. Penelitian ini mengisi celah tersebut dengan menunjukkan bahwa pendekatan 

berbasis Random Forest mampu menurunkan kesenjangan fairness secara substansial, di mana 

demographic parity gap berkurang dari 0.466 menjadi 0.380, serta equal opportunity disparity menurun 

dari 0.391 menjadi 0.199 pada atribut tingkat pendidikan terakhir mahasiswa. 

Berbagai pendekatan telah diusulkan untuk mengatasi masalah ini, seperti data rebalancing, 

fairness-aware learning, dan penggunaan atribut demografis secara eksplisit dalam pelatihan model 

[12]. Meskipun pendekatan ini dapat meningkatkan metrik fairness tertentu, mereka juga memunculkan 

perdebatan etis, karena penggunaan atribut sensitif seperti gender, usia, atau tingkat pendidikan dapat 

menimbulkan diskriminasi tidak langsung . Dalam konteks pendidikan, metrik seperti Demographic 

Parity dan Equal Opportunity banyak digunakan untuk mengukur kesetaraan prediksi antarkelompok 

[13], [14]. Setiap metrik punya fokus berbeda sehingga pemilihannya perlu disesuaikan yakni 

pemerataan hasil (Demographic Parity) atau kesetaraan peluang bagi yang memenuhi syarat (Equal 

Opportunity). 

Selain itu, faktor eksternal seperti kesenjangan digital, literasi teknologi, dan variasi dalam 

aktivitas pembelajaran daring juga sering kali memengaruhi performa model prediksi [15]. Penelitian 

sebelumnya menunjukkan bahwa pengalaman digital, intensitas penggunaan LMS, dan partisipasi aktif 

dalam forum daring berkorelasi positif dengan prestasi akademik [16], [17]. Namun, belum banyak studi 

atau penelitian yang secara spesifik membahas evaluasi bagaimana variabel aktivitas digital ini 

berinteraksi dengan atribut demografi untuk menghasilkan bias dalam prediksi [18]. 

Pendekatan metodologis dalam penelitian ini dirancang untuk memastikan keseimbangan antara 

performa prediksi dan evaluasi fairness model. Selain mengikuti alur standar dalam Educational Data 

Mining, penelitian ini menekankan pentingnya transparansi proses analisis agar hasil yang diperoleh 

dapat direplikasi dan dievaluasi secara kritis oleh peneliti lain [19], [20]. Setiap tahap dalam metode 

penelitian dirancang untuk meminimalisir potensi bias dan sekaligus memungkinkan identifikasi bias 

sosial yang muncul dari data dan model. 

Pada tahap pengolahan data, pemilihan atribut harus relevan secara akademik dan etis. Atribut 

highest_education dipilih sebagai atribut utama karena merepresentasikan capaian pendidikan 

sebelumnya yang sering kali berkorelasi dengan faktor sosial-ekonomi dan akses terhadap sumber daya 

pendidikan [10], [21]. Pemilihan atribut ini sejalan dengan penelitian sebelumnya yang menunjukkan 

bahwa latar belakang pendidikan awal dapat memengaruhi performa mahasiswa dalam sistem 

pembelajaran daring [18], [22]. Dengan menjadikan highest_education sebagai basis utama evaluasi 

fairness, penelitian ini berupaya mengungkap potensi bias struktural yang mungkin tersembunyi di balik 

performa model yang tinggi. 

Selain itu, atribut aktivitas digital seperti sum_click dan score digunakan untuk mengidentifikasi 

perilaku belajar mahasiswa dalam LMS. Variabel-variabel ini telah terbukti sebagai indikator kuat 

keterlibatan belajar dan sering digunakan dalam penelitian prediksi prestasi akademik [16], [23]. 

Namun, penggunaan atribut aktivitas digital juga perlu dievaluasi secara hati-hati karena tingkat 
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aktivitas tidak selalu mencerminkan kemampuan akademik yang sesungguhnya, melainkan dapat 

dipengaruhi oleh faktor eksternal seperti ketersediaan waktu, perangkat, dan koneksi internet [15]. Oleh 

karena itu, analisis fairness ini menjadi penting untuk memastikan bahwa model tidak memberikan 

keuntungan yang berlebihan kepada mahasiswa dengan intensitas aktivitas digital yang lebih tinggi. 

Dalam pemilihan model, Random Forest dan SVM dipilih karena mewakili dua pendekatan 

klasifikasi yang berbeda. Random Forest sebagai algoritma ensemble dikenal robust terhadap noise dan 

ketidakseimbangan data, serta mampu menangkap hubungan non-linear antar fitur [21], [24]. 

Sebaliknya, SVM merupakan algoritma margin-based yang efektif pada data berdimensi tinggi, namun 

sensitif terhadap pemilihan kernel dan distribusi kelas [25], [26]. Perbandingan kedua algoritma ini 

memungkinkan analisis yang lebih mendalam mengenai trade-off antara akurasi dan fairness dalam 

konteks pendidikan digital. 

Evaluasi model tidak hanya dilakukan berdasarkan metrik klasifikasi, tetapi juga diperluas dengan 

metrik fairness Demographic Parity dan Equal Opportunity, yang mengacu pada kerangka fairness 

dalam supervised learning [13]. Pendekatan ini selaras dengan rekomendasi penelitian terkini yang 

menekankan integrasi evaluasi teknis dan etis dalam sistem prediktif berbasis data [11], [27]. 

Oleh karena itu, penelitian ini bertujuan untuk mengeksplorasi lebih lanjut hubungan antara latar 

belakang sosiodemografis dan aktivitas digital mahasiswa dalam LMS terhadap fairness model prediksi 

prestasi akademik. Dengan mengimplementasikan algoritma Random Forest dan Support Vector 

Machine (SVM) pada dataset Open University Learning Analytics Dataset (OULAD), penelitian ini 

berfokus pada evaluasi fairness menggunakan metrik Demographic Parity dan Equal Opportunity. 

Temuan dari penelitian ini dapat memberikan kontribusi terhadap pengembangan sistem prediksi yang 

lebih adil, transparan, dan etis di era pendidikan digital dan perkembangan teknologi saat ini. 

2. METODE PENELITIAN 

2.1. Kerangka Penelitian 

Penelitian ini mengikuti kerangka kerja komprehensif, dimulai dari pengumpulan data, 

dilanjutkan dengan tahap persiapan data yang mencakup seleksi dan transformasi atribut, pembangunan 

model prediksi menggunakan algoritma klasifikasi terpilih, evaluasi kinerja model, dan diakhiri dengan 

analisis fairness terhadap atribut demografi serta aktivitas digital mahasiswa [19], [27]. Kerangka ini 

mengadopsi pendekatan Educational Data Mining yang menggabungkan teknik machine learning 

dengan evaluasi etis berbasis fairness. Pendekatan ini selaras dengan kerangka terpadu antara Learning 

Analytics dan Educational Data Mining yang diusulkan oleh Siemens dan Baker [20], yang menekankan 

integrasi analisis pembelajaran dengan eksplorasi data pendidikan untuk meningkatkan pengambilan 

keputusan berbasis bukti. Tahapan penelitian ini memiliki kemiripan dengan pendekatan [23], yang juga 

menerapkan proses data collection, preprocessing, dan evaluasi untuk prediksi prestasi akademik 

penelitian ini menggunakan algoritma Random Forest dan SVM. Namun, penelitian ini memperluas 

pendekatan tersebut dengan menambahkan analisis fairness berbasis metrik Demographic Parity dan 

Equal Opportunity untuk menilai keadilan prediksi antar kelompok demografi. Pendekatan analisis 

fairness ini memiliki kesamaan dengan metodologi yang digunakan dalam [6], [9], [13], [27], di mana 

evaluasi keadilan model dilakukan dengan membandingkan performa prediksi lintas atribut sensitif, 

sehingga hasil model tidak hanya dinilai berdasarkan akurasi, tetapi juga kesetaraan peluang prediksi 

antar kelompok. Alur tahapan metode penelitian disajikan pada Gambar 1. 

2.2. Pengumpulan data 

Dataset yang digunakan adalah Open University Learning Analytics Dataset (OULAD), yang 

telah banyak digunakan dalam penelitian prediksi prestasi akademik mahasiswa [23], [28]. Dataset ini 

mencakup informasi demografi, aktivitas pembelajaran daring, dan hasil akhir mahasiswa. Pemilihan 
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OULAD didasarkan pada skalanya yang besar, keterbukaan datanya, serta kelengkapan fitur yang 

relevan untuk penelitian fairness [22]. Dataset ini menyediakan informasi demografis mahasiswa dan 

catatan aktivitas pembelajaran daring mereka. Atribut-atribut yang tersedia dalam OULAD mencakup 

gender, usia, pendidikan terakhir, status disabilitas, status pekerjaan, serta interaksi dalam platform e-

learning seperti jumlah klik, akses forum, dan pengumpulan tugas. Kolom final_result dalam OULAD  

digunakan sebagai label target klasifikasi, yang mengindikasikan capaian akhir mahasiswa, serupa 

dengan pengelompokan Indeks Prestasi Kumulatif (IPK) dalam penelitian ini. 

 

 
Gambar 1. Alur Metode Penelitian 

2.3. Persiapan data 

Tahap persiapan data merupakan langkah krusial untuk memastikan kualitas dan kesesuaian data 

dengan kebutuhan model prediksi. Salah satu proses penting dalam tahap ini adalah penanganan data 

hilang, yang terbukti memengaruhi performa model prediksi jika tidak ditangani dengan tepat [22]. 

Langkah- langkah yang  dilakukan meliputi: 

1. Seleksi Atribut: Atribut yang digunakan mencakup kategori demografi seperti id_student, gender, 

dan highest_education. Selain itu, atribut dalam aktivitas Learning Management System (LMS) 

juga dipertimbangkan, yaitu score, assessment_type, id_site, dan sum_click. Pemilihan atribut 

didasarkan pada relevansinya terhadap prestasi akademik serta potensinya sebagai atribut sensitif 

dalam analisis fairness  [29]. Atribut highest_education dipilih karena dapat mencerminkan faktor 

social dan ekonomi dan akses terhadap kualitas pendidikan sebelumnya, sehingga dapat 

berpotensi memengaruhi prestasi akademik mahasiswa serta dapat menimbulkan bias dalam 

model prediksinya [21]. 

2. Penanganan Nilai Hilang (Missing Values): Nilai hilang pada seleksi atribut ditangani dengan 

teknik imputasi, misalnya menggunakan rata-rata atau median untuk data numerik, dan modus 

untuk data kategorikal. Jika proporsi nilai hilangnya terlalu besar dan tidak memungkinkan 

dilakukan imputasi, maka baris atau kolom yang terkait dihapus [24]. 

3. Encoding Variabel Kategorikal: Variabel kategorikal seperti gender, highest_education, dan 

assessment_type dikonversi ke dalam bentuk numerik dengan menggunakan teknik one-hot 

encoding agar dapat mudah diproses secara efektif oleh algoritma klasifikasi [25]. 

4. Transformasi Data Numerik Atribut numerik, seperti score dan sum_click, dilakukan proses 

penskalaan menggunakan metode Min–Max Scaling atau Standardization. Tahapan ini bertujuan 

untuk memastikan semua fitur memiliki skala yang seragam, sehingga mencegah dominasi fitur 

dengan rentang nilai yang besar [29]. 

5. Pembagian Data: Dataset dipisahkan menjadi dua subset, yaitu 80% data digunakan untuk proses 

pelatihan dan 20% sisanya dialokasikan untuk data pengujian [31]. Untuk memastikan robustness 

model, digunakan teknik K-Fold Cross-Validation dengan K=10. Pada metode ini, data pelatihan 
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dibagi menjadi 10 bagian, lalu secara bergantian sembilan bagian digunakan untuk pelatihan dan 

satu bagian untuk pengujian [30]. 

2.4. Algoritma Klasifikasi 

1. Random Forest : Merupakan algoritma ensemble yang membangun banyak pohon keputusan 

selama fase pelatihan dan menghasilkan kelas yang merupakan modus dari kelas-kelas yang 

dikeluarkan oleh pohon individu (untuk klasifikasi). Random Forest dipilih karena 

kemampuannya menangani dataset berukuran besar, memproses fitur dalam jumlah banyak, dan 

ketahanannya terhadap overfitting [21]. Algoritma ini telah terbukti efektif dalam prediksi prestasi 

akademik di berbagai studi terbaru [24]. 

2. Support Vector Machine (SVM) : Digunakan karena kemampuannya mengelola data 

berdimensi tinggi serta fleksibilitasnya melalui penggunaan kernel trick untuk klasifikasi non-

linear [25]. SVM juga telah menunjukan kinerja unggul pada berbagai skenario prediksi akademik, 

khususnya dalam kasus distribusi data kompleks [26]. Penelitian terbaru memperkuat efektivitas 

algoritma ini dalam konteks pendidikan digital, di mana penerapan SVM menghasilkan tingkat 

akurasi yang tinggi dalam memprediksi tingkat adaptabilitas mahasiswa pada pembelajaran 

daring [31]. Selain itu, penelitian lain menegaskan bahwa algoritma berbasis supervised learning 

seperti SVM efektif dalam memodelkan performa akademik mahasiswa secara presisi [5]. 

2.5 Metrix Evaluasi Model  

Kinerja model prediksi dievaluasi menggunakan metrik evaluasi klasifikasi standart, yaitu 

Akurasi, Presisi, dan Recall. Metrik ini dihitung berdasarkan hasil Confusion Matrix dari proses 

pengujian model. 

 

1. Akurasi (Accuracy) : Menunjukan proporsi keseluruhan prediksi yang berhasil di klasifikasikan 

akurat oleh model.Dirumuskan sebagai : 

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒+𝑇𝑟𝑢𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒

𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒+𝑇𝑟𝑢𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒+𝐹𝑎𝑙𝑠𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒+𝐹𝑎𝑙𝑠𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒
 (1) 

2. Presisi (Precision) : Mengukur proporsi prediksi positif yang sebenarnya positif. 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒

𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒+𝐹𝑎𝑙𝑠𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑓
(2) 

3. Recall (Recall) : Mengukur proporsi kasus positif yang berhasil diidentifikasi dengan benar oleh 

model. 

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒

𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒+𝐹𝑎𝑙𝑠𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒
(3) 

4. F1-Score : Merupakan harmonic mean dari presisi dan recall, memberikan ukuran tunggal yang 

menyeimbangkan keduanya. 

𝐹1 − 𝑆𝑐𝑜𝑟𝑒 = 2𝑥
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 𝑥 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+𝑅𝑒𝑐𝑎𝑙𝑙 
 (4) 

Analisis fairness dalam penelitian ini dilakukan  menggunakan dua metrik, yaitu Demographic 

Parity dan Equal Opportunity. Kedua metrik tersebut digunakan untuk mengevaluasi kesetaraan hasil 

prediksi model antar kelompok berdasarkan atribut sensitif highest_education. Demographic Parity 

digunakan untuk mengukur perbedaan proporsi prediksi positif antar kelompok, sedangkan Equal 

Opportunity digunakan untuk menilai kesetaraan True Positive Rate pada kelompok yang benar-benar 
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memenuhi kriteria keberhasilan. Pendekatan evaluasi ini mengacu pada kerangka fairness dalam 

supervised learning [13] dan diintegrasikan ke dalam pipeline eksperimen setelah proses evaluasi kinerja 

model berbasis metrik klasifikasi konvensional.  

3. HASIL DAN PEMBAHASAN 

3.1. Gambaran Umum Dataset 

Penelitian ini menggunakan Open University Learning Analytics Dataset (OULAD) yang berisi 

data akademik sebanyak 32.593 mahasiswa. Setelah proses pra-pemrosesan data, termasuk 

penggabungan tabel, penanganan nilai hilang, dan encoding variabel kategorikal, jumlah sampel yang 

digunakan untuk pelatihan dan pengujian tetap konsisten sebanyak 32.593 data. Variabel target 

final_result dipetakan ke dalam dua kelas, yaitu 0 untuk kategori Fail dan Withdrawn 

(merepresentasikan tidak lulus atau mengundurkan diri), serta 1 untuk kategori Pass dan Distinction 

(merepresentasikan lulus). Pembagian ini bertujuan untuk memprediksi keberhasilan mahasiswa dalam 

menyelesaikan program studinya. 

Distribusi kelas pada variabel final_result relatif seimbang, di mana 16.297 mahasiswa (sekitar 

50%) tergolong dalam kelas 0 (Fail/Withdrawn) dan 16.296 mahasiswa (sekitar 50%) termasuk dalam 

kelas 1 (Pass/Distinction). Kondisi ini menunjukkan tidak adanya ketidakseimbangan kelas yang 

signifikan pada dataset. 

Penelitian ini berfokus pada satu atribut sensitif, yaitu highest_education, yang merepresentasikan 

tingkat pendidikan terakhir mahasiswa sebelum mengikuti pembelajaran di Open University. Atribut ini 

telah dikonversi ke dalam bentuk kategorikal terpisah melalui proses one-hot encoding. Pemilihan 

highest_education didasarkan pada potensinya dalam mencerminkan faktor sosial-ekonomi dan akses 

terhadap pendidikan sebelumnya, yang secara implisit dapat memengaruhi peluang keberhasilan 

akademik serta memunculkan bias dalam model prediktif. Distribusi kelas yang relatif seimbang ini 

mengurangi potensi bias akibat ketidakseimbangan kelas (class imbalance) dan memungkinkan evaluasi 

kinerja serta fairness model dilakukan secara lebih objektif. Oleh karena itu, atribut highest_education 

digunakan sebagai dasar untuk mengukur keadilan model melalui metrik Demographic Parity dan Equal 

Opportunity. 

3.2. Hasil Evaluasi Model Prediksi 

Evaluasi kinerja model dilakukan secara ketat menggunakan data pengujian (testing set), yang 

dialokasikan sebanyak 20% dari keseluruhan himpunan data (dataset). Pemisahan data ini merupakan 

langkah krusial untuk menjamin objektivitas penilaian. Dengan melakukan pengujian pada data yang 

tidak dilibatkan dalam proses pelatihan, hasil evaluasi yang dihasilkan dapat menggambarkan secara 

lebih objektif kemampuan model dalam melakukan generalisasi terhadap data baru yang sebelumnya 

belum terobservasi. Hasil evaluasi kinerja ini selanjutnya menjadi dasar untuk menganalisis fairness 

model prediksi berdasarkan atribut tingkat pendidikan terakhir mahasiswa. 

3.2.1. Random Forest 

Model Random Forest menghasilkan akurasi sebesar 0.842. Detail kinerja Random forest 

disajikan pada Tabel 1 berikut: 

 

Table 1. Mtrix Evaluasi Model Random Forest 

No Metrik evaluasi Nilai 

1 Akurasi 0.842 

2 Presisi 0.823 

3 Recall 0.848 

4 F1-Score 0.835 
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Confusion Matrix untuk model Random Forest adalah berikut : 

 

Table 2. Confusion Matrix Model Random Forest  
Prediksi Negatif Prediksi Positif 

Actual Negatif 2879 (TN) 563 (FP) 

Actual Positif 467 (FN) 2610 (TP) 

 

Tabel 2 menunjukan model Random Forest memiliki kemampuan prediksi yang signifikan. 

Secara spesifik, model ini berhasil mengidentifikasi secara akurat sebanyak 2.879 kasus negatif (True 

Negatives/TN), yang merepresentasikan prediksi yang benar untuk kategori Fail/Withdrawn. Selain itu, 

model juga berhasil mengklasifikasikan secara benar sebanyak 2.610 kasus positif (True Positives/TP), 

yang merujuk pada kategori Pass/Distinction. Kinerja yang relatif stabil pada metrik presisi dan recall 

menunjukkan bahwa Random Forest mampu menjaga keseimbangan antara kemampuan mendeteksi 

mahasiswa yang berhasil dan meminimalkan kesalahan klasifikasi, sehingga relevan untuk diterapkan 

pada sistem pendukung keputusan di bidang pendidikan. 

3.2.2. Support Vector Machine (SVM) 

Kinerja model SVM disajikan pada table berikut : 

 

Table 3. Matrix Evaluasi Model SVM 

No Metrik evaluasi Nilai 

1 Akurasi 0.769 

2 Presisi 0.777 

3 Recall 0.717 

4 F1-Score 0.746 

 

Confusion Matrix untuk model SVM adalah berikut :  

 

Table 4. Confusion Matrix Model SVM  
Prediksi Negatif Prediksi Positif 

Actual Negatif 2810 (TN) 632 (FP) 

Actual Positif 872 (FN) 2205 (TP) 

 

Tabel 4 menunjukan trade-off yang menarik antara presisi dan recall. Dengan presisi 0.777, model 

ini cukup andal ketika memprediksi kasus positif, artinya dari semua prediksi positif yang dibuat, sekitar 

78% benar-benar positif. Namun, recall yang rendah (0.717) mengungkapkan kelemahan signifikan 

dimana model melewatkan hampir 30% dari kasus positif yang sebenarnya, seperti terlihat dari 872 false 

negative. Dalam konteks praktis, ini berarti SVM lebih konservatif dalam mengidentifikasi kasus positif 

dibanding Random Forest. Temuan ini mengindikasikan bahwa meskipun SVM memiliki kemampuan 

klasifikasi yang cukup baik, sensitivitas model terhadap distribusi data dan margin antar kelas dapat 

memengaruhi efektivitasnya dalam mendeteksi mahasiswa yang berpotensi berhasil. 

3.3. Hasil Analisis Fairness 

Analisis fairness model dilakukan secara komprehensif dengan memanfaatkan metrik 

Demographic Parity dan Equal Opportunity. Meskipun dalam studi ini telah teridentifikasi beberapa 

atribut sensitif lainnya, seperti gender dan status disabilitas, pembahasan terperinci dan mendalam 

mengenai temuan hasil analisis keadilan dalam bagian ini akan secara eksklusif dipusatkan pada atribut 

highest_education (tingkat pendidikan tertinggi). Pemilihan fokus pada atribut highest_education 

didasarkan pada signifikansi temuan yang terungkap serta relevansi tinggi atribut tersebut dalam konteks 

data dan tujuan penelitian ini. 
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3.3.1. Demographic Parity 

Demographic Parity mengukur probabilitas prediksi positif (P(Y^=1)) untuk setiap kelompok. 

Idealnya, nilai ini harus serupa di antara kelompok-kelompok yang berbeda. 

 

Table 5. Demographic Parity berdasarkan Highest Education 

No Algoritma Kelompok (highest_education) Probabilitas prediksi positif 

1 Random Higher Education 0.564  
Forest Lower Than A Level 0.400 

  No Formal Qualification 0.250 

  Post Graduate Qualification 0.630 

2 SVM Higher Education 0.619 

  Lower Than A Level 0.282 

  No Formal Qualification 0.232 

  Post Graduate Qualification 0.699 

 

Table 5 menunjukan Random Forest terlihat bahwa probabilitas prediksi positif meningkat seiring 

dengan tingkat Pendidikan terakhir. Kelompok dengan Post Graduate Qualification (S2/S3) memiliki 

probabilitas tertinggi (0.630), diikuti oleh Higher Education (Diploma/Sarjana). Sebaliknya, kelompok 

No Formal Qualification memiliki probabilitas terendah (0.250), dan Lower Than A Level (0.400) juga 

menunjukan probabilitas yang relative rendah. Hal ini menunjukan bahwa model Random forest 

cenderung memprediksi individu dengan tingkat Pendidikan terakhir lebih tinggi dan memiliki peluang 

keberhasilan yang lebih besar. Sedangkan SVM, pola serupa juga terlihat,dimana Post Graduate 

Qualification (S2/S3) (0.699) dan Higher Education (Diploma/Sarjana) (0.619) memiliki probabilitas 

tertinggi, sementara No Formal Qualification (0.232) dan Lower Than A Level (0.282) menunjukkan 

probabilitas yang lebih rendah. Ini mengindikasikan bias yang signifikan terhadap kelompok dengan 

pendidikan terakhir yang lebih rendah pada kedua model. Visualisasi nilai Demographic Parity pada 

masing-masing kategori Highest Education untuk Random Forest dan SVM ditampilkan pada Gambar 

2. 

 

 
Gambar 2. Distribusi nilai Demographic Parity berdasarkan Highest Education untuk model Random 

Forest dan Support Vector Machine. 

 

Visualisasi Demographic Parity berdasarkan tingkat pendidikan terakhir untuk Random Forest 

dan SVM ditunjukan pada Gambar 2. Berdasarkan grafik, pada Random Forest, proporsi prediksi positif 

meningkat seiring dengan tingginya tingkat pendidikan: Mahasiswa dengan No Formal Qualification 

hanya memiliki prediksi positif sekitar 25%, jauh di bawah kelompok lain. Sebaliknya, kelompok Post 

Graduate Qualification (S2/S3) memiliki proporsi prediksi positif tertinggi, mendekati 65%. SVM 

menunjukkan pola yang serupa, meskipun secara umum menghasilkan proporsi prediksi positif yang 

sedikit lebih rendah dibandingkan Random Forest. Terdapat selisih proporsi cukup tajam antar 

kelompok, menunjukkan bahwa model cenderung menguntungkan  mahasiswa  dengan  tingkat 

pendidikan lebih tinggi. 
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3.3.2. Equal Opportunity 

Equal Opportunity mengukur True Positive Rate (TPR) untuk setiap kelompok, yaitu probabilitas 

individu yang sebenarnya positif juga diprediksi positif (P(Y^=1∣Y=1)). Metrik ini penting untuk 

memastikan bahwa model memiliki sensitivitas yang sama dalam mengidentifikasi individu yang benar- 

benar berhasil di setiap kelompok. 

 

Table 6. Equal Opportunity Berdasarkan Highest Education 

No Algoritma Kelompok (highest_education) Probabilitas prediksi positif 

1 Random Higher Education 0.878  
Forest Lower Than A Level 0.813 

  No Formal Qualification 0.714 

  Post Graduate Qualification 0.913 

2 SVM Higher Education 0.885 

  Lower Than A Level 0.566 

  No Formal Qualification 0.571 

  Post Graduate Qualification 0.957 

 

Tabel 6 menunjukan kelompok Post Graduate Qualification (S2/S3) dari Random Forest 

memiliki TPR tertinggi (0.913), diikuti oleh Higher Education (Diploma/Sarjana) (0.878). Sebaliknya, 

No Formal Qualification memiliki TPR terendah (0.714), dan Lower Than A Level (0.813) juga 

menunjukkan TPR yang lebih rendah dibandingkan kelompok pendidikan yang lebih tinggi. Ini 

mengindikasikan bahwa model Random Forest lebih sensitif dalam mengidentifikasi keberhasilan pada 

mahasiswa dengan latar belakang pendidikan terakhir yang lebih tinggi. Kelompok dengan No Formal 

Qualification dan Lower Than A Level tampak sedikit dirugikan karena model kurang efektif dalam 

memprediksi keberhasilan mereka. Untuk SVM, pola serupa juga terlihat, meskipun dengan nilai TPR 

yang umumnya lebih rendah. Post Graduate Qualification (S2/S3) memiliki TPR tertinggi (0.957), 

diikuti oleh Higher Education (Diploma/Sarjana) (0.571). Kelompok Lower Than A Level memiliki TPR 

terendah (0.566), dan No Formal Qualification (0.885) juga menunjukkan kinerja yang kurang optimal. 

Ini memperkuat temuan bahwa kedua model menunjukkan bias terhadap kelompok dengan pendidikan 

terakhir yang lebih rendah, di mana mereka kurang berhasil dalam mengidentifikasi individu yang 

sebenarnya berhasil dari kelompok- kelompok ini. Visualisasi nilai Equal Opportunity (TPR) pada 

masing-masing kategori Highest Education untuk Random Forest dan SVM disajikan pada Gambar 3. 

 

 
Gambar 3. Visualisasi Equal Opportunity (TPR) berdasarkan Highest Education untuk Random Forest 

dan SVM 

 

Equal Opportunity mengukur True Positive Rate (TPR) atau seberapa besar peluang setiap 

kelompok mendapatkan prediksi “lulus” ketika mereka memang lulus. Random Forest memiliki TPR 

yang lebih tinggi secara keseluruhan dan lebih merata antar kelompok: Kelompok No Formal 

Qualification memiliki TPR sekitar 0.71. Kelompok Post Graduate Qualification memiliki TPR 

tertinggi, mendekati 0.91.Perbedaan antar kelompok relatif kecil, menunjukkan fairness yang lebih baik. 

SVM menunjukkan TPR yang jauh lebih rendah dan selisih lebih besar antar kelompok. TPR pada 
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kelompok Lower Than A Level hanya sekitar 0.56, jauh di bawah kelompok Post Graduate Qualification 

(0.95). Ini menunjukan bahwa model SVM kurang konsisten dalam memprediksi keberhasilan 

mahasiswa lintas tingkat pendidikan, sehingga memiliki tingkat Equal Opportunity yang lebih rendah 

dibandingkan Random Forest. Temuan ini menegaskan bahwa model dengan kinerja prediksi yang 

tinggi belum tentu memberikan perlakuan yang setara bagi seluruh kelompok mahasiswa. 

3.3.3. Perbandingan Fairness Gap  

Perbandingan numerik nilai Demographic Parity dan Equal Opportunity sebelum dan sesudah 

penerapan SMOTE ditampilkan pada Tabel 7. 

 

Table 7. Perbandingan Fairness Gap 

Model Kondisi Data DP Gap EO Gap 

Random Forest Tanpa SMOTE 0.380 0.199 

SVM  0.466 0.391 

Random Forest SMOTE 0.380 0.199 

SVM  0.466 0.385 

 

Tabel 7 menunjukan bahwa pada model Random Forest, nilai Demographic Parity Gap dan 

Equal Opportunity Gap tetap berada pada angka yang sama sebelum dan sesudah penerapan SMOTE, 

yaitu masing-masing sebesar 0.380 dan 0.199. Sementara itu, pada model SVM, penerapan SMOTE tidak 

mengubah nilai DP Gap yang tetap tinggi sebesar 0.466, dan hanya menghasilkan penurunan yang 

sangat kecil pada EO Gap, dari 0.391 menjadi 0.385.  Ini menunjukkan bahwa SMOTE memiliki dampak 

yang terbatas karena distribusi kelas yang sudah seimbang. Perbandingan nilai Demographic Parity Gap 

dan Equal Opportunity Gap sebelum dan sesudah penerapan metode SMOTE ditampilkan pada Gambar 

4. 

 

 
Gambar 4. Visualisasi perbandingan metrik Demographic Parity Gap dan Equal Opportunity Gap 

pada tahap pra dan pasca penerapan SMOTE. 

 

Visualisasi pada Gambar 4 memperlihatkan secara grafis bahwa perbedaan nilai Demographic 

Parity Gap dan Equal Opportunity Gap antara kondisi tanpa SMOTE dan SMOTE relatif tidak signifikan 

pada kedua algoritma. Pada Random Forest, batang grafik menunjukkan nilai fairness yang konsisten 

di kedua kondisi, sedangkan pada SVM hanya terlihat perbaikan marginal pada Equal Opportunity Gap 

tanpa disertai penurunan Demographic Parity Gap. Hasil ini mempertegas bahwa peningkatan fairness 

dalam prediksi kinerja akademik tidak dapat dicapai hanya melalui rebalancing data menggunakan 

SMOTE. Fairness model lebih dipengaruhi oleh karakteristik algoritma dan cara model mempelajari 

pola aktivitas digital mahasiswa lintas tingkat pendidikan. Oleh karena itu, evaluasi dan pengendalian 

fairness perlu dilakukan secara eksplisit pada tahap pemodelan dan analisis, bukan hanya melalui 

optimasi distribusi data latih. 
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4. DISKUSI 

Berdasarkan hasil evaluasi performa, model Random Forest menunjukkan keunggulan yang lebih 

konsisten dibandingkan SVM, ditunjukkan oleh nilai akurasi, recall, dan F1-score yang lebih tinggi. 

Pola ini sejalan dengan penelitian sebelumnya  yang menempatkan Random Forest sebagai algoritma 

andal dalam konteks educational data mining karena ketangguhannya terhadap banyak fitur dan variasi 

data, sehingga lebih seimbang dalam mendeteksi kelas positif dan negatif dibandingkan pendekatan 

margin-based seperti SVM [21]. Sementara itu, SVM kerap mempertahankan presisi, tetapi dapat 

kehilangan banyak kasus positif ketika margin antar kelas tidak bersih, yang tercermin pada recall yang 

lebih rendah dalam temuan kali ini. 

Temuan dalam penelitian ini selaras dengan studi terbaru oleh Zhang dan Wu (2024) dalam 

Neural Computing and Applications [24], yang menyatakan bahwa pendekatan ensemble seperti 

Random Forest tidak hanya menghasilkan kinerja yang lebih konsisten, tetapi juga menunjukkan tingkat 

keadilan yang lebih baik dibandingkan metode berbasis margin dalam prediksi akademik. Penelitian 

tersebut menggarisbawahi bahwa kemampuan Random Forest dalam memodelkan hubungan non-linear 

antar fitur berperan penting dalam menghasilkan sebaran kesalahan prediksi yang lebih seimbang antar 

kelompok. Pola serupa juga ditemukan pada hasil penelitian ini. Dari sisi fairness, analisis berbasis 

highest_education menunjukan perbedaan pada Demographic Parity dan Equal Opportunity, 

mahasiswa dengan pendidikan terakhir lebih tinggi memperoleh peluang prediksi positif dan TPR yang 

lebih besar. Temuan ini selaras dengan konsep Equality of Opportunity menuntut TPR serupa lintas 

kelompok yang menyoroti bagaimana model berpotensi lebih “sensitif” pada kelompok yang sudah 

bermodal akademik lebih tinggi, sementara kelompok berpendidikan rendah kurang terdeteksi 

keberhasilannya [13]. Dengan kata lain, akurasi agregat yang tinggi tidak menjamin kesetaraan manfaat 

antarkelompok. 

Dari perspektif fairness, hasil penelitian ini memperkuat argumen bahwa optimalisasi akurasi 

semata tidak cukup untuk menjamin keadilan model prediksi. Disparitas yang muncul pada kelompok 

mahasiswa dengan latar belakang pendidikan rendah mencerminkan potensi bias struktural yang 

bersumber dari kesenjangan literasi digital dan pola aktivitas pembelajaran daring. Oleh karena itu, 

integrasi evaluasi fairness seperti Demographic Parity dan Equal Opportunity menjadi krusial dalam 

mendukung keadilan pendidikan digital, sekaligus memperluas kontribusi riset machine learning tidak 

hanya pada peningkatan kinerja teknis, tetapi juga pada pengembangan sistem prediktif yang etis dan 

bertanggung jawab. 

Disparitas performa model antara kelompok dengan kualifikasi Pendidikan tinggi (post graduate) 

dan rendah (No Formal Qualification/Lower Than A Level) mengindikasi adanya fenomena digital 

divide yang tersembunyi dalam data.Dalam konteks OULAD,atribut highest_education kemungkinan 

besar bertindak sebagai variabel proksi untuk literasi digital dan keterampilan belajar mandiri (self-

regulated learning). Mahasiswa dengan latar belakang Pendidikan tinggi cenderung memiliki strategi 

belajar yang lebih terstruktur dan familiaritas yang lebih baik dengan ekosistem LMS,sehingga 

menghasilkan jejak digital (digital footprints) yang lebih konsisten dan mudah dipolakan oleh algoritma 

seperti Random Forest. 

Sebaliknya, pola aktivitas digital mahasiswa dengan latar belakang Pendidikan rendah mungkin 

lebih fluktuatif atau tidak linear, yang menyebabkan model kesulitan membedakan antara perilaku 

‘berisiko gagal’ dan perilaku ‘belajar dengan gaya berbeda’. Hal ini menjelaskan mengapa Recall dan 

True Positive Rate (Equal Opportunity) pada kelompok ini rendah,model cenderung melabeli mereka 

sebagai ‘Gagal’(False Negative) karena aktivitas digital mereka tidak menyerupai pola standar 

mahasiswa berprestasi pada umumnya. 

Implikasinya, pengembangan learning analytics perlu memadukan optimasi kinerja dengan tata 

kelola fairness yang eksplisit. Secara institusional, hal ini berarti merancang intervensi yang berorientasi 
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afirmatif bagi mahasiswa berlatar pendidikan rendah, menyediakan dukungan berbasis data (remedial, 

mentoring, dan fasilitas teknologi), serta mengintegrasikan metrik fairness khususnya Equal 

Opportunity sejak tahap pra-pemrosesan, pemodelan, hingga pemantauan pascadeploy. Pendekatan 

terpadu tersebut memungkinkan pemanfaatan kekuatan Random Forest sebagai fondasi prediksi yang 

stabil, sambil menjaga distribusi manfaat yang lebih adil bagi seluruh kelompok mahasiswa [13], [21]. 

5. KESIMPULAN 

Penelitian ini menganalisis fairness pada model prediksi prestasi akademik mahasiswa 

menggunakan dataset OULAD dengan algoritma Random Forest dan SVM. Hasil pengujian 

menunjukkan bahwa model Random Forest menunjukkan performa yang lebih unggul secara 

keseluruhan dengan nilai akurasi sebesar 0,842, presisi 0,823, recall 0,848, dan F1-score 0,835. 

Sementara itu, model SVM memperoleh hasil yang lebih rendah, yaitu akurasi sebesar 0,753 dengan 

F1-score 0,714. Meskipun SVM sedikit unggul pada presisi, recall yang rendah membuatnya cenderung 

melewatkan banyak kasus positif. Random Forest dinilai lebih seimbang dalam mengidentifikasi 

mahasiswa yang berhasil maupun yang tidak, sehingga lebih dapat diandalkan dalam prediksi prestasi 

akademik. 

Namun, hasil analisis fairness memperlihatkan bahwa kedua model tetap mengandung bias. 

Atribut highest_education menunjukkan adanya kecenderungan model memberikan prediksi positif 

lebih tinggi kepada mahasiswa dengan pendidikan terakhir yang lebih tinggi, sementara kelompok 

dengan pendidikan rendah kurang teridentifikasi keberhasilannya. Bias ini juga tampak pada metrik 

Equal Opportunity, di mana kelompok berpendidikan tinggi memiliki nilai TPR lebih baik. Oleh karena 

itu, penelitian ini menegaskan pentingnya memasukkan evaluasi fairness dalam sistem prediksi agar 

tidak hanya berfokus pada akurasi, tetapi juga adil, transparan, dan etis. Penelitian mendatang 

diharapkan memperluas analisis fairness ke atribut lain, seperti gender, usia, dan disabilitas, guna 

memperoleh gambaran yang lebih menyeluruh mengenai keadilan model.  
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