Jurnal Teknik Informatika (JUTIF) Vol. 7, No. 4, August 2026, Page. 3258-3281
P-ISSN: 2723-3863 https://jutif.if.unsoed.ac.id
E-ISSN: 2723-3871 DOI: https://doi.org/10.52436/1.jutif.2026.7.4.5372

Detecting And Classifying Multi-Label Semantic Bias In 3,829 Indonesian
Military Criminal Judgments Dataset Using Language Modeling And
Ensemble Strategies

Bayu Ardiyansyah!, Lutfi Indra Nur Praditya?, Galih Wasis Wicaksono*, Nur Putri Hidayah*

1.23[nformatics, Universitas Muhammadiyah Malang, Indonesia
“Law, Universitas Muhammadiyah Malang, Indonesia

Email; galih.w.w@umm.ac.id

Received : Oct 14, 2025; Revised : Jan 6, 2026; Accepted : Jan 19, 2026; Published : Aug 15, 2026

Abstract

Objectivity in military criminal judgments is crucial for judicial legitimacy but is frequently compromised by
semantic bias. To the best of our knowledge, this is the first study to specifically address automated bias detection
within the Indonesian military legal domain, bridging a significant gap in the literature that has predominantly focused
on general civil law. This study aims to develop a multi-label classification model to automatically detect and classify
three specific types of bias (emotional, character, and ambiguity) in military legal texts. The methodology involved
the acquisition and expert annotation of 3,829 judgment documents (2020—2025). Three feature extraction strategies
(TF-IDF, IndoBERT, and Doc2Vec) were comparatively evaluated using KNN, MLP, Random Forest, and Custom
Ensemble algorithms. Experimental results demonstrate that the lexical approach using Random Forest with TF-IDF
achieved superior performance with a weighted F1-Score of 0.82, outperforming both complex embedding-based
models and the ensemble approach (F1-Score 0.77). The findings further reveal that character bias is the most
dominant form of distortion in the corpus. This research makes three novel contributions: (1) providing the first
annotated legal dataset for the Indonesian military domain; (2) demonstrating the superior efficacy of lexical features
(TF-IDF) over complex embeddings in this specific legal domain; and (3) establishing a technical foundation for a
decision-support system to enhance judicial objectivity.
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1. INDRODUCTION

Keadilan dalam sistem peradilan militer di Indonesia merupakan pilar utama untuk menegakkan
hukum yang adil dan objektif, sebagaimana ditentukan oleh Kitab Undang-Undang Hukum Pidana
Militer (KUHPM) dan agenda reformasi kekuasaan kehakiman yang menekankan peningkatan
independensi dan kualitas putusan [1]-[2]. Namun, objektivitas dan legitimasi sistem peradilan dapat
terganggu oleh adanya bias semantik dalam putusan hukum [3]. Penggunaan bahasa yang bias secara
semantik misalnya istilah emosional seperti “sikap agresif”’, penekanan berlebihan pada karakter
terdakwa, atau frasa ambigu dapat mengganggu objektivitas dan legitimasi putusan karena
memengaruhi persepsi keadilan di antara para pihak dan publik [4]-[5]. Dalam ranah nasional kajian
laras bahasa hukum pada Direktori Putusan Mahkamah Agung menemukan berbagai ketidakkonsistenan
penggunaan bahasa Indonesia yang berpotensi mengaburkan makna norma dan menimbulkan
multitafsir, sehingga mengganggu komunikasi keadilan yang seharusnya jelas dan transparan [5]-[6].

Permasalahan ini semakin kompleks mengingat reformasi kekuasaan kehakiman Indonesia masih
menghadapi tantangan dalam memperkuat independensi, akuntabilitas, dan kualitas putusan, termasuk
dalam lingkungan peradilan militer yang kerap dipersepsikan kurang terbuka dibanding peradilan umum
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[1]-[2]. Legitimasi putusan pengadilan, termasuk peradilan militer, dapat tergerus ketika terdapat
ketidakpastian hukum berpadu dengan persepsi publik mengenai lemahnya independensi hakim dan
disparitas putusan, sehingga putusan rentan dipandang bias baik secara substantif maupun prosedural
[6]-[7]. Dalam hukum pidana militer, bias tersebut sering kali terkait dengan nilai-nilai militer seperti
disiplin dan hierarki, yang berpotensi menutupi penilaian terhadap fakta hukum secara seimbang dan
proporsional [2], [7].

Analisis awal dilakukan terhadap 3.829 putusan pidana militer dari Website Direktori Putusan
Mahkamah Agung (https://putusan3.mahkamahagung.go.id) periode 2020-2025 menunjukan adanya
kecenderungan penggunaan kata atau frasa tertentu yang bisa memberi kesan subjektif, contohnya kata
seperti “menyesatkan”, “temperamental” dan “merusak citra” yang tidak hanya mendeskripsikan
perbuatan tetapi juga memuat penilaian moral tertentu [3],[5]. Eksplorasi statistik deskriptif pada Tabel
1 menunjukkan bahwa setiap putusan tiap tahun memuat adanya indikasi bias semantik yang
menunjukkan konsistensi masalah sepanjang waktu. Temuan ini menegaskan urgensi pengembangan
kerangka deteksi bias semantik yang sistematis dan terukur dalam putusan pidana militer guna
memperkuat kejelasan norma serta legitimasi peradilan di mata masyarakat dan komunitas militer [1].

Tabel 1. Statistik Bias Semantik dalam Putusan Pidana Militer, 20202025

Tahun  Jumlah Putusan Contoh Bias Terdeteksi
2020 62% barangkali
2021 56% tidak patuh
2022 52% merusak citra
2023 54% tidak patuh
2024 62% mencemarkan nama baik
2025 63% tidak pantas

Sumber: Statistik EDA(Peneliti), 2025

Pendeteksian bias secara manual oleh ahli hukum memiliki keterbatasan signifikan, termasuk
subjektivitas anotator, waktu yang lama, dan cakupan dokumen yang terbatas ketika berhadapan dengan
ribuan putusan [8]-[9]. Perkembangan pemrosesan bahasa alami (NLP) dan Machine Learning
menghadirkan potensi deteksi bias secara otomatis, luas, dan konsisten melalui teknik klasifikasi teks
seperti Support Vector Machine, Random Forest, dan Neural Network [3], [8], [10]. Studi SBCLIJ
menunjukkan bahwa Support Vector Machine mampu mencapai F1-score hingga 0,95 untuk klasifikasi
bias semantik pada teks hukum umum, yang menandakan potensi besar metode berbasis kecerdasan
buatan untuk mengidentifikasi pola bahasa bias secara sistematis [3].

Dalam ranah Legal NLP, model berbasis Transformer seperti LEGAL-BERT dan Aralegal-
BERT telah menunjukkan kinerja signifikan pada berbagai tugas interpretasi dan klasifikasi teks hukum,
termasuk klasifikasi dokumen dan prediksi putusan, di beragam yurisdiksi dan sistem hukum [11]-[15].
Di Indonesia, IndoBERT telah menunjukkan performa kompetitif pada tugas interpretasi bahasa
Indonesia melalui benchmark IndoNLU, serta menunjukkan efektivitas yang signifikan dalam studi
komparasi kinerja varian Base dan Lite pada tugas klasifikasi teks [16], dan mulai diadopsi dalam
analisis dokumen hukum, seperti prediksi kategori perkara dan deteksi pelanggaran UU ITE maupun
berita hoaks politik berbasis teks hukum dan kebijakan [17]-[19].

Kajian tentang bias dan fairness dalam machine learning menunjukkan bahwa model bahasa pre-
trained dapat menyerap dan memperkuat bias yang terkandung dalam data latih, termasuk bias semantik,
stereotip sosial, dan ketimpangan representasi kelompok [4], [20]. Studi empiris terbaru menemukan
bahwa efektivitas teknik debiasing terhadap model pra-latih sering bervariasi dan tidak selalu
menghilangkan asosiasi diskriminatif secara konsisten, sehingga menuntut kombinasi metode teknis dan
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tata kelola etis [21]-[23]. Di ranah hukum, sejumlah peneliti menekankan bahwa pengembangan legal
Al harus mempertimbangkan batas-batas etis terkait keadilan, transparansi, dan akuntabilitas, karena
sistem analitik prediktif di peradilan dapat memengaruhi hak-hak pihak berperkara dan kualitas
legitimasi putusan [24]. Dalam aspek hukum, diskursus etika kecerdasan buatan menekankan
pentingnya transparansi, akuntabilitas, dan mitigasi bias algoritmik, karena kesalahan atau ketimpangan
prediksi dapat berdampak langsung pada kepercayaan publik terhadap sistem peradilan, termasuk dalam
isu-isu sensitif seperti bias gender dan ekspresi emosi dalam bahasa putusan [25]-[29].

Penelitian ini berbeda dari studi-studi sebelumnya pada fokus substansi, korpus, dan metode
pemodelan yang digunakan. Pertama, penelitian terdahulu seperti SBCLIJ berfokus pada teks hukum
umum dan tidak secara khusus mengkaji ranah nilai-nilai militer seperti disiplin dan hierarki, sementara
penelitian ini memusatkan perhatian pada putusan pidana militer Indonesia yang memiliki karakteristik
bahasa dan norma berbeda [2]-[3]. Kedua, banyak riset legal NLP menggunakan representasi tekstual
tradisional seperti 7F—IDF atau model bahasa umum yang tidak dioptimalkan untuk bahasa Indonesia,
sedangkan penelitian ini mengintegrasikan /ndoBERT sebagai model bahasa yang disesuaikan untuk
bahasa Indonesia guna menangkap semantik khas hukum pidana militer serta menggabungkannya
dengan metode ensemble [9], [17], [30]. Ketiga, penelitian ini mengembangkan dan menyediakan
dataset baru beranotasi yang terdiri dari 3.876 putusan pidana militer periode 2020-2025, sebuah
kontribusi yang penting mengingat pembuatan dataset hukum berkualitas tinggi dengan anotasi bias
masih menjadi tantangan besar di bidang legal A/ [9], [12], [28]. Ringkasan perbandingan antara
penelitian ini dan studi sebelumnya disajikan pada Tabel 2.

Tabel 2. Perbandingan Kinerja Model Usulan dengan Penelitian Sebelumnya

Penelitian Model F1-Score Penelitian
SBCLI (Javed & Li Teks hukum
2(024) ’ SVM 0.95 umum
Model Usulap (Penelitian ~ CustomEnsemble 077 Putusa.n'pidana
Ini) + TF-IDF ' militer
Model.Usul.an (Per}elitian Random Forest 0.82 Putusa.n'pidana
Ini, hasil terbaik) + TF-IDF ) militer

Sumber: [3] dan hasil eksperimen awal oleh peneliti, 2025

Secara metodologis pada Tabel 2, penelitian ini mengusulkan model Custom Ensemble yang
menggabungkan K-Nearest Neighbors, Multilayer Perceptron, dan Random Forest berbasis TF—IDF,
yang pada eksperimen awal menghasilkan F1-score sebesar 0,77 dan meningkat menjadi 0,82 melalui
model tunggal Random Forest dengan TF—IDF [31]-[32]. Meskipun capaian ini masih berada di bawah
Fl-score 0,95 yang diperoleh SVM pada korpus teks hukum umum dalam studi SBCLIJ, temuan tersebut
menegaskan adanya tantangan adaptasi model ketika diterapkan pada teks hukum pidana militer
Indonesia yang lebih sempit, teknis, dan sarat nilai institusional [3],[15]. Selain klasifikasi bias
semantik, penelitian ini menerapkan metode interpretatif untuk mengidentifikasi pola bahasa evaluatif
dalam putusan pidana militer serta membedakan penggunaannya terhadap perbuatan maupun karakter
terdakwa [4], [14], [33]-[34]. Metode ini sejalan dengan kerangka keadilan prosedural dan etika
kecerdasan buatan di bidang hukum yang menekankan ketidakberpihakan dan transparansi pengambilan
keputusan, sehingga model yang diusulkan diharapkan tidak hanya meningkatkan akurasi deteksi bias
semantik, tetapi juga menyediakan dasar empiris untuk perbaikan gaya bahasa putusan serta penguatan
legitimasi peradilan militer di Indonesia [26], [35]-[36]. Dengan demikian, model yang diusulkan
diharapkan tidak hanya berkontribusi pada peningkatan akurasi deteksi bias semantik, tetapi juga
menyediakan dasar empiris dan normatif untuk merekomendasikan perbaikan gaya bahasa putusan
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pidana militer, sehingga mendukung penguatan legitimasi peradilan dan kepercayaan publik terhadap
sistem peradilan militer Indonesia [27], [37].

2. METHOD

Metodologi penelitian ini dirancang secara sistematis untuk mendeteksi dan mengklasifikasikan
bias semantik dalam putusan pidana militer di Indonesia. Alur kerja riset ini mengadopsi kerangka kerja
CRISP-DM (Cross-Industry Standard Process for Data Mining) sebuah metode dalam data mining yang
mencakup enam fase terstruktur dalam penelitian terutama dalam tahapan pengumpulan data, pra-
pemprosesan, pemodelan, hingga evaluasi performa model [38]. Alur kerja metodologi ini diilustrasikan
pada Gambar 1.

Business Data | Data
Understanding Understanding Preperation
{
Deployment N Evaluation € Modelling

Gambar 1. Alur Metodologi Penelitian (CRISP-DM, biru sebagai pengecualian dan hijau sebagai
fokus metode)

Namun, dalam penelitian ini, pembahasan pada bab metodologi akan difokuskan pada empat
tahapan teknis inti: Data Understanding, Data Preparation, Modeling, dan Evaluation [38]. Hal ini
dikarenakan fase Business Understanding, yang mencakup perumusan masalah dan tujuan penelitian,
telah secara detail dibahas pada Bab Pendahuluan. Sementara itu, fase Deployment, yang membahas
potensi penerapan dan implikasi praktis dari model, akan diuraikan lebih lanjut pada Bab 4 Kesimpulan
dan Saran. Alhasil, struktur ini terancang pada bagian metodologi untuk menyoroti secara terfokus pada
proses teknis, analisis data, dan eksperimen yang menjadi inti dari penelitian ini.

Stage 1: Data Stage 2: Stage 3: Stage 4: Modeling Stage 5:
Collection Preprocessing Feature Extraction Evaluation
SMOTE Resampling
(Handling Imbalance)
Case Folding &
Regex Cleaning
Web Scraping
Decision URL

l Multi-label Algorithms.

(OneVsRest

Stopword Removal
(Sastrawi)
Download PDF and
Extract Text
Stemming? Doc2Vec
Save Raw Text Features Explainability

and Analysis

Load into DataFrame Model Random (SHAP Values)
Forest
Excluded -LVGS—)

Keepwgrgsriginal Custom insemble
Stemming (Keep the Meaning) u (Majority Voting)

Gambar 2. Diagram Pipeline Eksperimen Deteksi Bias

Train Test
Split

Feature Extraction

Performance
Metrics
(F1-Score
Weighted)

Error Analysis
(Confusion Matrix)

GridSearch CV/

(+
Tuning)

TF-IDF
Features

IndoBERT
Features

Model

Model KNN

Model MLP |

I

Metodologi ini mengintegrasikan pemodelan bahasa seperti /ndoBERT [18]-[19], dan teknik
klasifikasi ensembel untuk mengolah putusan hukum dalam format PDF'. Proses ini mencakup ekstraksi
teks, anotasi multi-label, pembentukan fitur menggunakan TF-IDF, IndoBERT, dan Doc2Vec, serta
pengembangan model yang menggabungkan K-Nearest Neighbors(KNN), Multi-Layer Perceptron
(MLP), dan Random Forest yang sejalan dengan praktik umum klasifikasi teks dan legal NLP [8], [10],
[30]. Evaluasi dilakukan dengan metrik standar seperti F'/-Score untuk mengukur performa model
sebagaimana direkomendasikan dalam kajian fairness dan evaluasi model [20], [35]. Diagram pada
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Gambar 2 menvisualisasikan alur pipeline eksperimen secara terperinci yang terbagi menjadi lima
tahapan utama. Dimulai dengan Tahap 1 (Data Collection) yang meliputi proses web scraping untuk
pengambilan URL putusan serta ekstraksi teks dari dokumen PDF. Dilanjutkan dengan Tahap 2
(Preprocessing) yang melakukan anotasi multi-label serta pembersihan teks menggunakan pustaka
Sastrawi. Data kemudian diproses pada Tahap 3 (Feature Extraction) melalui metode TF-IDF,
IndoBERT, dan Doc2Vec. Memasuki Tahap 4 (Modeling), teknik SMOTE diterapkan untuk menangani
ketidakseimbangan data sebelum pelatihan model dasar (KNN, MLP, Random Forest) dan
penggabungan dalam Model Custom Ensemble. Terakhir, Tahap 5 (Evaluation) tidak hanya mengukur
metrik performa, tetapi juga menghasilkan visualisasi hasil dan tabel prediksi akhir.

2.1. Data Understanding

Dataset yang digunakan dalam riset ini dihimpun dari putusan pidana militer dari Direktori
Putusan =~ Mahkamah  Agung melalui proses web  scraping pada  situs  resmi
(https://putusan3.mahkamahagung.go.id). Dari proses tersebut terkumpul sebanyak 3.876 putusan, dan
setelah melalui tahap pengolahan diperoleh 3.829 putusan dalam format PDF yang berasal dari periode
2020 hingga 2025. mencakup informasi seperti nomor putusan, tanggal, isi putusan, fakta hukum,
pertimbangan hakim, dan amar. Proses ini dimulai dengan pengunduhan dokumen PDF berdasarkan
URL yang diidentifikasi, diikuti oleh ekstraksi teks menggunakan alat Optical Character Recognition
(OCR) melalui pustaka PyMuPDF untuk mengubah dokumen ke dalam format teks mentah [39]. Teks
mentah tersebut kemudian disimpan dalam basis data dan dimuat ke dalam DataFrame untuk
memudahkan pengolahan.

Dari dataset tersebut hanya atribut yang relevan dengan tujuan penelitian yang digunakan. Atribut
utama adalah zext, yaitu konten teks mentah dari putusan yang menjadi sumber utama dalam deteksi bias
semantik. Atribut ini kemudian diturunkan menjadi ProcessedText, hasil pra-pemrosesan berupa case
folding, penghapusan stopwords, dan tanpa stemming (no-stemming strategy). Selain itu, dataset
dilengkapi dengan tiga label biner, yaitu Tipe-1 (Istilah Emosional), Tipe-2 (Penekanan Karakter), dan
Tipe-3 (Ambiguitas Bahasa) yang diperoleh dari tahap anotasi. Label ini berfungsi sebagai variabel
target dalam pemodelan multi-label, mengingat satu putusan dapat mengandung lebih dari satu kategori
bias [28]. Sementara itu, atribut lain seperti case id maupun metadata administratif (nomor perkara,
pangkat terdakwa, nama hakim, dan tanggal putusan) tidak digunakan. Informasi tersebut tidak memiliki
nilai prediktif terhadap bias semantik dan berpotensi menambah noise pada model.

2.2. Data Preparation

Tahap ini berfokus pada persiapan data agar dapat digunakan secara optimal dalam proses
pemodelan. Proses ini meliputi pra-pemrosesan teks untuk mengurangi noise serta anotasi data guna
menghasilkan ground truth yang valid bagi model klasifikasi.

2.2.1. Pra-pemprosesan dan Anotasi Data

Setelah data teks mentah diperoleh, dilakukan tahap pra- guna mentransformasi data tidak
terstruktur ke dalam format yang bersih dan konsisten untuk dilakukan analisis. Proses ini penting untuk
mengurangi noise yang dapat mempengaruhi kinerja model. Tahap ini memanfaatkan pustaka Sastrawi
untuk normalisasi teks Bahasa Indonesia, yang mencakup beberapa langkah: konversi ke huruf kecil
(case folding), penghapusan tanda baca, eliminasi stopwords untuk membuang kosakata umum yang
minim kontribusi informatif [17]-[18]. Berbeda dengan metode konvensional, penelitian ini menerapkan
strategi tanpa stemming (no-stemming strategy), yaitu tidak memotong imbuhan kata. Keputusan ini
diambil karena proses stemming berisiko menghilangkan informasi morfologis penting, seperti afiks
me- atau di- yang menandakan peran aktif atau pasif, yang justru krusial bagi model Deep Learning
seperti IndoBERT untuk dapat memahami aspek hukum secara utuh.
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Setelah teks telah bersih, tahap selanjutnya adalah anotasi data guna menghasilkan ground truth
yang valid bagi model klasifikasi. Penyusunan kamus kata kunci (leksikon) untuk anotasi dilakukan
melalui Metode hibrida yang menggabungkan analisis top-down dan bottom-up. Strategi ini memastikan
bahwa leksikon yang dihasilkan tidak hanya relevan secara kontekstual dengan korpus putusan pidana
militer di Indonesia, tetapi juga didasarkan pada kerangka teoritis yang teruji dari para ahli.

Paradigma top-down dimulai dengan studi literatur untuk membangun kerangka teoritis kategori
bias. Tipe-1 (Istilah Emosional) didasarkan pada penelitian mengenai deteksi emosi dalam teks, yang
mengidentifikasi bagaimana bahasa dapat mengandung muatan emosi subjektif yang mempengaruhi
persepsi pembaca [28]. Kerangka ini juga didukung oleh temuan bahwa teks hukum dapat secara implisit
mengasosiasikan konsep-konsep negatif dengan kelompok tertentu [27], yang menggarisbawahi
pentingnya identifikasi kata-kata emosional yang bias. Tipe-2 (Penekanan Karakter) dilandasi oleh teori
evaluasi karakter moral, yang menjelaskan bagaimana individu menilai orang lain tidak hanya dari
tindakan mereka, tetapi juga dari inferensi terhadap kondisi mental dan moral mereka [33].
Pengkategorian kata kunci yang berhubungan dengan penilaian moralitas, seperti tidak bermoral atau
merusak hierarki, didukung oleh pengembangan kuesioner karakter moral yang mengidentifikasi
domain seperti kejujuran dan rasa hormat [40]. Selain itu, isyarat prediktif dalam teks dapat memicu
bias konfirmasi dalam evaluasi moral [41], yang relevan dengan bagaimana penekanan pada karakter
dapat membentuk penilaian legal. Terakhir, Tipe-3 (Ambiguitas Bahasa) didasarkan pada penelitian
linguistik yang menunjukkan bagaimana ambiguitas sintaksis dan leksikal dapat mempengaruhi
interpretasi teks [42]. Penelitian mengenai bagaimana verb bias dalam Bahasa Indonesia menjadi
sumber ambiguitas [43] serta identifikasi level ambiguitas dalam proses anotasi [34] memberikan dasar
teoritis yang kuat untuk kategori ini.

Secara komplementer, paradigma bottom-up dilakukan melalui analisis data eksploratif (EDA)
kualitatif terhadap 3.829 putusan pidana militer yang menjadi korpus data. Melalui proses pembacaan
terperinci (close reading), peneliti mengidentifikasi secara langsung dari data berbagai kata dan frasa
yang berulang kali digunakan untuk memberi kesan subjektif. Proses ini menghasilkan daftar kata kunci
awal yang relevan secara empiris dengan ranah hukum militer di Indonesia, seperti "ngeyel" atau
"emosional". Temuan-temuan ini kemudian dikelompokkan secara sistematis berdasarkan kerangka
teoritis yang telah disusun sebelumnya.

Dengan mensintesiskan kedua metode tersebut, sebuah leksikon yang definitif dan dapat
dipertanggungjawabkan secara ilmiah berhasil dibangun. Leksikon inilah yang kemudian menjadi dasar
untuk proses anotasi multi-label secara otomatis. Setiap putusan dianalisis untuk mengidentifikasi
keberadaan tiga kategori bias semantik yang telah didefinisikan. Sebuah putusan dapat memiliki lebih
dari satu label jika mengandung indikator dari beberapa kategori. Rincian lengkap mengenai
operasionalisasi kategori bias disajikan pada Tabel 3. Tabel tersebut merangkum tiga tipe bias utama
beserta deskripsi konseptualnya, contoh kata kunci (keywords) yang digunakan sebagai fitur deteksi,
serta referensi ahli yang memvalidasi setiap kategori. Sebagai contoh, Tabel 3 menunjukkan bahwa bias
Tipe-2 difokuskan pada istilah yang menyerang integritas moral seperti "tidak disiplin" atau
"pengkhianat", sedangkan Tipe-3 menangkap ketidakpastian bahasa melalui kata-kata seperti
"tampaknya" atau "cenderung". Validasi leksikon pada Tabel 3 juga melibatkan verifikasi oleh ahli
linguistik dan hukum internal untuk menjamin akurasi dalam ranah peradilan militer.

Untuk menjamin konsistensi dalam proses anotasi data, penelitian ini menyusun daftar leksikon
bias (bias lexicon) yang spesifik untuk domain hukum militer. Daftar kata kunci ini (Tabel 3) dikurasi
melalui diskusi dengan ahli hukum militer dan analisis frekuensi pada korpus awal.

Kata-kata ini berfungsi sebagai indikator utama (ground truth indicators) dalam pelabelan
otomisasi awal sebelum divalidasi secara manual. Penggunaan kata kunci ini diperlukan untuk
membedakan antara deskripsi faktual tindak pidana dengan narasi subjektif yang berpotensi bias.
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Tabel 3. Kategori dan Kata Kunci untuk Anotasi Bias Semantik

Kategori Label . . Sumber dan
1pe Bias 1tas1 1
Tipe Bi Deskripsi Contoh Kata Kunci (Keywords) Sitasi Ahli
Penggunaan istilah yang bersifat cengeng, emosional, labil, gegabah, ceroboh, [23], [28], dan
subjektif, mengandung muatan lalai, keras kepala, ngeyel, bandel, angkuh, Y
. ; . L. . divalidasi oleh
Tipe-1 emosi, atau memberikan sombong, licik, pendendam, brutal, provokatif, ahli lineuistik
(Emosional) penilaian personal terhadap meremehkan, memancing emosi, membangkang, dan hgk m
karakter terdakwa tanpa didasari menghina atasan, mendendam, menantang, Int ;111;
fakta hukum yang relevan. mengejek, memaki, memelototi, merendahkan ernat.
Bermuka dua, munafik, tidak disiplin, tidak loyal,
. tidak patuh, tidak beretika, tidak bermoral,
Penekanan yang tidak . .
. berwatak buruk, tidak pantas, tidak terhormat,
proporsional pada karakter, . . [33], [41], dan
. A bejat, hina, memalukan, pembohong, o
. moralitas, atau nilai-nilai . divalidasi oleh
Tipe-2 S i pengkhianat, melawan atasan, berbuat tercela, C
institusional (seperti disiplin dan . . . ahli linguistik
(Karakter) . . merusak citra, menjatuhkan martabat, menodai
hierarki) yang dapat . dan hukum
. kehormatan, menodai sumpah, mencemarkan
mengaburkan atau mendahului ) . Internal.
L nama baik, menentang perintah,
analisis fakta hukum.
menyelewengkan, menelantarkan tugas, merusak
hierarki
Penggunaan bahasa yang tidak Tampaknya, seolah-olah, cenderung,
asti, menyiratkan penilaian iperkirakan, barangkali, agaknya, menunjukkan s -[43],
pasti yiratkan penilai diperkirakan, barangkali, agakny jjukk [34], [42]-[43]
Tine-3 negatif tanpa bukti konkret, gelagat, sudah menjadi sifatnya, seringkali dan divalidasi
( Ambri)gui tas) dan/atau melakukan generalisasi ~ melakukan, selalu saja, berulang kali, terindikasi, oleh ahli

terhadap perilaku terdakwa yang
dapat menimbulkan interpretasi
ganda.

nampaknya

linguistik dan
hukum Internal.

2.2.2. Pembentukan Fitur dan Pembagian Data

Pada tahap ini, tiga metode representasi teks diterapkan untuk mengekstrak fitur semantik dari

korpus yang telah diproses. Pertama, metode leksikal TF-IDF (Term Frequency-Inverse Document
Frequency) digunakan untuk mengukur bobot signifikansi kata, menghasilkan matriks fitur yang
merepresentasikan distribusi terminologi hukum dalam dokumen [10]. Kedua, representasi kontekstual
dibangun menggunakan IndoBERT varian Base (indobert-base-pI), sebuah model bahasa berbasis
Transformer yang telah dilatih sebelumnya (pre-trained) [ 16]. Model ini digunakan untuk menghasilkan
vektor kontekstual berdimensi 768 yang mampu menangkap nuansa makna semantik mendalam yang
sering kali hilang dalam metode leksikal [17]. Ketiga, Doc2Vec dengan arsitektur PV-DM (Distributed
Memory) diterapkan untuk memetakan dokumen ke dalam ruang vektor 300 dimensi, melengkapi
representasi fitur dengan menangkap makna paragraf secara global [8].

Setelah ekstraksi fitur, data dipartisi menjadi frain set dan test set dengan proporsi 80:20
menggunakan teknik Stratified Random Sampling. Metode ini dipilih untuk memastikan proporsi kelas
bias yang seimbang di kedua subset data, menghasilkan 3.063 data latih dan 766 data uji, sekaligus
meminimalkan bias pengambilan sampel [32].

2.3. Modeling

Pada tahap ini, strategi klasifikasi multi-label diterapkan menggunakan empat metode algoritma.
Tiga model dasar yang dievaluasi meliputi: K-Nearest Neighbors (KNN), algoritma berbasis instans
yang memanfaatkan kesamaan fitur lokal;, Multi-Layer Perceptron (MLP), arsitektur jaringan saraf
tiruan yang mampu menangkap pola non-linear kompleks; dan Random Forest, metode ensemble
berbasis bagging yang membangun banyak pohon keputusan untuk mereduksi overfitting [8], [30].
Selain itu, dikembangkan model Custom Ensemble yang mengagregasikan prediksi dari ketiga model
dasar tersebut menggunakan mekanisme Majority Voting untuk meningkatkan stabilitas prediksi [31].

Dalam mengimplementasikan algoritma tersebut, khususnya pada penggunaan fitur berbasis
embedding (IndoBERT dan Doc2Vec), penelitian ini mengadopsi strategi Feature Extraction alih-alih
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melakukan End-to-End Fine-Tuning. Bobot model pra-latih (pre-trained weights) dibekukan (frozen)
dan hanya output lapisan terakhir yang digunakan sebagai vektor fitur statis untuk diklasifikasikan oleh
algoritma terpisah (RF, KNN, MLP). Metode ini dipilih dengan dua justifikasi ilmiah: (1) Untuk
menghadirkan kondisi komparasi yang setara (apple-to-apple comparison) antara fitur semantik
(embedding) dan leksikal (TF-IDF) di bawah kendali klasifikasi yang sama, dan (2) Efisiensi komputasi
mengingat keterbatasan sumber daya untuk melatih ulang jutaan parameter BERT pada dataset yang
relatif kecil, yang berisiko menyebabkan catastrophic forgetting atau overfitting.

Mengingat karakteristik dataset hukum yang memiliki ketidakseimbangan kelas (class
imbalance), riset ini memanfaatkan teknik Synthetic Minority Over-sampling Technique (SMOTE).
SMOTE diintegrasikan ke dalam pipeline pelatihan untuk menyeimbangkan distribusi kelas minoritas
secara sintetis sebelum proses pemodelan, memastikan model tidak bias ke kelas mayoritas [44].

Setiap model dikemas dengan strategi OneVsRestClassifier untuk menangani sifat multi-label
secara efektif. Untuk menjamin performa optimal, diterapkan optimisasi hyperparameter
(hyperparameter tuning) menggunakan Grid Search dengan skema validasi silang 3-lipatan (3-fold
cross-validation). Parameter kunci yang diuji meliputi: n_neighbors untuk KNN; hidden layer sizes
dan alpha untuk MLP; serta n_estimators dan max_depth untuk Random Forest. Konfigurasi terbaik
yang menghasilkan rata-rata F/-Score (Weighted) tertinggi dipilih sebagai model final mengikuti
praktik evaluasi berbasis F1-Score dalam kajian fairness dan keandalan model [20], [35], [37].

2.3.1. Handling Class Imbalance (SMOTE)

Analisis eksploratif awal terhadap distribusi dataset mengungkapkan adanya ketidakseimbangan
kelas yang signifikan. Sebagaimana divisualisasikan pada Gambar 3, kategori bias emosional (7ype-1)
merupakan kelas minoritas yang hanya merepresentasikan 15,62% (598 dokumen) dari total 3.829 data.
Sebaliknya, bias penekanan karakter (7ype-2) mendominasi dataset dengan proporsi mencapai 41,00%
(1.570 dokumen), diikuti oleh bias ambiguitas (7Type-3) sebesar 33,25% (1.273 dokumen). Ketimpangan
distribusi ini berpotensi menyebabkan model klasifikasi menjadi bias, di mana algoritma cenderung
memprediksi kelas mayoritas dengan akurasi tinggi namun memiliki sensitivitas yang rendah dalam
mendeteksi kelas minoritas.

Visualisasi ketimpangan pada Gambar 3 tersebut mengindikasikan potensi risiko di mana model
klasifikasi dapat menjadi bias ke arah kelas mayoritas, memiliki akurasi semu yang tinggi, namun
sensitivitas yang rendah terhadap kelas minoritas (7Type-1).

Distribusi Kelas Bias (Sebelum SMOTE)
1600 1570

1400
1200

1000

Jumlah Sampel

Tipe-2 Tipe-3 Tipe-1
Tipe Bias

Gambar 3. Distribusi kelas bias dalam dataset yang menunjukkan ketidakseimbangan yang signifikan
sebelum penerapan SMOTE.

Untuk memitigasi permasalahan tersebut, riset ini menerapkan teknik Synthetic Minority Over-
sampling Technique (SMOTE). Berbeda dengan metode random oversampling konvensional yang
hanya menduplikasi data yang sudah ada [44]-[45], SMOTE bekerja dengan membangkitkan sampel
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sintetis baru di dalam ruang fitur. Sampel baru ini dibuat berdasarkan interpolasi antara instans kelas
minoritas dengan tetangga terdekatnya (k-nearest neighbors). Proses SMOTE ini diintegrasikan secara
ketat ke dalam pipeline validasi silang (cross-validation), di mana proses oversampling hanya
diterapkan pada data latih (training fold) dan tidak menyentuh data validasi atau data uji. Langkah isolasi
ini sangat krusial untuk mencegah terjadinya kebocoran data (data leakage) yang dapat menyebabkan
hasil evaluasi kinerja model menjadi bias dan tidak realistis.

2.3.2. Classification Models and Ensemble Strategy

Model Custom Ensemble bekerja dengan mengagregasikan prediksi dari setiap model dasar
(KNN, MLP, dan Random Forest) untuk setiap label secara independen melalui mekanisme majority
voting. Metode ini bertujuan untuk meningkatkan stabilitas dan akurasi prediksi dengan memanfaatkan
kekuatan masing-masing algoritma [30], [31].

Custom Ensemble Prediction Phase

Entrance Test Data (Text
Feature)

Basic ModelJ%Basic Model
Basic Model
|

i 1 i

KNN Model

[ I I
I | |

MLP Model Random Forest Model

Individual Predictions

Individual Predictions

Individual Predictions

I}

1

1

KNN Prediction Model
(1,1,0]

MLP Prediction Model
[0,1,0]

RF Prediction Model
[1,1,0]

L

J

Y

Majority Voting Process for
Each Type of Bias

|

Gambuar 4. Arsitektur Custom Ensemble

Alur kerja arsitektur ini diilustrasikan secara visual pada Gambar 4 sesuai dengan diagram
tersebut, proses dimulai dari data vuji (Entrance Test Data) yang diproses oleh himpunan model dasar
jika M adalah himpunan model dasar, M = {Mypy, M1, My}, dan x adalah vektor fitur dari sebuah
dokumen, maka prediksi dari setiap model M, € M untuk label ke-j (I;) adalah Py, ; (x) € {0, 1}.

Prediksi akhir dari model ensembel untuk label lj, yaitu Pj(x), dihitung menggunakan fungsi
modus, sebagaimana dinyatakan dalam Persamaan (1):

P](x) = mOde{pknn»j (x)»pmlprj (x):prf:j ()} (1)

Demikian vector prediksi final untuk sebuah dokumen adalah [P(x) = P;(x), P,(x), P3(x)], di
mana setiap elemen merupakan hasil voting untuk Tipe-1, Tipe-2, dan Tipe-3 (misalnya hasil [1, 1, 0]
seperti pada contoh di Gambar 4.

2.4. Evaluation and Explainability (SHAP)

Evaluasi kinerja model dilakukan menggunakan standar metrik klasifikasi multi-label. Mengingat
karakteristik dataset yang memiliki ketidakseimbangan kelas (class imbalance), penggunaan metrik
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akurasi semata dapat memberikan interpretasi yang bias [35]. Dengan demikian, penelitian ini

menetapkan Weighted F'1-Score sebagai acuan utama. Metrik ini menghitung rata-rata harmonik antara

precision dan recall dengan memberikan bobot proporsional berdasarkan jumlah sampel pada setiap
kelas, sehingga memberikan gambaran performa [20].

Metrik evaluasi dihitung berdasarkan komponen confusion matrix, yaitu True Positive (TP), False

Positive (FP), dan False Negative (FN). Berikut adalah formulasi matematis dari metrik yang digunakan:

1. Precision adalah metrik yang menilai proporsi prediksi positif yang sesuai dengan kondisi

aktual. Rumus perhitungannya adalah sebagai berikut:

Precision = — L F) 5
recision = o rpy (2)
2. Recall adalah metrik yang mengukur proporsi kasus positif aktual yang berhasil diidentifikasi
dengan benar. Rumusnya dihitung sebagai berikut:

TP
- 3
Recall TP T FN 3)

3. FI-Score adalah metrik yang memberikan keseimbangan antara precision dan recall. Rumus
perhitungannya adalah sebagai berikut:

Fl—s _ 2 X Predicion X Recall @)
core = Precision + Recall

Di mana TP (True Positives) adalah jumlah kasus positif yang diprediksi benar, FP (False
Positives) adalah jumlah kasus negatif yang salah diprediksi sebagai positif, dan FN (False Negatives)
adalah jumlah kasus positif yang salah diprediksi sebagai negatif. Selain evaluasi kuantitatif, penelitian
ini mengintegrasikan analisis interpretabilitas (explainability) menggunakan SHAP (SHapley Additive
exPlanations). Metode ini diadopsi untuk mengatasi masalah kotak hitam (black box) pada model
algoritma seperti Random Forest dan MLP. SHAP bekerja berdasarkan teori permainan (game theory)
untuk menghitung kontribusi marginal setiap fitur (kata) terhadap prediksi akhir. Analisis ini
memungkinkan identifikasi leksikon spesifik yang menjadi indikator dominan untuk setiap kategori bias
semantik yang penting untuk menghubungkan temuan model dengan kerangka bias substantif dalam
bahasa hukum [3], [13], [27]. Rangkuman komponen evaluasi disajikan pada Tabel 4.

Tabel 4. Rangkuman Komponen Evaluasi Model

Komponen Evaluasi Deskripsi / Pilihan yang Digunakan
K-Nearest Neighbors (KNN), Multi-Layer Perceptron
(MLP), Random Forest, Custom Ensemble

Model yang Dievaluasi

Weighted F1-Score (Diprioritaskan karena data tidak

Metrik Utama :
seimbang)
Metode Validasi 3-Fold Cross-Validation (Untuk stabilitas hasil)
- SHAP Values (Visualisasi Feature Importance dan
Interpretabilitas
Summary Plot)
Analisis Kualitatif Error Analysis (Analisis Fglse Positives dan False
Negatives)
Metrik Pendukung Precision, Recall, Accuracy (Global dan Per-Kelas)

3.  RESULT

Bab ini menguraikan temuan eksperimental beserta analisis mendalam terkait deteksi bias
semantik pada putusan pidana militer. Struktur pembahasan disusun secara sistematis untuk
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memvalidasi efektivitas metodologi yang diusulkan, dimulai dari pemaknaan data hingga validasi
kualitatif. Pemaparan diawali dengan eksplorasi karakteristik data dan distribusi bias (Subbab 3.1 & 3.2)
guna memetakan profil linguistik serta ketimpangan kelas dalam korpus. Pada tahap berikutnya,
disajikan evaluasi kinerja model (Subbab 3.3) untuk membandingkan performa berbagai algoritma
secara kuantitatif, yang kemudian diperdalam melalui analisis kinerja spesifik berdasarkan tipe bias
(Subbab 3.4). Guna menjawab tantangan transparansi pada model black-box, bab ini juga mengupas
interpretasi fitur dan explainability menggunakan SHAP (Subbab 3.5). Evaluasi kritis terhadap
reliabilitas sistem dilakukan melalui analisis kesalahan (error analysis) (Subbab 3.6) untuk
mengidentifikasi pola kegagalan model. Rangkaian pembahasan ditutup dengan analisis kualitatif hasil
prediksi (Subbab 3.7) untuk memberikan lingkup nyata dan interpretasi naratif terhadap luaran
klasifikasi yang dihasilkan.

3.1. Karakteristik Data dan Distribusi Bias

Sebagai output dari proses anotasi data, dan guna memverifikasi bahwa kata kunci yang
digunakan memiliki relevansi dan signifikansi yang memadai, dilakukan analisis frekuensi kemunculan
setiap keyword di seluruh korpus data [3], [27]. Tahap ini penting untuk memvalidasi bahwa kata kunci
yang dipilih bukan hanya relevan secara teoretis, tetapi juga secara empiris sering muncul dalam teks
putusan militer.

Gambar 5 menyajikan visualisasi 20 kata kunci bias dengan frekuensi kemunculan tertinggi di
seluruh dataset. Dapat terlihat dengan jelas bahwa kata kunci dari ketiga kategori bias menunjukkan
frekuensi yang signifikan. Kata-kata seperti "cenderung" (Tipe-3), "tidak pantas" (Tipe-2), dan
"mencemarkan nama baik" (Tipe-2) menjadi indikator yang paling dominan. Frekuensi tinggi dari
keyword yang beragam ini termasuk "ceroboh" (Tipe-1) yang merupakan perwakilan Tipe-1 paling
signifikan memberikan justifikasi empiris yang kuat atas pemilihan kata kunci tersebut sebagai indikator
yang valid untuk mendeteksi bias dalam dataset ini.

20 Keyword Bias Teratas (Bar Chart)

W Tipe-1 Emosional
W Tipe-2 Karakter
B Tipe-3 Ambiguitas

1000 4

8004

600 4

Frekuensi Kemunculan

400 4

2004

Keywards

Gambar 5. 20 Kata Kunci Bias dengan Frekuensi Kemunculan Tertinggi

Pasca-tahap pra-pemrosesan, dilakukan transformasi teks menjadi representasi numerik (feature
extraction) menggunakan tiga metode berbeda guna menangkap karakteristik leksikal maupun semantik
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dokumen. Ringkasan struktur data yang dihasilkan untuk data latih disajikan secara komparatif pada
Tabel 5.

Tabel 5. Ringkasan Hasil Ekstraksi Fitur Teks
Metode Dimensi Matriks Contoh Representasi (dokumen ke-0)

tanah (0.5048), inhu (0.3926), saksi (0.2716), rengat (0.2703), jinjing (0.2257),

TF-IDF (3073, 5000) dakwa (0.2008), lahan (0.1895), riau (0.1868), talang (0.1697), sertifikat (0.1350)
IndoBERT (3073, 768) [-0.839, 0.613, 0.571, 1.422, 0.634, -0.133, -0.574, 0.793, 1.376, 0.100]
Doc2Vec (3073, 300) [1.017,0.299, -2.530, -0.183, -0.573, -3.392, -0.996, -1.284, 1.729, 0.968]

Tabel ini memperlihatkan dimensi matriks fitur untuk 3.073 dokumen data latih. Terlihat
perbedaan struktural yang signifikan: metode TF-IDF menghasilkan vektor dengan dimensi tertinggi
(5.000 fitur) yang merepresentasikan bobot kata-kata spesifik (seperti "tanah", "saksi"). Sebaliknya,
metode berbasis embedding yaitu IndoBERT dan Doc2Vec menghasilkan representasi vektor padat
(dense vector) dengan dimensi yang lebih rendah (masing-masing 768 dan 300 dimensi), di mana setiap
angka bukan lagi mewakili kata tunggal, melainkan nilai abstrak dari fitur semantik dalam ruang vektor.

3.2. Karakteristik Data dan Distribusi Bias

Sebagai output dari tahap Data Understanding dan Data Preparation, analisis dilakukan guna
memahami komposisi dan karakteristik dari 3.876 putusan yang berhasil dikumpulkan. Setelah proses
verifikasi awal, ditemukan 32 dokumen yang tidak valid (tidak mengandung kata kunci pengadilan
militer atau NRP). Dokumen-dokumen tersebut telah dihapus, sehingga jumlah data akhir yang
dianalisis adalah 3.829 putusan. Ringkasan statistik dataset menunjukkan variasi yang signifikan dalam
panjang dokumen, dengan jumlah kata rata-rata per putusan adalah sekitar 12.477 kata. Dokumen
Metode memiliki 131 kata, sementara yang terpanjang mencapai 232.041 kata, mengindikasikan
keragaman dalam detail dan kompleksitas setiap kasus.

Tabel 6. Statistik Bias Semantik per Tahun (Berdasarkan Data Sampel)

Tahun  Jumlah (Persentase) Contoh Bias Terdeteksi Tipe Bias
2020 32 dari 52 (62%) barangkali Tipe-3 Ambiguitas
2021 123 dari 221 (56%) tidak patuh Tipe-2 Karakter
2022 122 dari 235 (54%) merusak citra Tipe-2 Karakter
2023 582 dari 1077 (54%) tidak patuh Tipe-2 Karakter
2024 972 dari 1580 (62%) mencemarkan nama baik Tipe-2 Karakter
2025 418 dari 664 (63%) tidak pantas Tipe-2 Karakter

Untuk memberikan gambaran awal mengenai prevalensi bias dari tahun ke tahun, data dianalisis
berdasarkan tahun putusan. Sebagaimana disajikan pada Tabel 6, persentase putusan yang mengandung
setidaknya satu jenis bias menunjukkan angka yang konsisten tinggi, berkisar antara 54% hingga 63%
setiap tahunnya. Tabel ini mengindikasikan bahwa bias semantik bukan merupakan fenomena yang
sporadis, melainkan sebuah pola yang persisten dalam penulisan putusan selama periode lima tahun
terakhir.

3.3. Evaluasi Kinerja Model

Untuk mengevaluasi efektivitas metode yang digunakan, tiga algoritma klasifikasi K-Nearest
Neighbors (KNN), Multi-Layer Perceptron (MLP), dan Random Forest serta satu model Custom
Ensemble diuji dengan memanfaatkan tiga teknik ekstraksi fitur yang berbeda. Kinerja masing-masing
kombinasi dievaluasi menggunakan metrik F/-Score (rata-rata terbobot), yang sesuai untuk tugas
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klasifikasi multi-label. Hasil eksperimen setelah penerapan SMOTE dan hyperparameter tuning
disajikan pada Tabel 7.

Tabel 7. Hasil Kinerja Model Berdasarkan Kombinasi Fitur (Setelah SMOTE + Tuning)

Model Fitur Precision Recall F1-Score Accuracy
KNN TF-IDF 0.5034 0.8737 0.6285 0.3721
KNN IndoBERT 0.5275 0.8462 0.6432 0.3995
KNN Doc2Vec 0.6777 0.5022 0.5596 0.5013
MLP TF-IDF 0.7243 0.7968 0.7579 0.6384
MLP IndoBERT 0.5573 0.7533 0.6392 0.4321
MLP Doc2Vec 0.6719 0.6343 0.6525 0.5405
Random Forest TF-IDF 0.8244 0.8258 0.8205 0.7480
Random Forest IndoBERT 0.6470 0.6183 0.6281 0.5065
Random Forest Doc2Vec 0.7206 0.5878 0.6102 0.5496
Custom Ensemble TF-IDF 0.7133 0.8491 0.7748 0.6488
Custom Ensemble IndoBERT 0.6199 0.7634 0.6837 0.5065
Custom Ensemble Doc2Vec 0.7483 0.6139 0.6721 0.5901

Pada Tabel 7 menunjukkan pola hierarki kinerja yang jelas, di mana algoritma berbasis tree
(pohon keputusan) secara konsisten mengungguli metode berbasis jarak (distance-based) maupun
jaringan saraf pada dataset ini. Kinerja superior dicapai oleh Random Forest yang dikombinasikan
dengan fitur TF-IDF, mencatatkan F'/-Score tertinggi sebesar 0.8205 dan akurasi 74.80%. Capaian ini
menunjukkan peningkatan yang substansial dibandingkan baseline KNN (F1-Score 0.6285),
membuktikan bahwa mekanisme ensemble learning internal pada Random Forest efektif mereduksi
varians dan menangani noise pada data teks hukum. Menariknya, meskipun Custom Ensemble dirancang
untuk stabilitas, skor F1-nya tertahan di angka 0.7748. Hal ini mengindikasikan bahwa performa voting
terdistorsi oleh lemahnya prediksi dari model komponen lain (khususnya KNN), sehingga Random
Forest tunggal justru tampil lebih optimal. Terkait efektivitas representasi fitur, TF-IDF secara konsisten
menjadi ekstraktor fitur yang paling dominan di seluruh arsitektur model.

Dominasi TF-IDF, yang merepresentasikan frekuensi kata, menegaskan temuan bahwa bias
dalam putusan militer lebih bersifat leksikal daripada kontekstual. Model berhasil mendeteksi bias
melalui identifikasi kata kunci eksplisit (seperti "ceroboh" atau "tidak pantas") sebagaimana dijelaskan
pada teori model bahasa statistik [45]. Sebaliknya, performa model berbasis embedding (IndoBERT dan
Doc2Vec) cenderung underperform dengan selisih yang signifikan (F1-Score IndoBERT pada RF hanya
0.6281). Rendahnya performa Pre-trained Model ini bukan disebabkan oleh hilangnya informasi
morfologis (mengingat penelitian ini menerapkan strategi no-stemming), melainkan akibat penggunaan
strategi Feature Extraction dengan bobot beku (frozen weights), hal ini membatasi kemampuan model
untuk melakukan adaptasi domain (domain adaptation) terhadap terminologi hukum militer yang
spesifik [46]. Adapun, dimensi fitur IndoBERT (768) dan Doc2Vec (300) yang padat (dense) tampaknya
kurang efektif memisahkan hyperplane kelas dibandingkan representasi sparse berdimensi tinggi milik
TF-IDF pada dataset spesifik ini.

3.4. Analisis Kinerja Berdasarkan Tipe Bias

Guna mengkaji secara lebih terperinci mengenai kapabilitas dan keterbatasan setiap arsitektur
model, dilakukan analisis kinerja granular yang difokuskan pada masing-masing dari tiga kategori bias.
Metode ini memungkinkan identifikasi kekuatan dan kelemahan spesifik dari setiap kombinasi model
dan fitur, serta mengungkap kategori bias mana yang paling menantang untuk dideteksi secara
komputasional. Tabel 8 menyajikan ringkasan F'/-Score untuk setiap model pada ketiga tipe bias.
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Tabel 8. Perbandingan F1-Score Model per Kategori Bias

) Tipe-1 Tipe-2 Tipe-3
Model Fitur
Precision Recall F1 Precision Recall F1  Precision Recall F1

KNN TF-IDF  0.2800 0.8750 0.4242 0.6224 0.8662 0.7244 0.4620 0.8824 0.6065
KNN IndoBERT 0.2826 0.7583 0.4118 0.6349 0.8694 0.7339 0.5105 0.8588 0.6404
KNN Doc2Vec 0.4610 0.5917 0.5182 0.7812 0.3981 0.5274 0.6522 0.5882 0.6186
MLP TF-IDF  0.6870 0.6583 0.6723 0.7302 0.8535 0.7871 0.7345 0.7922 0.7623
MLP IndoBERT 0.4194 0.6500 0.5098 0.5785 0.8217 0.6789 0.5961 0.7176 0.6512
MLP Doc2Vec  0.5000 0.4667 0.4828 0.7051 0.6624 0.6831 0.7119 0.6784 0.6948

Random Forest ~ TF-IDF  0.8864 0.6500 0.7500 0.7972 0.9013 0.8460 0.8287 0.8157 0.8221
Random Forest IndoBERT 0.5926 0.4000 0.4776 0.6706 0.7325 0.7002 0.6435 0.5804 0.6103
Random Forest Doc2Vec 0.7143 0.1250 0.2128 0.6804 0.7866 0.7297 0.7730 0.5608 0.6500
Custom Ensemble TF-IDF  0.6772 0.7167 0.6964 0.7306 0.8981 0.8057 0.7092 0.8510 0.7736
Custom Ensemble IndoBERT 0.4671 0.5917 0.5221 0.6617 0.8535 0.7455 0.6404 0.7333 0.6837
Custom Ensemble Doc2Vec 0.6533 0.4083 0.5026 0.7394 0.6688 0.7023 0.8039 0.6431 0.7146

Analisis kinerja rinci per tipe bias mengungkapkan temuan yang kompleks dan berlapis.
Kombinasi Random Forest menunjukkan superioritas yang paling konsisten, mencatatkan FI-Score
tertinggi pada Tipe-2 (Karakter) (0.846) dan Tipe-3 (Ambiguitas) (0.822), sementara performa pada
Tipe-1 (Emosional) juga tetap kompetitif (0.750). Hasil ini menegaskan representasi leksikal berbasis
TF-IDF, serta menunjukkan bahwa frekuensi kata masih mampu mengungguli model berbasis
embedding yang lebih kompleks.

Sebaliknya, kombinasi dengan IndoBERT menunjukkan performa yang lebih fluktuatif.
Meskipun hasil pada Tipe-2 dan Tipe-3 relatif stabil (sekitar 0.68—0.75), performa pada Tipe-1 turun
signifikan. Fenomena ini bukan disebabkan oleh distorsi morfologis (mengingat strategi no-stemming
diterapkan), melainkan mendukung hipotesis bahwa strategi Feature Extraction dengan bobot beku
(frozen weights) memiliki keterbatasan fundamental dalam melakukan adaptasi domain [46], [47].
Tanpa mekanisme fine-tuning, IndoBERT terpaksa mengandalkan representasi semantik umum
(general-domain), yang terbukti kurang sensitif dalam menangkap nuansa emosional spesifik (bias
Tipe-1) yang tertanam dalam jargon hukum militer dibandingkan fitur leksikal eksplisit.

Representasi Doc2Vec memperlihatkan perilaku yang tidak stabil dan cenderung terspesialisasi,
Custom Ensemble berbasis Doc2Vec menghasilkan FI-Score pada Tipe-1 (0.503), dan gagal
mempertahankan kinerja pada Tipe-2 (0.702) dan Tipe-3 (0.715). Hal ini menunjukkan indikasi
overfitting terhadap pola emosional tertentu tanpa kemampuan generalisasi yang memadai. Sementara
itu, MLP dengan Doc2Vec memberikan hasil yang relatif seimbang dengan F1-Score antara 0.48-0.69,
menandakan kemampuan adaptasi yang lebih baik terhadap variasi tipe bias.

Analisis granular ini menegaskan dua temuan fundamental. Pertama, Tipe-2 (Karakter) dan Tipe-
3 (Ambiguitas) secara konsisten lebih mudah diklasifikasikan oleh mayoritas arsitektur model,
kemungkinan besar karena indikator leksikalnya lebih eksplisit dan sering muncul. Kedua, Tipe-1
(Istilah Emosional) menunjukkan perilaku yang paling kompleks menuntut kombinasi arsitektur dan
representasi fitur yang sangat spesifik agar dapat mengenali muatan emosional yang subtil dalam ranah
bahasa hukum. Hal ini menandakan bahwa deteksi sentimen dalam domain teks hukum yang formal
memerlukan arsitektur dan representasi fitur yang mungkin berbeda dari deteksi bias berbasis narasi
karakter atau ambiguitas.

3.5. Interpretasi Fitur dan Explainability (SHAP Analysis)

Guna memvalidasi transparansi keputusan model dan membedah mekanisme black-box dalam
sistem klasifikasi, penelitian ini menerapkan teknik Explainable Al (XAI) menggunakan SHAP
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(SHapley Additive exPlanations). Analisis ini bertujuan untuk memetakan bagaimana strategi
representasi fitur yang berbeda yakni metode leksikal (TF-IDF) dan semantik (embedding IndoBERT
serta Doc2Vec) yang mempengaruhi fokus perhatian dari ketiga arsitektur model. Visualisasi distribusi
nilai Mean Absolute SHAP untuk kesembilan kombinasi eksperimen disajikan pada Gambar 6 dan
berdasarkan hal tersebut, terlihat adanya dikotomi pola interpretasi yang fundamental antara model yang
berbasis kata kunci eksplisit dan model yang berbasis dimensi laten.

Analisis Explainability: SHAP Values (Mean Absolute)
Random Forest
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Gambar 6. Komparasi Kata Kunci Dominan pada Berbagai Arsitektur Model

Pada metode leksikal yang menggunakan TF-IDF, analisis SHAP menyingkap bahwa model
cenderung menggantungkan keputusannya pada entitas dan terminologi kasus yang spesifik. Model
Random Forest, misalnya, menunjukkan bias yang kuat terhadap identitas dan satuan militer tertentu,
ditandai dengan tingginya nilai SHAP pada fitur nama seperti "hartono" serta satuan "yonif" (Batalyon
Infanteri) dan "yonkav" (Batalyon Kavaleri). Hal ini mengindikasikan bahwa model tree-based
mendeteksi pola bias yang melekat secara sistemik pada narasi putusan yang melibatkan unit atau
individu tersebut (potensi overfitting terhadap entitas).

Pada persepktif lain bahwa model K-Nearest Neighbors (KNN) memperlihatkan ketergantungan
yang sangat dominan pada jenis tindak pidana, di mana kata "penyalahguna" muncul sebagai fitur
dengan bobot pengaruh tertinggi (0.080), jauh melampaui fitur lainnya. Temuan ini mengonfirmasi
bahwa dalam ruang vektor KNN, kasus-kasus penyalahgunaan, baik wewenang maupun narkotika secara
konsisten dikelompokkan sebagai dokumen yang memuat bias karakter. Hal ini berbeda dengan model
MLP yang justru lebih terdistraksi oleh terminologi prosedural administratif seperti "ditandatangani”
atau "kontak", menandakan bahwa MLP berbasis TF-IDF kesulitan memisahkan substansi bias dari
noise administratif.

Sebaliknya, pada strategi berbasis semantik menggunakan /ndoBERT dan Doc2Vec, determinan
bias bergeser dari kata-kata yang dapat dibaca manusia menjadi dimensi vektor abstrak. Visualisasi pada
Gambar 6 menunjukkan bahwa model tidak lagi melihat satu kata tunggal, melainkan kombinasi
dimensi numerik yang merepresentasikan makna kalimat secara utuh. Sebagai contoh, pada model MLP
dengan fitur IndoBERT, dimensi Dim_734 dan Dim 610 memiliki nilai pengaruh yang sangat
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signifikan, yang membuktikan bahwa model telah berhasil mengodekan "konsep bias" ke dalam
koordinat vektor tertentu. Meskipun dimensi-dimensi ini bersifat abstrak (unintelligible), konsistensi
kemunculannya termasuk pada Doc2Vec yang menonjolkan Dim 288 dan Dim 274 menunjukkan
bahwa model embedding mampu menangkap nuansa implisit, seperti nada emosional atau struktur
sintaksis agresif, yang tidak dapat diwakili oleh kata kunci tunggal.

Dapat disimpulkan bahwa sementara TF-IDF unggul dalam interpretabilitas (memudahkan audit
forensik subjek pemicu bias), metode embedding menawarkan representasi fitur yang lebih informatif
untuk menangkap pola bias yang tersirat dalam struktur narasi putusan, meskipun dengan konsekuensi
hilangnya transparansi langsung (explainability trade-off).

3.6. Analisis Kesalahan (Error Analysis)

Guna mengidentifikasi batasan arsitektur model secara integratif, dilakukan analisis kesalahan
(error analysis) dengan meninjau matriks kebingungan (confusion matrix) dan studi kasus pada data uji
yang mengalami misklasifikasi. Metode ini bertujuan untuk membedakan apakah kesalahan model
bersifat stokastik atau mengindikasikan defisiensi struktural dalam representasi fitur yang digunakan.
Visualisasi distribusi kesalahan model ditampilkan pada Gambar 7.

Observasi terhadap Confusion Matrix menunjukkan pola asimetris dalam kinerja deteksi. Model
menunjukkan kapabilitas yang Resilient dalam mengidentifikasi Bias Tipe-2 (Penekanan Karakter),
namun mengalami degradasi kinerja yang signifikan saat memprediksi Bias Tipe-1 (Istilah Emosional).
Tingginya laju False Negative pada kategori Tipe-1 mengindikasikan bahwa model cenderung
"konservatif' dan gagal menangkap nuansa sentimen negatif yang disampaikan melalui diksi implisit
atau frasa yang memiliki ambiguitas semantik tinggi.

Untuk mendalami fenomena ini, Tabel 9 menyajikan analisis kualitatif pada lima representasi
kesalahan prediksi yang ditemukan dalam data uji.

(5 Fhur per aris

[KNN] 4 (TF-10F) [KNN] + [TF-IDF]
Label: Tipe-1 Label: Tipe-2

E H
) 15 105 - 2

[KNM) + [indoBES
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Gambar 7. Komparasi Matriks Kebingungan (Confusion Matrix) Seluruh Kombinasi Model dan Fitur
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Tabel 9. Studi Kasus Kesalahan Prediksi Model (Berdasarkan Data Uji)

Label  Prediksi
Asli Model

Kutipan Teks Putusan (Cuplikan) Analisis Penyebab Kesalahan (Root Cause)

Dominasi Label Mayoritas: Model sukses mendeteksi serangan
Tipe-2 karakter (Tipe-2) namun mengabaikan sinyal emosi (Tipe-1) pada
kata "menghindar”, indikasi multilabel masking.

"...hanya berusaha untuk menghindar
dari tanggung jawab dan menutupi
kesalahan..."

Tipe-1,
Tipe-2

Lexical Gap: Kata emosi eksplisit "fakut" gagal memicu deteksi
Tipe-1  Netral bias, kemungkinan karena frekuensi kemunculannya (TF) rendah
dalam korpus latih (under-represented feature).

"...saksi-3 merasa takut akan terjadi
apa-apa terhadap saksi-1 sehingga..."

"...terdakwa sedang menjalani Semantic Overlap: Model terkecoh mengklasifikasikan istilah
hukuman disersi dan proses Tipe-1  Tipe-2 hukum "disersi” sebagai serangan karakter (Tipe-2), padahal
pemecatan..." dianotasi sebagai stigma emosional (Tipe-1).

Ambiguitas Kontekstual: Kata "emosi” muncul bersamaan dengan
Tipe-1  Tipe-2 deskripsi tindakan fisik ("memukul”), sehingga model lebih
memprioritaskan label Karakter (Tipe-2).

"...terdakwa emosi dan memukul
saksi-1 dengan tangan kosong..."

Spurious Correlation: Model mengalami overfitting pada entitas
Netral  Tipe-2 faktual. Istilah administratif perbankan diasosiasikan secara keliru
sebagai indikator bias.

"...buku tabungan bri britama atas
nama terdakwa..."

Analisis granular pada Tabel 9 mengungkap dua temuan fundamental terkait limitasi model.
Pertama, terjadi ambiguitas semantik yang signifikan antara emosi dan fakta hukum, khususnya terlihat
pada Kasus 3 dan 4. Kesalahan klasifikasi paling dominan ditemukan pada irisan antara Tipe-1 dan
Tipe-2, di mana istilah yang secara inheren bermuatan negatif seperti "disersi" atau "emosi" yang kerap
muncul dalam narasi deskriptif mengenai perilaku terdakwa. Akibatnya, model Random Forest
cenderung mengasosiasikan pola tersebut sebagai indikator Tipe-2 (Kelas Mayoritas), yang secara
efektif menenggelamkan sinyal minoritas Tipe-1. Hal ini membuktikan keterbatasan representasi Bag-
of-Words (TF-IDF) dalam memisahkan sentimen fine-grained yang bertumpang tindih dengan fakta
hukum. Kedua, teridentifikasinya korelasi palsu (spurious correlations) pada entitas, sebagaimana
ditunjukkan pada Kasus 5. Munculnya False Positive pada teks administratif semacam "buku tabungan"
menyoroti fenomena shortcut learning, di mana model secara keliru mempelajari korelasi statistik antara
entitas administratif tertentu dengan dokumen bias tanpa adanya hubungan kausalitas semantic [13].
Temuan ini menegaskan urgensi integrasi teknik Named Entity Recognition (NER) dalam tahap pra-
pemrosesan untuk memfilter entitas non-relevan yang berpotensi menjadi noise.

3.7. Analisis Kualitatif Hasil Prediksi

Untuk menginterpretasi mekanisme keputusan model terbaik (Random Forest dengan fitur TF-
IDF) dan memvalidasi relevansi prediksinya secara kontekstual, dilakukan analisis kualitatif. Analisis
ini berfokus pada setiap instansi keyword bias yang terdeteksi, bukan per dokumen, untuk mendapatkan
detail yang lebih granular. Untuk setiap deteksi, sebuah kutipan diekstrak menggunakan metode n-gram
sederhana dengan mengambil kontekstual di sekitar keyword guna mengisolasi frasa spesifik yang
kemungkinan besar mempengaruhi keputusan model. Metode ini dapat melakukan identifikasi pola
linguistik yang diasosiasikan oleh model dengan setiap kategori bias.

Tabel 10 menyajikan beberapa contoh hasil dari analisis ini. Format tersebut secara efektif
menunjukkan bahwa satu naskah putusan, seperti Putusan No. 3777, dapat mengandung beberapa
indikator bias dari kategori yang berbeda. Hal ini mengkonfirmasi adanya tumpang tindih penilaian
subjektif dalam satu naskah sekaligus memvalidasi relevansi metode klasifikasi multi-label yang
digunakan dalam penelitian ini.

Analisis pada Tabel 10 juga menyoroti keunggulan fundamental model machine learning
dibandingkan dengan metode pencarian berbasis kata kunci (keyword search) biasa. Meskipun deteksi
awal didasarkan pada keyword, model Random Forest tidak hanya mencocokkan istilah secara
individual. Sebaliknya, model ini mempelajari pola dan kombinasi kata-kata yang sering muncul

3274


https://jutif.if.unsoed.ac.id/

Jurnal Teknik Informatika (JUTIF) Vol. 7, No. 4, August 2026, Page. 3258-3281
P-ISSN: 2723-3863 https://jutif.if.unsoed.ac.id
E-ISSN: 2723-3871 DOI: https://doi.org/10.52436/1.jutif.2026.7.4.5372

bersamaan dalam ranah bias. Dengan menggunakan fitur TF-IDF, model telah "belajar" pola yang jauh
lebih kompleks dan konseptual. Sebagai bukti konkret, pada kutipan 1519, model berhasil mendeteksi
bias Tipe-3 (Ambiguitas). Model tidak hanya mengenali kata-kata individual, melainkan memahami
bahwa konstelasi istilah hukum seperti "sulit untuk membuktikan", "alam pikiran", "suasana batin", dan
terutama "disimpulkan oleh Hakim" secara kolektif membentuk sebuah narasi tentang ketidakpastian
dan inferensi. Kutipan 1519 adalah contoh dari hal ini, meskipun tidak ada satu pun kata kunci anotasi
Tipe-3 (seperti “tampaknya” atau “cenderung”), model tetap dapat mengklasifikasikannya sebagai bias
karena ia mengenali pola semantik yang lebih luas. Kemampuan inilah yang memungkinkan model
untuk mendeteksi ekspresi bias yang sangat halus dan bersifat konseptual seperti diskusi filosofis

tentang pembuktian niat yang mustahil ditangkap oleh metode leksikal murni.

Tabel 10. Contoh Hasil Deteksi Bias oleh Model Terbaik (RandomForest)

No. Kutipan Bukti Bias Tipe-1 Tipe-2 Tipe-3
... perwujudan perbuatan kurang hati-hati, sembrono, ceroboh
dalam menjalankan pekerjaan atau perbuatannya ata... || ...laksana
sebagaimana mestinya serta Terdakwa telah merendahkan proses
penegakkan hukum di TNI. Menimbang, bahwa ... || ...itahukan cenderung,
3777  keberadaannya, menunjukan bahwa Terdakwa tidak patuh dan taat ceroboh, v N v
terhadap aturan-aturan yang berlaku di K... || ...ebagaimana merendahkan, ) (1) (1)
diuraikan di atas, Majelis Hakim lebih cenderung memilih pada tidak patuh
nomor 3 (tiga) dengan alasan saat pe... || ...1 seorang prajurit TNI

yang mempunyai tabiat yang cenderung menuruti kehendaknya
sendiri dan tidak peduli den...

1973 ...cbagaimana diuraikan di atas, Majelis Hakim lebih cenderung cenderung X X v
memilih pendapat bahwa penentuan waktu batas akhi... 0) 0) )
Kesengajaan secara umum berarti perbuatan itu dikehendaki
(willen) dan diketahui (wetten) oleh si pelaku sehingga yang
dimaksud dengan “tujuan” adalah suatu kehendak yang ada dalam
alam pikiran atau alam batin si pelaku yang ditujukan untuk
memperoleh keuntungan (mendapat untung), memang teramat Pola
1519 sulit untuk membuktikan suatu keadaan yang ada dalam alam terdeteksi oleh X X v
pikiran orang lain (si pelaku), namun hukum hanya mengatur model
bagaimana melihat suatu tujuan dalam suasana batin seseorang
adalah dari perbuatan-perbuatannya yang nampak sehingga dari
perbuatan itulah kemudian disimpulkan oleh Hakim tentang ada
atau tidaknya tujuan dalam batin pelaku.

Temuan bahwa IndoBERT tidak memberikan performa terbaik dalam penelitian ini merupakan
suatu hal yang menarik. Hipotesis utama penyebab fenomena ini bukanlah pada kualitas teks input
mengingat penelitian ini telah secara spesifik meniadakan proses stemming untuk menjaga keutuhan
informasi morfologis melainkan pada strategi pemodelan yang digunakan. Penerapan strategi Feature
Extraction (dengan bobot beku/frozen) membatasi kemampuan IndoBERT untuk melakukan adaptasi
domain (domain adaptation) secara substansial terhadap istilah-istilah spesifik hukum militer Indonesia
[46], [47]. Akibatnya, representasi vektor generik dari model pra-latih (pre-trained) kalah efektif
dibandingkan fitur leksikal eksplisit (TF-IDF) yang secara langsung menangkap kata kunci dominan.
Hal ini membuka peluang untuk penelitian di masa depan guna menguji strategi End-tfo-End Fine-
Tuning pada IndoBERT untuk meningkatkan sensitivitas model terhadap aspek hukum militer yang
unik.

Dari perspektif hukum, tingginya prevalensi bias Tipe-2 (Penekanan Karakter) menunjukkan
adanya tantangan sistemik dalam menjaga objektivitas dalam penulisan putusan. Bias dalam teks bisa
muncul secara halus melalui pilihan diksi yang tampak netral atau fokus berlebih pada topik tertentu,
sebuah isu yang telah menjadi perhatian utama dalam pemrosesan bahasa alami (VLP) . Dalam kerangka
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ini, penekanan pada nilai-nilai institusional seperti “disiplin” atau “hierarki” berisiko menimbulkan
ketegangan antara prinsip keadilan algoritmik dan aturan non-diskriminasi yang fundamental dalam
hukum [25].

Meskipun model menunjukkan hasil yang menjanjikan, penelitian ini memiliki beberapa limitasi
yang perlu diakui. Pertama, proses anotasi data yang dilakukan oleh peneliti, walaupun berpedoman
pada kriteria yang didefinisikan secara ketat, memiliki keterbatasan inheren terkait potensi subjektivitas
dalam interpretasi. Kedua, terdapat variasi kualitas pada data mentah akibat proses ekstraksi teks dari
dokumen PDF yang tidak selalu sempurna, yang dapat mempengaruhi performa ekstraksi fitur.

4. DISCUSSIONS

Hasil penelitian ini menunjukkan kelayakan karakteristik bias semantik dalam dokumen hukum
militer Indonesia dan efektivitas teknologi Al dalam mendeteksinya. Temuan bahwa metode leksikal
sederhana (Random Forest dikombinasikan dengan TF-IDF) mengungguli model bahasa kompleks
seperti IndoBERT membawa implikasi teoretis yang signifikan dalam ranah Legal NLP [31]. Berbeda
dengan tren literatur global tahun 2024-2025 yang secara masif mengadopsi Large Language Models
(LLMs) untuk analisis hukum [15] dan studi bias secara umum [20], [23]. Penelitian ini membuktikan
bahwa untuk bahasa dengan sumber daya spesifik seperti Bahasa Indonesia dalam domain militer,
kompleksitas model tidak selalu berbanding lurus dengan akurasi. Hal ini mengindikasikan bahwa bias
dalam putusan pidana militer cenderung bermanifestasi secara eksplisit melalui penggunaan terminologi
spesifik dan kaku, bukan melalui struktur sintaksis yang implisit atau nuansa kontekstual yang sangat
halus yang biasanya menjadi keunggulan arsitektur Transformer.

Analisis fitur dominan menyajikan perspektif lebih substansial mengenai mengapa metode
leksikal ini lebih efektif. Munculnya kata-kata seperti "narkotika", "uang", dan "saksi" sebagai prediktor
bias terkuat menyingkap bahwa bias hukum di Indonesia bersifat contextual-specific [27], [29].
Prasangka subjektif hakim tidak muncul secara acak, melainkan teraktivasi secara sistematis pada jenis
perkara tertentu khususnya kasus narkotika dan kejahatan finansial di mana narasi moralitas sering kali
menggantikan pembuktian forensik. Model Random Forest berhasil menangkap pola bahwa keberadaan
terminologi pidana tertentu berfungsi sebagai proksi (proxy) bagi penilaian karakter yang agresif.
Temuan ini menantang asumsi sebelumnya yang menganggap bias hukum semata-mata sebagai
fenomena linguistik murni; sebaliknya, hasil ini menunjukkan bahwa bias adalah fenomena kasuistik
yang melekat pada kategori tindak pidana.

Sebagai kontra-argumen, kegagalan IndoBERT untuk mencapai performa puncak menyoroti
trade-off metodologis yang krusial. Anomali ini menegaskan bahwa sekadar mempertahankan bentuk
kata asli (no-stemming strategy) tidaklah cukup jika tidak disertai dengan adaptasi model. Meskipun
penelitian ini telah menghindari risiko hilangnya informasi morfologis dengan meniadakan stemming,
IndoBERT tetap gagal menangkap nuansa bias spesifik karena bobotnya dibekukan (frozen) [46]. Hal
ini mengindikasikan bahwa preservasi leksikal harus dipadukan dengan strategi fine-tuning agar model
dapat mempelajari aspek hukum militer yang tidak terdapat dalam data pra-latih umumnya, mengingat
nuansa emosi dalam Bahasa Indonesia sering kali melekat erat pada struktur afiksasi spesifik (seperti
perbedaan antara 'pukul' dan 'memukuli’).

Berdasarkan perspektif sosiologi hukum, dominasi Bias Tipe-2 (Penekanan Karakter) dalam
korpus data mengungkap tantangan sistemik pada peradilan militer. Tingginya frekuensi istilah yang
menyerang karakter moral terdakwa, seperti "tidak pantas" atau "mencemarkan citra korps",
mengindikasikan adanya pergeseran fokus peradilan: dari pembuktian fakta hukum objektif (actus reus)
menjadi penilaian subjektif terhadap moralitas individu (acfor). Fenomena ini mencerminkan kuatnya
infiltrasi nilai-nilai institusional seperti hierarki, disiplin, dan kehormatan korps ke dalam logika
yudisial, yang berpotensi mencederai prinsip kesetaraan di hadapan hukum (equality before the law).
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Deteksi otomatis ini membuktikan bahwa bahasa putusan tidak pernah benar-benar netral, melainkan
menjadi arena di mana nilai-nilai institusional dinegosiasikan dan sering kali dimenangkan di atas
pertimbangan hukum normatif.

Penerapan teknologi ini dalam praktik peradilan membawa implikasi etis ganda yang perlu
dimitigasi. Secara positif, model ini dapat diintegrasikan sebagai sistem peringatan dini (early warning
system) bagi lembaga pengawas seperti Komisi Yudisial atau Oditurat Militer untuk memantau
konsistensi putusan dan mencegah disparitas pemidanaan akibat sentimen subjektif. Namun, temuan
Error Analysis menunjukkan adanya risiko "otomatisasi prasangka", di mana Al mempelajari korelasi
semu (spurious correlations) dengan mengasosiasikan entitas administratif atau wilayah tertentu
sebagai indikator bias. Jika diterapkan tanpa pengawasan manusia (human-in-the-loop), sistem ini
berisiko melanggengkan stigma terhadap jenis kasus tertentu [35], [37]. Atas dasar temuan tersebut,
teknologi deteksi bias harus diposisikan secara ketat sebagai alat bantu audit (audit fool) untuk
meningkatkan transparansi, bukan sebagai pengganti pertimbangan yudisial manusia. Validasi
kedepannya yang melibatkan kolaborasi interdisipliner antara ahli linguistik forensik dan hakim militer
mutlak diperlukan guna menjamin algoritma ini tidak hanya akurat secara matematis, tetapi juga etis
dan selaras dengan doktrin hukum yang berlaku.

5. CONCLUSION

Penelitian ini berhasil mengembangkan dan mengevaluasi sistem machine learning untuk
mendeteksi bias semantik dalam putusan pidana militer di Indonesia melalui metode klasifikasi multi-
label. Alur kerja yang dirancang, mulai dari akuisisi data hingga evaluasi model, mendemonstrasikan
kelayakan teknik Natural Language Processing (NLP) untuk membedah kompleksitas teks hukum.
Analisis terhadap 3.829 dokumen mengungkapkan bahwa Tipe-2 (Penekanan Karakter) adalah jenis
bias paling dominan, yang bermanifestasi secara sistemik pada kasus-kasus spesifik seperti narkotika
dan kejahatan finansial, menggarisbawahi tantangan nyata dalam menjaga objektivitas narasi peradilan.

Berdasarkan rangkaian eksperimen mendetail, ditemukan bahwa model Random Forest yang
diintegrasikan dengan fitur TF-IDF mencatatkan kinerja paling superior dengan F1-Score sebesar 0.82,
mengungguli arsitektur Deep Learning maupun metode Ensemble. Temuan ini mengindikasikan bahwa
bias dalam putusan militer cenderung bersifat leksikal dan kaku, di mana kata kunci eksplisit menjadi
prediktor yang lebih kuat dibandingkan nuansa kontekstual halus. Sebaliknya, performa IndoBERT
yang kurang optimal menegaskan bahwa penggunaan model bahasa pra-latih dengan strategi ekstraksi
fitur dengan bobot beku (frozen weights) memiliki keterbatasan yang signifikan dalam domain spesifik
meskipun informasi morfologis telah dijaga melalui strategi tanpa stemming, model tetap kesulitan
menangkap sentimen hukum militer tanpa adanya mekanisme fine-tuning yang memungkinkannya
beradaptasi dengan terminologi khusus tersebut.

Kontribusi utama penelitian ini meliputi tiga aspek fundamental. Pertama, pengembangan
kerangka kerja deteksi bias multi-label pertama untuk hukum militer Indonesia. Kedua, penyediaan
dataset beranotasi yang memetakan pola linguistik bias Tipe-1 (Emosional), Tipe-2 (Karakter), dan
Tipe-3 (Ambiguitas). Ketiga, wawasan empiris mengenai efektivitas fitur tradisional (frequency-based)
dalam domain dengan sumber daya terbatas (low-resource domain).

Berdasarkan temuan dan limitasi yang ada, diajukan beberapa saran untuk pengembangan pada
pengembangan berikutnya. Penting untuk menggarisbawahi bahwa model ini tidak dimaksudkan untuk
menggantikan penilaian manusia, melainkan membantu mendeteksi area potensi bias, misalnya, dengan
menyoroti variabel yang tidak relevan secara hukum yang dapat mempengaruhi keputusan sehingga
memperkuat refleksi dan intervensi yang lebih adil dan mendorong refleksi yang lebih besar terhadap
bahasa yang digunakan dalam penalaran yudisial. Guna memperkuat objektivitas dan keoptimalan
dataset, validasi anotasi oleh panel ahli hukum serta Bahasa secara independen sangat disarankan.
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Dari perspektif pemodelan, penelitian selanjutnya direkomendasikan untuk mengeksplorasi dua
jalur utama. Pertama, menerapkan End-to-End Fine-Tuning pada model bahasa seperti IndoBERT
dengan tetap mempertahankan strategi pra-pemrosesan minimal (tanpa stemming). Hal ini bertujuan
untuk menggabungkan keunggulan informasi morfologis secara utuh dengan kemampuan model untuk
mengadaptasi bobotnya terhadap konteks hukum militer. Kedua, melakukan transisi strategis dari
metode leksikal menuju kerangka semantik generatif. Hal ini dapat dicapai dengan mengintegrasikan
Large Language Models (LLM) modern (seperti GPT-4 atau Llama-3) menggunakan teknik Few-Shot
Prompting atau Retrieval-Augmented Generation (RAG). Metode mutakhir ini esensial untuk mengatasi
keterbatasan saat ini dalam menangkap makna kontekstual dan bias emosional (Tipe-1) yang tersirat
(implisit), serta membedakan nuansa sinonim halus (misalnya, "garang" vs "agresif"), sehingga sistem
deteksi menjadi lebih adaptif.

Kemudian pada implementasi praktis, model ini dapat diwujudkan dalam beberapa bentuk
aplikasi perangkat lunak yang difokuskan sebagai sistem audit berbantuan Al (4/-assisted audit system).
Opsi penerapan meliputi pengembangan plugin real-time untuk perangkat lunak pengolah kata (seperti
Microsoft Word), pembuatan platform web mandiri, atau integrasi modul tambahan ke dalam Sistem
Manajemen Perkara (Case Management System) yang ada. Dalam wujud ini, sistem berfungsi sebagai
digital sparring partner atau second opinion bagi hakim, bukan sebagai pengambil keputusan otomatis.
Hal ini bertujuan untuk menjembatani hasil riset dengan kebutuhan nyata, sekaligus menjaga prinsip
etika human-in-the-loop dalam peradilan guna memastikan kualitas dan objektivitas naskah sebelum
finalisasi.
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