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Abstract 

Forest and land fires are a serious environmental challenge in Indonesia, especially in peatland areas such as Kubu 

Raya Regency, West Kalimantan. This study aims to develop and compare two forest and land fire risk prediction 

models, namely LSTM and Linear Regression, each optimized using hyperparameters and Genetic Algorithms. 

Climate data (temperature, rainfall, humidity, wind speed) and hotspots from 2019–2024 were used as input features. 

The pre-processing stage included normalization and handling of missing data. Forest and land fire risk was 

categorized into three classes based on thresholds set by Manggala Agni. The LSTM model was tested with one and 

two layers of neurons. The best results were obtained from the two-layer neuron architecture with an RMSE of 

0.2364, MAE of 0.1955, and MAPE of 12.90%. As a comparison, the optimized linear regression model showed 

lower performance with an RMSE of 0.3026, MAE of 0.2602, and MAPE of 17.95%. These results indicate that 

LSTM is superior in recognizing temporal and non-linear patterns in time series data. Spatial analysis indicates that 

the districts of Sungai Raya, Sungai Kakap, and Kuala Mandor B are high-risk areas, particularly toward the end of 

the dry season. These findings underscore the potential of LSTM-based deep learning approaches in supporting early 

warning systems and mitigation strategies for forest and land fires. Integrating predictive models with spatial analysis 

could serve as an effective strategy for more targeted forest and land fire management. 
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1. INTRODUCTION 

Kebakaran hutan dan lahan merupakan salah satu tantangan lingkungan yang serius di indonesia 

karena berdampak langsung terhadap kerusakan ekosistem, emisi karbon, dan kesehatan masyarakat [1]. 

Terutama  pada wilayah dengan lahan gambut luas seperti Kabupaten Kubu Raya, Kalimantan Barat 

sangat rentan terhadap kebakaran hutan dan lahan. Dengan luas lahan gambut mencapai 583.439,6 

hektar [2], sehingga wilayah ini dapat menyimpan potensi api bawah tanah yang sulit dipadamkan. 

Kondisi iklim tropis dan pembukaan lahan yang tidak terkendali semakin memperparah risiko kebakaran 

[1], [3]. Oleh karena itu, kemampuan untuk memprediksi risiko kebakarna hutan dan lahan secara akurat 

sangat dibutuhkan untuk mendukung penentuan wilayah prioritas mitigasi [4].   

Prediksi risiko kebakaran hutan dan lahan umunya memanfaatkan data historis iklim seperti suhu, 

curah hujan, kelembaban, dan kecepatan angin serta di kombinasi dengan data titik panas yang diperoleh 

dari pengindraan jauh sebagai lokasi administratif terjadinya pemicu kebakaran [5][6], [7]. Salah satu 

metode yang banyak digunakan dalam pemodelan data historis yaitu model Long Short Term Memory 

(LSTM), sebuah varian Recurrent Neural Network yang unggul dalam mengenali pola deret waktu dan 

menyimpan informasi jangka panjang[8]. LSTM efektif dalam menangani kompleksitas data iklim. 

Namun peforma LSTM sangat bergantung pada pilihan hyperparameter seperti jumlah layer, batch size, 
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learning rate, dan epoch [9]. Penelitian sebelum nya menunjukkan bahwa tanpa optimasi dengan 

hyperparameter model LSTM rentang mengalami overfitting, kesulitan untuk mencapai akurasi optimal, 

serta membutuhkan jumlah epoch yang tepat [10], [11]. Tanpa hyperparameter yang tepat model 

membutuhkan waktu pelatihan yang lama tanpa peningkatan akurasi yang signifikan. Oleh karena itu, 

optimasi hyperparameter diperlukan untuk memaksimalkan kinerja LSTM [12], [13], [14].  

Model Regresi Linear juga banyak digunakan dalam prediksi karena kesederhanaan model, 

efisiensi komputasi, dan kemudahan interpretasi, serta efektif menangkap hubungan linear yang jelas 

[15], [16]. Akan tetapi, regresi linear memiliki keterbatasan dalam menangkap hubungan nonlinear yang 

sering muncul dalam dinamika iklim, serta rentan terhadap multikolinearitas antar variabel [17], [18], 

[19]. Penelitian sebelumnya menunjukkan bahwa multikolinearitas dan struktur hubungan yang 

kompleks dapat menurunkan keandalan dan akurasi model regresi linear [7], [20], [21]. Untuk mengatasi 

masalah tersebut, dibutuhkan metode optimasi parameter yang lebih fleksibel seperti algoritma genetika 

yang mampu mengeksplorasi ruang parameter secara lebih luas untuk menemukan kombinasi bobot 

optimal [22]. 

Penelitian sebelumnya menerapan LSTM untuk memprediksi jumlah hotspot di provinsi riau dan 

mencapai akurasi 94% pada data pelatihan, namun tanpa optimasi hyperparameter yang memadai [23], 

[24]. Sementara itu, penelitian terdahulu yang melakukan prediksi kebakaran hutan dengan regresi linear 

berbasis data iklim deret waktu. Meskipun model menghasilkan nilai error yang relatih kecil yaitu 27% 

namun penulis mencatat bahwa akurasi model dipengaruhi oleh dinamika nonlinear dan multivariat 

pada data iklim[25]. Untuk meningkatkan prediksi tersebut dilakukan optimasi dengan Algoritma 

Genetika [7], [21], [26]. Hingga saat ini belum banyak studi yang secara eksplisit membandingkan 

performa model LSTM dan regresi linear dalam prediksi kebakaran hutan dan lahan khususnya yang 

disertai pengoptimasian model.  

Berdasarkan paparan tersbut, penelitian ini bertujuan untuk mengembangkan dan 

membandingkan dua pendekatan prediksi risiko kebakarna hutan dan lahan dengan medel LSTM dan 

Regresi Linear yang di optimasi melalui teknik hyperparameter dan algoritma genetika. Evaluasi 

dilakukan menggunakan metrik RMSE, MAE dan MAPE untuk mengukur akurasi prediksi terhadap 

penggunaan data iklim dan hotspot harian [27], [28]. Hasil penelitian ini diharapkan dapat meningkatan 

akurasi prediksi serta memberikan kontribusi dalam mendukung pengambilan keputusan untuk 

perencanaan mitigasi dan pencegahan kebakaran hutan dan lahan yang lebih efektif dan tepat sasaran. 

2. METODE PENELITIAN 

Pada penelitian ini tahapan penelitian terbagi menjadi tujuh yaitu pengumpulan data, pra 

pemprosesan data, pengkategorian risiko kebakaran, pembagian data, Implementasi Model LSTM 

optimasi hyperparameter dan Regresi Linear optimasi algoritma genetika, evaluasi kinarja model, 

Perbandingan model LSTM dan Regresi linear dengan matriks RMSE, MAPE, dan MAE serta 

perbandingan hasil prediksi model terhadap data aktual. 

Tahapan untuk penelitian ini dapat dilihat pada Gambar 1 Tahapan Penelitian. 

 
Gambar 1. Tahapan penelitian 
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2.1. Pengumpulan Data 

Pengumpulan data untuk penelitian ini berasal dari dua sumber utama. Sumber pertama situs 

BMKG yang menyediakan data iklim harian https://dataonline.bmkg.go.id/data-harian. Dataset 

mencakup empat parameter klimatologis utama, yakni suhu udara (°C), curah hujan (mm), kelembaban 

udara (%), serta kecepatan angin (m/s). Data yang digunakan dengan rentang waktu 2019 hingga 2024 

dengan total 2.149. Parameter-parameter tersebut digunakan karena secara ilmiah terbukti berkorelasi 

kuat terhadap potensi timbulnya kebakaran. Suhu tinggi dan kelembaban rendah mempercepat 

pengeringan vegetasi, curah hujan yang rendah menciptakan kondisi kekeringan, dan angin kencang 

mempercepat kemungkinan penyebaran api. Oleh karena itu data iklim disini merupakan sebagai 

variabel input pada modelnya. 

Sumber data kedua berasal dari sistem pemantauan BRINFire. Data diperoleh dari penginderaan 

jauh menggunakan sensor Visible Infrared Imaging Radiometer Suite (VIIRS). Parameter yang 

digunakan terdiri dari tanggal kejadian, tingkat kepercayaan, serta koordinat geografis (lintang dan 

bujur). Data yang digunakan dari tahun 2019-2024 dengan total 5.822 titik panas. Data ini digunakan 

untuk mendeteksi potensi kejadian kebakaran secara spasial dan temporal.  

Melalui integrasi kedua sumber data tersebut, model prediksi risiko kebakaran hutan dan lahan 

dapat dilatih untuk mengenali pola historis antara kondisi lingkungan dan kemungkinan terjadinya 

kebakaran, sehingga dapat menghasilkan prediksi risiko yang lebih akurat untuk mendukung 

pengambilan keputusan.  

2.2. Pra pemprosesan Data  

Pra pemprosesan yaitu tahap mempersiapkan data sebelum memasuki tahap pembangunan model 

prediksi. Pada tahap ini langkah awal yang dilakukan adalah cek missing value. Missing value 

merupakan suatu permasalahan dimana terdapat beberapa bagian data yang hilang [29]. Untuk 

menangani missing value yaitu dengan menghapus baris atau kolom yang memiliki missing value atau 

bisa juga dengan mengisi dengan nilai tertentu (imputasi).  

Pada tahap pra pemprosesan ddata juga dilakukan proses normalisasi data untuk menghilangkan 

nilai null dan memastikan data berada dalam skala yang seragam. Teknik Min-Max Scaling diterapkan 

pada dataset untuk meminimalkan error saat pengujian model prediksi [30]. Normalisasi dilakukan 

menggunakan persamaan berikut :  

X ‘= 
(𝑥−𝑚𝑖𝑛𝑥)

𝑚𝑎𝑥𝑥−𝑚𝑖𝑛𝑥
 (1) 

Dimana x adalah data yang akan dinormalisasikan dan x’ merupakan data yang telah 

dinormalisasi. Sedangkan minx adalah nilai minimum keseluruhan data dan maxx adalah nilai maksimum 

dari keseluruhan data. Selain itu, data hotspot difokuskan pada keberlanjutan titik panas yang terjadi 

selama tiga hari berturut-turut guna meningkatkan akurasi deteksi kebakaran hutan[31].  

2.3. Kategori Tingkat Risiko Kebakaran Hutan dan Lahan 

Pelabelan data dilakukan untuk mengklasifikasikan data latih ke dalam kategori tertentu 

berdasarkan tingkat kerawanan terhadap kebakaran hutan. Kategori pelabelan terdiri dari tiga kelas, 

yaitu: tidak rawan, rawan, dan sangat rawan. Penentuan label ini mengacu pada nilai ambang batas yang 

telah ditetapkan oleh Manggala Agni, yang dapat dilihat pada Tabel 2.  

Kategori tingkat risko kebakarna hutan dan lahan digunakan untuk menilai tingkatan kerawanan 

kebakaran hutan dan lahan dan sebagai dasar untuk mendeteksi potensi kebakaran dan menentukan 

prioritas penanganan kebakaran hutan dan lahan. Berikut kriteria kategori tingkat risiko kebakarna hutan 

dan lahan berdasarkan parameter klimatologis dan hotspot :  
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Tabel 2. Kategori tingkat risiko kebakaran hutan dan lahan. Nilai ambang batas (Manggala aghni 

2024) 

Kelas Risiko 

Kriteria Kebakaran 

Confidence 
Suhu 

(C) 

Kelembaban 

(%) 

Curah Hujan 

(mm) 

Kecepatan 

Angin(m/s) 

Rendah (0,00-

0,99) 

≤ 7 ≤  30 ≥ 75 ≥ 50 ≤ 3 

Sedang (1,0-

1,99) 

≤ 8 ≤ 32 ≤ 80 ≤ 30 ≤ 5 

Tinggi (≥ 2) ≥ 8,5 ≥  34 ≤ 70 ≤ 10 ≥ 6 

2.4. Pembagian Data 

Setelah proses normalisasi, data dibagi menjadi dua subset yaitu data pelatihan dan data 

pengujian. Pembagian ini dilakukan untuk melatih model menggunakan data historis dan mengevaluasi 

kinerjanya pada data yang belum pernah dilihat sebelumnya. Dalam model Long Short Term Memory  

rasio pembagian yang digunakan adalah 90% untuk pelatihan dan 10 % untuk pengujian. Untuk model 

Regresi Linier digunakan rasio pembagian 80:20 dimana 80% untuk pelatihan dan 20% untuk pengujian. 

Pemilihan rasio ini didasarkan pada hasil beberapa percobaan, dimana kombinasi 90:10 pada LSTM dan 

80:20 pada regresi linier menghasilkan nilai error yang paling rendah dibandingkan rasio lainnya. 

Dengan demikian, perbedaan rasio pembagian data lebih didasarkan pada hasil empiris dari proses 

pelatihan. Set pengujian bertujuan untuk menilai seberapa baik model dapat menggeneralisasi ke data 

baru yang belum terlihat. 

Model prediktif dibangun dari pola-pola dalam hubungan deret waktu yang ditemukan di data 

pelatihan. Sementara itu, untuk memvalidasi seberapa efektif model memprediksi di luar data pelatihan, 

dataset pengujian dimanfaatkan. Pendekatan ini membantu mencegah overfitting di mana model yang 

terlalu konvergen menjadi terikat erat pada sampel pelatihan lainnya sehingga kemampuannya untuk 

beradaptasi dengan informasi baru yang tidak ditemui berkurang secara signifikan. 

2.5. Implementasi Model LSTM dan Regresi Linear 

2.5.1 Implementasi model LSTM 

Long Short Term Memory merupakan salah satu bentuk arsitektur dari Recurrent Neural Network 

(RNN) yang dirancang untuk menangani permasalahan seperti vanishing gradient dan exploding 

gradient dan exploding gradient ketika mempelajari informasi jangka panjang[32]. Keunggulan utama 

LSTM yaitu dapat mengingat informasi penting dari urutan data time series, sehingga menjadikannya 

sangat cocok untuk prediksi data iklim dan hotspot dalam konteks kebakaran hutan dan lahan. Gambar 

2 menunjukkan arsitektur pada LSTM.  

 

 
Gambar 2. Arsitektur model Long Short Term Memory 

 

Struktur LSTM memiliki tiga jenis lapisan utama yaitu lapisan input (input layer), lapisan 

tersembunyi (hidden layer), dan lapisan output. Lapisan tersembunyi LSTM terdiri dari unit memori 

https://jutif.if.unsoed.ac.id/
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(cell state) dan tiga gerbang pengatur aliran informasi yaitu forget gate, input gate dan output gate. 

Fungsi ketiga gerbang tersebut dijabarkan sebagai berikut: 

1) Forget gate (fg): Berfungsi untuk memutuskan informasi mana yang akan dihapus dari memori. 

Gerbang ini menggunakan fungsi aktivasi sigmoid[33]: 

ft = (Wf .  [ht – 1, Xt]+bf) (2) 

Dimana ft adalah vektor output dari forget gate pada waktu t, ht-1 adalah hidden state sebelumnya 

dan Xt adalah input saat ini.  

2) Input Gate (ig): berfungsi untuk menentukan informasi baru mana yang akan disimpan dalam 

cell state. Terdiri dari dua langkah yaitu: 

• Menghitung vektor input gate: 

It = (Wi . [ht – 1, xt]+bi) (3) 

• Membuat kadndidat nilai baru untuk cell state : 

Ct = tanh (Wc . [ht -1, xt] +bc) (4) 

3) Cell state (Ct): mempengaruhi cell state dengan informasi lama dan informasi baru : 

Ct = ft * Ct -1 +it * Ct   (5) 

Dimana operasi perkalian per elemen elemen. 

4) Output gate (og): menentukan output akhir dari unit LSTM: 

Ot= (Wo . [ht – 1, , xt] + bo) (6) 

Output dari hidden state diperoleh melalui : 

ht = ot *tanh (Ct) (7) 

Dalam penelitian ini, arsitektur LSTM dikembangkan dengan penerapan hyperparameter yang 

bertujuan untuk meningkatkan akurasi dan generalisasi prediksi risiko kebakaran  hutan dan lahan 

dengan data time series. model dibangun dengan lapisan LSTM yang terdiri dari 2 percobaan arsitektur 

yaitu 1 lapisan neuron 128 unit dan 2 lapisan neuron 64 unit dan 128 unit memori(neuron) dan fungsi 

aktivasi tanh, serta recurrent activation berupa sigmoid yang digunakan dalam mekanisme gerbang 

untuk mengontrol aliran informasi. Fungsi tanh efektif dalam menangani data sekuensial karena mampu 

memetakan output ke rentang −1 hingga 1, sedangkan sigmoid memetakan sinyal ke 0–1 dalam gate 

seperti input, forget, dan output. Juga diterapkan erly stopping untuk mencegah overfitting dan 

mengurangi waktu komputasi atau pembelajaran model. Data input dibentuk menggunakan sliding 

window sepanjang 60 hari, dan pelatihan dilakukan menggunakan optimizer Adam dengan variasi batch 

size (4, 16, 32, 64) dan epoch (50 dan 100) untuk mengevaluasi pengaruh iterasi terhadap kinerja model. 

Pengaturan hyperparameter ini dipilih agar memperoleh kombinasi yang optimal dalam mempelajari 

dinamika data iklim dan hotspot secara historis. 

2.5.2 Implementasi model Regresi Linear dioptimasi dengan Algoritma Genetika 

Regresi linier merupakan salah satu metode prediksi paling sederhana dan umum digunakan 

dalam statistik dan machine learning. Model ini mengasumsikan adanya hubungan linier antara variabel 

input(independen) dan output (dependen)[20]. Dalam memprediksi risiko kebakaran hutan dan lahan 

regresi linier digunakan untuk mengestimasikan skor risiko berdasarkan variabel iklim dan hotspot . 
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Model regresi linear dapat dirumuskan sebagai berikut : 

𝑦 =  0 + 1𝑥1 + 2𝑥2 +. . . . . . . 𝑛𝑥𝑛 +  𝜀 (8) 

dimana : 

• y = skor risiko kebakaran (target) 

• x1,x2....... xn= fitur iklim dan hotspot(input) 

• 0 = bias/intersep 

• 1, .......,n = koefisien regresi 

• ε = error 

 

Namun, penentuan parameter  yang optimal menjadi tantangan tersendiri, terutama ketika data 

memiliki multikolinearitas atau hubungan yang tidak linear secara sempurna. Untuk itu, dilakukanlah 

optimasi menggunakan Algoritma Genetika.  

Algoritma genetika merupaka metode optimasi berbasis evolusi yang terinspirasi dari proses 

seleksi alam dan genetika. Algoritma Genetika sangat cocok untuk mencari nilai parameter regresi 

terbaik guna meminimalkan prediksi. dalam algoritma genetika untuk setiap solusi (individu/kromosom) 

mempresentasikan sekumpulan nilai , dan dievaluasi berdasarkan fitness functio[34].Berikut 

persamaannya : 

𝐹𝑖𝑡𝑛𝑒𝑠𝑠 () =
𝟏

𝒏
∑ (𝒚𝒊 − ỹ𝒊)𝒏
𝒊=𝟏  (9) 

Tahapan Regresi Linear yang dioptimasi dengan Algoritma Genetika : 

1) Inisialisasi populasi : 

Populasi awal kromosom dibangkitkan secara acak. Setiap kromosom berisi representasi 

parameter . 

2) Evaluasi Fitness: MSE digunakan untuk menilai kualitas prediksi setiap kromoso m terhadap data 

pelatihan  

3) Seleksi : kromosom dengan fitness terbaik dipilih untuk reproduksi 

4) Crossover : Dua kromosom disilangkan untuk menghasilkan solusi baru (offspring) yang 

menggabungkan parameter induk. 

5) Mutasi : beberapa kromosom  mengalami perubahan acak kecil yang berguna menjaga keragaman 

populasi dan menghindari konvergensi prematur. 

6) Terminasi : proses iterasi berakhir ketika jumlah generasi tercapai atau perbaikan sangat kecil 

2.6 Evaluasi Kinerja Model  

Evaluasi model dilakukan untuk mendapatkan nilai ketepatan prediksi dan model. Untuk evaluasi 

model penelitian ini menggunakan Mean Absolute Percentage Error (MAPE), Mean Absolute Error 

(MAE) dan Root Mean Square Error (RMSE)[35].  

RMSE adalah rata-rata selisih kuadrat antara nilai estimasi dan observasi. Semakin kecil nilai 

RMSE maka semakin mendekati keakuratan datanya. Berikut persamaan dari RMSE. 

RMSE = √
1

𝑛
∑ (𝑦𝑖
𝐼
𝑖=1 − 𝑦 𝐼)

2 (10) 

MAPE adalah selisih rata-rata mutlak antara nilai prediksi dan nilai sebenarnya yang dinyatakan 

dalam persentase terhadap nilai sebearnya. Berikut persamaan dari MAPE 

MAPE = 100 x
1

𝑛
∑ |

𝑦͠ −𝑦͠𝑖   

𝑦͠𝑖
|𝑛

𝑖=1  (11) 
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Mean Absolute Error(MAE) merupakan metrik yang sering digunakan untuk mengukur tingkat 

kesalahan rata-rata kuadrat antara data asli dan data prediksi. metrik ini memberikan penilaian terhadap 

akurasi model dengan memberikan penalti yang lebih besar untuk kesalahaan yang lebih besar. 

Persamaan MAE dapat dilihat pada persamaan 12 ini . 

MAE =
1

𝑛
∑ |𝑛
𝑖=1 𝑦𝑖 − 𝑦 𝐼) (12) 

3. HASIL DAN PEMBAHASAN 

Hasil penelitian ini memiliki sub sub bab yang akan membahas pra pemprosesan data, 

pengimplementasian model, evalausi performa model LSTM dan Regresi Linear, perbandingan evaluasi 

dan hasil prediksi model LSTM dan Regresi Linear.  

3.1. Pra Pemprosesan Data 

Pada tahap ini dilakukan serangkaian proses untuk memfilter dan menyiapkan data sebelum 

diimplementasikan ke dalam model prediksi. Jumlah awal data titik panas sebanyak 5.822 baris dan data 

iklim 2.149 baris. Untuk meningkatkan akurasi prediksi , dilakukan pemfilteran terhadap data titik panas 

berdasarkan keberlanjutan kejadian, yaitu hanya mempretahankan data dengan keberlanjutan titik panas 

minimal selama tiga hari berturut-turut. Setelah pemprosesan dilakukan pemfilteran dan penggabungan 

dengan data iklim dan mempreoleh sebanyak 2.069 baris data yang akan diguankan untuk proses 

prediksi. Tahap pra pemprosesan data selanjutnya yaitu dilakukan pengecekan missing value untuk 

memastikan agar tidak ada data yang hilang dan juga dilakukan proses normalisasi data untuk 

menstandarkan skala data di rentang 0 hingga 1 .  

3.1.1. Missing Value 

Secara keseluruhan terdapat 2069 data setelah dilakukan dengan 8 data missing value atau 

terdapat nilai kosong (NaN) pada kolom temperature. Untuk mengatasi maslah ini dilakukan imputasi 

menggunakan nilai mean dari kolom terkait yaitu dengan menghitung rata-rata nilai yang diperoleh dari 

kolom temperature dan dihasilkan nilai 33.6355 pada kolom temperature. Pendekatan ini dapat menjaga 

integritas jumlah data tanpa menghapus baris serta memastikan bahwa semua fitur dapat digunakan 

secara optimal selama proses pelatihan model [36]. Sampel hasil proses implikasi dapat dilihat pada 

tabel 3. Hasil proses implikasi pada missing value. 

 

Tabel 3. Hasil proses implikasi pada missing value 

Tanggal Latitude Longitude Confidence Temperature Rainfall Humidity 
Wind_

Speed 

2020-03-12 -0.18102 109.2779083 8 33.6355 0 82 3 

2020-03-12 -0.09875 109.3156662 8 33.6355 0 82 3 

2020-03-12 -0.16386 109.3073196 8 33.6355 0 82 3 

2020-03-12 -0.18014 109.2147916 8 33.6355 0 82 3 

2020-03-12 -0.1882 109.2761614 8 33.6355 0 82 3 

2020-03-30 -0.19103 109.3271115 8 33.6355 0 78 3 

2020-03-30 -0.10647 109.3171768 8 33.6355 0 78 5 

2020-03-30 -0.20915 109.3879470 8 33.6355 0 78 5 

3.1.2. Normalisasi 

Proses normalisasi dimulai dengan menggunakan fungsi MinMaxScaler dari library scikit-learn 

yang bertujuan untuk meminimalkan error dan meningkatkan stabilitas selama pelatihan model. Fungsi 

ini mentransformasikan nilai-nilai fitur numerik seperti tingkat kepercayaan, suhu, curah hujan, 

kelembaban, dan kecepatan angin ke dalam rentang 0-1 agar model model tidak bias terhadap fitur 
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dengan skala yang besar[37]. Proses untuk menghasilkan rentang ini dilakukan dengan mengubah setiap 

nilai menjadi relatif terhadap nilai minimum dan maksimum pada kolomnya. Dengan dilakukan 

normalisasi ini semua fitur berada dalam skala yang beragam tanpa mengubah pola hubungan antar data 

serta memastikan bahwa tidak ada fitur yang mendominasi model hanya karena perbedaan skala. Hasil 

dari proses normalisasi pada data dapat dilihat pada tabel 4 Hasil normalisasi data. 

 

Tabel 4. Hasil normalisasi data 

Confidence Temperature Humidity Rainfall Wind_Speed 

0.400000 0.708333 0.733333 0.000000 0.100000 

0.400000 0.291667 0.900000 0.008382 0.200000 

0.600000 0.583333 0.766667 0.000000 0.200000 

0.600000 0.277778 0.766667 0.000000 0.100000 

0.600000 0.277778 0.766667 0.000000 0.100000 

0.600000 0.277778 0.766667 0.000000 0.100000 

0.600000 0.277778 0.766667 0.000000 0.100000 

1.000000 0.277778 0.766667 0.000000 0.100000 

1.000000 0.277778 0.766667 0.000000 0.100000 

0.400000 0.277778 0.766667 0.000000 0.100000 

3.2. Pengujian Model LSTM 

3.2.1. Pengujian Model LSTM dengan 1 layer neuron 

Pengujian model LSTM dilakukan dengan peningkatan hyperparameter menggunakan kombinasi 

parameter batch_size, epoch, arsitektur satu layer LSTM yaitu 128, dan aktivasi 0,001 serta penerapan 

early stopping untuk mencegah overfitting. 

 

Tabel 5. Parameter pengujian LSTM 1 layer dengan Hyperparameter 

No Nama Nilai 

1 Layer Neuron 128 

2 Aktivasi Sigmoid 

3 Batch_Size 4, 16, 32, 64 

4 Epoch 50, 100, 200 

 

Dalam tabel 5 dapat dilihat beberapa parameter telah di inisialisasikan dalam kode program 

dengan satu layer neuron yaitu 128, penggunaan aktivasi sigmoid, serta berbagai batch_size dari yang 

kecil hingga besar. Pengujian dilakukan dengan tiga perulangan pengujian yaitu epoch 50, 100, dan 200. 

Hasil pengujian satu layer LSTM yang diotimasi dengan hyperparameter ditunjukkan pada Tabel 6. 

 

Tabel 6. Pengujian Model LSTM dengan 1 lapisan neuron 

Aktivasi Batch_Size Epoch Early_stopping RMSE MAE MAPE 

  

4 

50 19 0.3446 0.2863 25.71% 

 100 31 0.3418 0.2905 25.51% 

  200 30 0.3420 0.2899 25.66% 

  

16 

50 11 0.3550 0.2990 24.81% 

 100 42 0.3486 0.2954 25.61% 

  200 33 0.3479 0.2908 25.775 

Sigmoid  

32 

50 31 0.3531 0.313 25.38% 

 100 28 0.3528 0.2941 25.49% 

  200 30 0.3501 0.2943 25.45% 

  

64 

50 30 0.3537 0.2962 25.29% 

 100 28 0.3567 0.3004 25.05% 

  200 11 0.3590 0.3006 25.10% 

https://jutif.if.unsoed.ac.id/
https://doi.org/10.52436/1.jutif.2026.7.4.5034


Jurnal Teknik Informatika (JUTIF)  Vol. 7, No. 4, August 2026, Page. 3508-3525 
P-ISSN: 2723-3863  https://jutif.if.unsoed.ac.id                                       

E-ISSN: 2723-3871  DOI: https://doi.org/10.52436/1.jutif.2026.7.4.5034 

 

 

3516 

Berdasarkan tabel 6 dapat dianalisis dari 4 kali percobaan dengan beberapa batch_size dapat 

ditarik kesimpulan bahwa semakin kecil nilai batch_size yang digunakan maka akan menghasilkan nilai 

error yang paling kecil yaitu RMSE 0.3418, MAE 0.2905, dan MAPE 25.51% hal ini menunjukkan 

bahwa model dapat belajar lebih baik pada batch_size kecil karena gradien diperbarui lebih sering.  

Banyak model berhenti di sekitar epoch 30-40, meskipun menggunakan epoch 200. Ini 

menunjukkan bahwa eaerly stopping bekerja efektif untuk menghentikan pelatihan ketika model sudah 

mulai stagnan atau tidak ada peningkatan performa. Pada epoch 100 early stopping di epoch 31 namun 

tetap menghasilkan RMSE terbaik 0.3418. penggunaan early stopping ini tidak hanya mempercepat 

waktu komputasi untuk model belajar terlalu lama namun juga dapat menghentikan pelatihan sebelum 

overfitting.  

3.2.2. Pengujian Model LSTM dengan 2 layer neuron 

Model LSTM dengan 2 layer neuron di uji untuk mengevaluasi apakah peningkatan jaringan 

(neuron) mampu meingkatkan akurasi prediksi risiko kebakaran hutan dan lahan. Arsitektur yang 

digunakan terdiri dari dua lapisan LSTM yaitu 128 dan 64 dengan tuning hyperparameter seperti 

batch_size(4, 16, 32, 64), jumlah epoch (20, 100, 200), dan penggunaan larning rate yang lebih kecil 

0.0005 serta fungsi aktivasi sigmoid.  

 

Tabel 7. Pengujian dua layer LSTM dengan Hyperparameter 

No Nama Nilai 

1 Layer Neuron 128, 64 

2 Aktivasi Sigmoid 

3 Batch_Size 4, 16, 32, 64 

4 Epoch 50, 100, 200 

5 Larning Rate 0.0005 

 

Berdasarkan tabel 7 dapat dilihat parameter pengujian lanjutan menggunakan dua layer neuron 

dengan kombinasi parameter pada layer pertama 128 dan pada layer kedua 64, menggunakan aktivasi 

sigmoid, dengan penggunaan batch_size dan epoch yang sama untuk menguji apakah ada peningkatan 

performa dengan ditambahkannya lapisan neuron ini. Hasil pengujian Model LSTM dengan 2 lapisan 

neuron dan learning rate yang lebih kecil yaitu 0.0005 dapat dilihat pada tabel 8. 

 

Tabel 8.  Pengujian Model LSTM dengan 2 lapisan neuron 

Aktivasi Batch_Size Epoch Early_stopping RMSE MAE MAPE 

  

4 

50 11 0.2364 0.1955 12.90% 

 100 18 0.2444 0.2005 13.41% 

  200 24 0.2385 0.1944 12.80% 

  

16 

50 28 0.2413 0.1986 13.21% 

 100 26 0.2488 0.2058 13.67% 

  200 25 0.2399 0.2005 13.10% 

Sigmoid  

32 

50 26 0.2504 0.2052 13.85% 

 100 35 0.2461 0.2032 13.37% 

  200 47 0.2462 0.2070 13.39% 

  

64 

50 11 0.2627 0.2157 14.47% 

 100 11 0.2616 0.2144 14.46% 

  200 47 0.2482 0.2042 13.71% 

 

Berdasarkan tabel 8 pengujian model LSTM dengan 2 lapisan neuron dapat dianalisis bahwa 

peningkatan lapisan neuron menjadi 2 lapisan menunjukkan peningkatan signifikan dibandingkan 

model satu lapisan sebelumnya. Hal ini pdata dilihat hasil terbaik di capai pada batch_size 4 dengan 
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epoch 50 menghasilkan RMSE 0.2361,  MAE 0.1955, dan MAPE 13.09%. penurunan   yang cukup 

drastis ini menunjukkan bahwa penambahan lapsian neuron LSTM mampu menangkap pola sekuensial 

yang lebih kompleks dalam data time series kebakarna hutan dan lahan.  

Pengaruh batch_size dengan nilai kecil kembali terbukti efektif karena menghasilkan nilai error 

terkecil pada batch 4 hal ini memungkinkan pembaruan bobot yang lebih sering dan bertahap sehingga 

membantu model dua lapisan layer belajar lebih stabil.  

 

 
Gambar 3. Heatmap Epoch berhentinya early stopping 

 

Hasil visualisasi heatmap early stooping yang terdapat pada gambar 3 dengan kombinasi batch 

size 4 dan 64 menunjukkan efektivitas early stopping yang tinggi dengan pelatihan berhenti lebih cepat 

yaitu di epoch 11-24 epoch yang menunjukkan efisiensi pelatihan. Sebaliknya pada batch size 32 

membutuhkan waktu lebih lama hingga 47 epoch menunjukkan proses model  telah mencapai titik 

optimal yang lebih lambat. Hal ini menunjukkan bahwa batch size besar atau kecil lebih efisien 

dibandingkan ukuran sedang terutama dalam konteks pelatihan dengan early stopping.  

 

 
Gambar 4. Heatmap nilai error RMSE model LSTM 2 lapisan neuron 

 

Visualisasi heatmap nilai error yang terdapat pada gambar 4 dapat dianalisis bahwa semakin kecil 

batch size cenderung memberikan hasil yang lebih baik dengan rendahnya nilai error dan sebaliknya 

semakin besar batch size semakin tinggi pula nilai error hal ini menunjukkan performa yang kurang 

optimal pada konfigurasi dengan batch size besar. 
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Gambar 5. Grafik Perbandingan nilai error model LSTM 1 lapisan neuron dan 2 lapisan neuron 

 

Grafik perbandingan nilai error pada gambar 5 menunjukkan bahwa model LSTM dengan 2 

lapsian neuron konsisten menghasilkan RMSE lebih rendah dibandingkan model 1 lapisan layer neuron. 

Pola ini menunjukkan bahwa penambahan lapsian neuron pada model LSTM dapat meningkatkan 

kemampuan prediksi. Sehingga dapat disimpulkan semakin bahwa dengan menggunakan 2 lapisan 

neuron model mampu menangkap pola yang lebih kompleks dalam data time series dimana pada layar 

dasar mengekstraksi pola dan pada layer kedua menyempurnakan representasi tersebut.  

3.3. Algoritma Genetika 

Pengujian pada model Regresi linear dioptimasi menggunakan algoritma genetika untuk 

memperoleh kombinasi parameter terbaik. Pengujian dilakukan terhadap parameter generation, 

population, crossover, dan mutation. Parameter pengujian yang digunakan dapat dilihat pada tabel 9. 

 

Tabel 9. Parameter pengujian Model Regeresi Linear yang di optimasi dengan Algoritma Genetika 

No Parameter Nilai 

1 Generation 100, 200, 300 

2 Population 10, 20, 50 

3 Crossover 0.2 

4 Mutation 0.1, 0.5, 0.6 

 

Hasil pengujian populasi pada algoritma genetika yang terdapat dalam tabel 10 menunjukkan 

bahwa seluruh variasi nilai populasi dari 10 hingga 20, diperoleh bahwa nilai MAE terkecil 0.102612 di 

capai pada populasi 10 disertai dengan standar deviasi relatih rendah 0.001726 menunjukkan konsistensi 

peforma model. Waktu komputasi akan meningkat seiring bertambahnya ukuran populasi dari 0.2 detik 

pada populasi 10 hingga 4.3 detik pada populasi 200. Hal ini mengindikasikan bahwa meskipun populasi 

kecil seperti 10 namun dapat memberikan akurasi terbaik. Dengan dasar ini ukuran populasi model 

ditetapkan menjadi 10, 20, dan 50. 

 

Tabel 10. Hasil pengujian populasi pada Algoritma Genetika 

Pop 
  Percobaan ke  Avg 

Std 
Avg 

1 2 3 4 5 Mse Time 

10 0.116361 0.102107 0.106342 0.102799 0.098029 0.102612 0.001726 0.2 

20 0.103420 0.105373 0.109974 0.105957 0.108143 0.106573 0.002271 0.4 

40 0.107809 0.107988 0.106232 0.101226 0.098275 0.104306 0.003883 0.9 

60 0.104897 0.098787 0.104691 0.100605 0.106598 0.103116 0.002927 1.3 

80 0.103935 0.104096 0.102369 0.105668 0.103869 0.103988 0.001046 1.7 

100 0.103768 0.103661 0.101828 0.102123 0.104151 0.103106 0.000942 2.2 

120 0.103297 0.105179 0.100850 0.102158 0.103838 0.103064 0.001473 2.6 

140 0.101271 0.103171 0.101799 0.101080 0.105739 0.105128 0.006206 3.0 

160 0.103883 0.100560 0.104695 0.102289 0.107079 0.103701 0.002204 3.4 

180 0.101396 0.105109 0.103284 0.103294 0.101549 0.102926 0.001361 3.8 

200 0.101676 0.101415 0.105844 0.100819 0.107322 0.103415 0.002643 4.3 

https://jutif.if.unsoed.ac.id/
https://doi.org/10.52436/1.jutif.2026.7.4.5034


Jurnal Teknik Informatika (JUTIF)  Vol. 7, No. 4, August 2026, Page. 3508-3525 
P-ISSN: 2723-3863  https://jutif.if.unsoed.ac.id                                       

E-ISSN: 2723-3871  DOI: https://doi.org/10.52436/1.jutif.2026.7.4.5034 

 

 

3519 

Hasil pengujian model Regresi Linear di optimasikan dengan algoritma genetika yang terdapat 

pada tabel 11 menunjukkan bahwa konfigurasi terbaik diperoleh pada generasi 100, populasi 10, 

crossover 2, dan mutation 5, dengan RMSE terendah sebesar 0.3026, MAE 0.2602, dan MAPE 17.95%. 

Hasil ini mengindikasikan bahwa penggunaan populasi kecil dengan jumlah generasi yang moderat 

lebih efektif dalam menghasilkan model regresi yang akurat. Sebaliknya, peningkatan generasi dan 

populasi tidak selalu meningkatkan performa, bahkan cenderung menghasilkan error yang lebih tinggi. 

Hal ini menegaskan pentingnya pemilihan parameter yang seimbang dalam optimasi model 

menggunakan Algoritma Genetika. 

 

Tabel 11. Hasil pengujian model Regresi Linear di optimasikan dengan algoritma genetika 

Generation Population Crossover Mutation RMSE MAE MAPE 

 10   0.3221 0.2535 1842% 

100 20 0.2 0.1 0.3130 0.2602 18.02% 

 50   0.3070 0.2608 17.97% 

 10   0.3026 0.2602 17.95% 

200 20 0.2 0.5 0.3122 0.2683 18.35 

 50   0.3387 0.2339 19.82% 

 10   0.3293 0.2834 19.23% 

300 20 0.2 0.6 0.3205 0.2768 18.02% 

 50   0.3181 0.2734 18.69% 

 

 
Gambar 6. Grafik Perbandingan nilai error terhadap kombinasi parameter algoritma genetika 

 

Grafik perbandingan nilai error terhadap kombinasi parameter algoritma genetika yang terdapat 

pada gambar 6 dapat dianalisis bahwa kombinasi 200_pop10 menghasilkan nilai RMSE dan MAE 

terendah, masing-masing sekitar 0.235 dan 0.26, yang menandakan performa terbaik dalam 

meminimalkan error. Sementara itu, kombinasi 200_pop50 menghasilkan RMSE tertinggi, menandakan 

bahwa peningkatan jumlah populasi tidak selalu berdampak positif terhadap akurasi model. Secara 

umum, hasil menunjukkan bahwa keseimbangan antara jumlah generasi dan populasi sangat krusial 

dalam optimasi parameter regresi linear menggunakan algoritma genetika.  

3.4. Evaluasi Perbandingan Hasil Pengujian LSTM optimasi hyperparameter dan Regresi 

Linear di optimasi dengan Algoritma Genetika 

Evaluasi komperatif terhadap performa model LSTM dan model regresi linear dilakukan untuk 

menilai efektivitas masing-masing model dalam melakukan prediksi terhadap data time series risiko 

kebakaran hutan dan lahan. Evaluasi dilakukan berdasarkan tiga metrik pengujian yaitu RMSE, MAE, 

dan MAPE. Hasil pengujian ditampilkan pada tabel 11.  

 

Tabel 11. Hasil perbandingan evaluasi model LSTM dengan hyperparameter dan Regresi linear yang 

di optimasi algoritma genetika 

Model RMSE MAE MAPE 

LSTM 1 lapisan neuron 0.3418 0.2905 25.51% 

LSTM 2 lapisan neuron 0.2364 0.1955 12.90% 

Regresi Linear optimasi Algoritma Genetika 0.3026 0.2602 17.95% 
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Evaluasi hasil pengujian pada tabel 11 menunjukkan bahwa model LSTM 2 lapisan neuron 

memberikan performa terbaik dengan RMSE sebesar 0.2364, MAE 0.1955, dan MAPE 12.09%. nilai 

error ini jauh lebih rendah dibandingkan LSTM dengan satu lapisan neuron maupun regresi linear yang 

dioptimasi dengan algoritma genetika. Kinerja dari LSTM 2 lapsian neuron menunjukkan bahwa model 

dengan arsitektur lebih dalam mampu menangkap kompleksitas temporal dari data. Sebaliknya model 

regresi linear yang bersifat linear meskipun dioptimasi dengan algoritma genetika hanya mampu 

mencapai akurasi menengah. Hal ini menunjukkan bahwa algoritma optimasi saja tidak cukup 

mengimbangi keterbatasan struktur model linear dalam menangani data yang bersifat time series. model 

LSTM dengan 1 lapisan neuron masih menghasilkan nilai   yang tinggi 0.3418 yang menunjukkan bahwa 

arsitektur terlalu dangkal belum mampu menangkap kompleksitas hubungan antar waktu secara optimal. 

 

 
Gambar 7 . Grafik perbandingan prediksi dengan model LSTM dan Regresi Linear terhadap data 

Aktual 

 

Grafik perbandingan prediksi model LSTM dan Regresi Linier yang terdapat pada gambar 7 dapat 

analisis bahwa model LSTM menunjukan peforma yang lebih stabil dan mampu mengikuti pola tren dari 

data aktual dengan cukup baik , tidak terlalu fluktuatif dan brhasil mereplikasi pergerakan data aktual 

secara konsisten. Hal ini menunjukan bahwa model LSTM memiliki kemampuan untuk memahami pola 

temporal (urutan waktu) dan fluktuasi musiman yang umumnya ada dalam data time series seperti risiko 

kebakaran hutan dan lahan. Sebaliknya model regresi linear menunjukkan ketidakstabilan pada beberapa 

bagian data terutama pada sekitar titik data ke- 30 hingga ke-45 dimana terjadi penurunan skor prediksi 

yang tajam dibandingkan nilai aktual. Hal ini menunjukkan bahwa model regresi linear cenderung 

mengalami overfitting pada beberapa bagian dan underfitting pada pola umum. Model ini tampak 

mengalami kesulitan dalam menangkap kompleksitas dalam data. Sehingga dapat disimpulkan bahwa 

model LSTM dengan 2 lapisan neuron merupakan pendekatan terbaik dalam memodelkan dan 

memprediksi risiko kebakaran hutan dan lahan karena mampu menangkap pola yang kompleks dan 

memberikan hasil yang lebih mendekati data aktual secara konsisten dibandingkan model regresi linear.  

 

 
Gambar 8. Heatmap prediksi kebakaran hutan dan lahan di  Kabupaten Kubu Raya 
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Berdasarkan visualisasi heatmap prediksi risiko kebakaran hutan dan lahan di Kabupaten Kubu 

Raya pada gambar 8 dapat dilihat bahwa beberapa kecamatan seperti Sungairaya, Sungaikakap, dan 

Kuala Mandor B muncul dengan skor sedang hingga tinggi yang lebih sering, terutama di akhir Oktober 

2024. Data numerik menunjukkan Sungaikakap dan Sungairaya hampir selalu mendekati atau 

melampaui batas kategori tinggi, dengan angka 1,8886, 1,8710 sampai 1,9022, sehingga dua wilayah ini 

mesti jadi prioritas pemantauan. Kenaikan skor itu kemungkinan berkaitan dengan musim kering atau 

aktivitas manusia, misalnya pembukaan lahan. Sebaliknya, Terentang dan Teluk Pakedai tetap berada 

di angka rendah dan jarang muncul dalam laporan, sehingga mereka bisa dianggap area berpotensi 

kebakaran kecil. Temuan ini berguna untuk menuntun strategi pencegahan dan penempatan sumber daya 

ke daerah dan waktu yang lebih rawan terjadinya kebakaran hutan dan terbakar. 

4. DISKUSI 

Hasil penelitian ini menunjukkan bahwa pemilihan dan pengoptimalan model sangat berpengaruh 

terhadap akurasi prediksi risiko kebakaran hutan dan lahan. Model Long Short Term Memory yang telah 

dioptimasi menggunakan konfigurasi hyperparameter seperti jumlah layer, batch size, epoch, dan teknik 

early stopping terbukti memiliki kinerja terbaik. Peningkatan performa yang signifikan terjadi pada 

penggunaan dua lapisan neuron, di mana arsitektur jaringan yang lebih dalam memungkinkan model 

mengenali pola iklim historis yang kompleks secara lebih efektif. 

Teknik early stopping dan pemilihan batch size yang tepat juga terbukti meningkatkan efisiensi 

pelatihan dan mencegah overfitting. Hal ini menunjukkan bahwa proses tuning hyperparameter 

memainkan peran kunci dalam meningkatkan akurasi model prediksi deret waktu. Dengan pendekatan 

ini, LSTM mampu belajar secara optimal dari pola suhu, curah hujan, kelembaban, dan kecepatan angin 

yang menjadi indikator utama risiko kebakaran. 

Model Regresi Linear yang dioptimasi dengan Algoritma Genetika juga memberikan hasil yang 

kompetitif. Meskipun model ini memiliki keterbatasan dalam menangkap pola non-linear, 

pengoptimalan parameter regresi melalui evolusi populasi membantu mengurangi dampak 

multikolinearitas dan meningkatkan kemampuan generalisasi. Model ini tetap relevan untuk aplikasi 

yang mengutamakan interpretabilitas dan efisiensi komputasi. 

 

Tabel 12. Hasil perbandingan penelitian sebelumnya dengan penelitian yang dilakukan 

Aspek 
Penelitian Sebelumnya 

Penelitian yang dilakukan 
Khaira, 2020 Iqbal, 2024 

Prediksi Prediksi 

Kemunculan 

Titik panas 

dengan LSTM 

Prediksi 

kebakaran hutan 

dan lahan dengan 

regresi linier 

berganda 

Prediksi risiko 

kebakaran hutan 

menggunakan Model 

LSTM yang di optimasi 

dengan hyperparameter 

Prediksi risiko 

kebakaran hutan 

menggunakan Model 

Regresi linier yang di 

optimasi dengan 

Algoritma Genetika 

Evaluasi 

Model 

RMSE 0.3633 MAPE 27% RMSE 0.2364 

MAE   0.1955 

MAPE 12.90% 

RMSE 0.3026 

MAE   0.2602 

MAPE 17.95% 

 

Hasil perbandingan penelitian sebelumnya dengan penelitian yang dilakukan dapat dilihat pada 

tabel 12 yang menunjukkan bahwa model LSTM dengan optimasi hyperparameter unggul dalam 

menghasilkan error terendah (RMSE 0.2364; MAPE 12.90%), lebih baik dibanding penelitian 

sebelumnya. Sementara itu, Regresi Linier dengan Algoritma Genetika juga menunjukkan kinerja yang 

cukup kompetitif (RMSE 0.3026; MAPE 17.95%), sehingga tetap relevan digunakan ketika diperlukan 

efisiensi komputasi dan interpretabilitas yang tinggi. 

https://jutif.if.unsoed.ac.id/
https://doi.org/10.52436/1.jutif.2026.7.4.5034


Jurnal Teknik Informatika (JUTIF)  Vol. 7, No. 4, August 2026, Page. 3508-3525 
P-ISSN: 2723-3863  https://jutif.if.unsoed.ac.id                                       

E-ISSN: 2723-3871  DOI: https://doi.org/10.52436/1.jutif.2026.7.4.5034 

 

 

3522 

Jika dibandingkan dengan penelitian[23] yang menggunakan LSTM untuk memprediksi jumlah 

hotspot di Provinsi Riau, penelitian ini memberikan kontribusi lebih lanjut dengan melakukan optimasi 

hyperparameter dan menerapkan LSTM secara eksplisit pada data iklim dan hotspot harian, sehingga 

hasil prediksi menjadi lebih stabil dan akurat. Di sisi lain, hasil regresi linear dalam penelitian ini juga 

melengkapi temuan [25], di mana meskipun model regresi dapat memberikan error yang relatif kecil 

(27%), performanya tetap terbatas jika tidak diiringi dengan strategi penguatan model seperti Algoritma 

Genetika. 

Dengan demikian, penelitian ini mengisi kesenjangan literatur yang belum banyak 

membandingkan secara langsung performa LSTM dan Regresi Linear untuk prediksi kebakaran hutan 

dan lahan. Penggunaan LSTM yang dioptimasi terbukti unggul dalam konteks data iklim tropis dan titik 

panas harian, serta memberikan kontribusi nyata terhadap pengembangan sistem peringatan dini 

kebakaran hutan dan lahan berbasis kecerdasan buatan. 

5. KESIMPULAN 

Penelitian ini membuktikan bahwa model LSTM yang dioptimasi dengan hyperparameter secara 

signifikan lebih unggul dibandingkan model regresi linear yang dioptimasi menggunakan algoritma 

genetika dalam memprediksi risiko kebakaran hutand an lahan berbasis data deret waktu. odel LSTM 

dengan dua lapisan neuron mencapai kinerja terbaik dengan nilai RMSE sebesar 0.2364, MAE 0.1955, 

dan MAPE 12.90%, jauh lebih akurat dibandingkan LSTM satu lapisan (RMSE 0.3418, MAPE 25.51%) 

maupun regresi linear dioptimasi dengan Algoritma Genetika (RMSE 0.3026, MAPE 17.95%). 

Penambahan kedalaman jaringan dan pemilihan batch size kecil terbukti meningkatkan kemampuan 

model dalam menangkap kompleksitas temporal data dan mencegah overfitting melalui early stopping. 

Analisis spasial menunjukkan bahwa wilayah-wilayah seperti Sungai Raya, Sungai Kakap, dan 

Kuala Mandor B di Kabupaten Kubu Raya merupakan daerah dengan skor risiko kebakaran tertinggi, 

terutama menjelang akhir musim kemarau di bulan Oktober. Hal ini menunjukkan potensi nyata model 

dalam mengidentifikasi area prioritas untuk mitigasi. Sebaliknya, wilayah seperti Terentang dan Teluk 

Pakedai memiliki skor risiko rendah dan lebih stabil. Temuan ini menunjukkan bahwa integrasi 

pendekatan prediktif berbasis deep learning dengan analisis spasial dapat menjadi alat penting dalam 

mendukung sistem peringatan dini berbasis data. Dengan demikian, hasil penelitian ini tidak hanya 

memberikan kontribusi pada pengembangan model prediksi, tetapi juga menawarkan arah konkret bagi 

perencanaan mitigasi kebakaran hutan yang lebih tepat sasaran di wilayah-wilayah rawan seperti 

Kalimantan Barat. 

Penelitian ini menunjukkan pentingnya optimasi model kecerdasan buatan melalui 

hyperparameter tuning dan algoritma evolusioner seperti algoritma genetika dalam meningkatkan 

akurasi prediksi berbasis data kompleks. Pendekatan ini tidak hanya memperkuat literatur mengenai 

penerapan LSTM pada domain lingkungan, tetapi juga memperluas cakupan penerapan AI untuk mitigasi 

bencana dengan pendekatan yang terukur, efisien, dan dapat diinterpretasikan. 

Namun demikian, penelitian ini memiliki beberapa keterbatasan dimana cakupan data terbatas 

pada wilayah Kabupaten Kubu Raya, sehingga generalisasi ke wilayah lain perlu dilakukan dengan hati-

hati, model masih bergantung pada data historis iklim dan hotspot sehingga potensi integrasi dengan 

variabel tambahan seperti indeks vegetasi, kualitas udara, atau aktivitas manusia perlu dieksplorasi pada 

penelitian selanjutnya. Selain itu, uji implementasi pada sistem real time juga menjadi tantangan 

tersendiri yang dapat dikembangkan di masa mendatang. 
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