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Abstract 

  

Stock price prediction is a topic that has garnered significant attention in the investment world and has been the 

subject of various studies. Despite the massive attention, predicting stock price movements using algorithms remains 

challenging as the algorithms must be agile and highly adaptive to movement trends. Recent studies using deep 

learning methods for stock price prediction show that deep learning methods have high reliability. However, their 

computational complexity limits widespread implementation. This study aims to predict Netflix stock prices using a 

linear regression model with ridge and hyperparameter optimisation. The research consists of three stages: data 

preprocessing, building a linear regression model with ridge, and predicting and visualizing results. The dataset 

used is historical Netflix stock price data from 2017 to 2022. In the preprocessing stage, the data was normalized 

using MinMaxScaler and split into training and test sets. A ridge regression model was built with hyperparameter 

alpha optimization using GridSearch. Predictions were compared to stock prices and evaluated using Root Mean 

Squared Error (RMSE). The ridge regression model with hyperparameter optimization performed best with an 

RMSE of 13.8082. Although the linear regression model demonstrated the fastest execution time of 0.7717 seconds, 

the ridge regression model with hyperparameter optimization provided an optimal balance between prediction 

accuracy and time efficiency.  
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OPTIMASI PREDIKSI HARGA SAHAM MENGGUNAKAN RIDGE REGRESSION 

DAN SELEKSI HIPERPARAMETER  
 

Abstrak 
 

Prediksi harga saham merupakan topik yang banyak menarik perhatian dalam dunia investasi dan telah menjadi 

subjek berbagai penelitian. Meskipun demikian, prediksi pergerakan harga saham menggunakan algoritma tetap 

menantang karena algoritma harus gesit dan sangat adaptif terhadap tren pergerakan. Berbagai penelitian terbaru 

yang menggunakan metode deep learning untuk melakukan prediksi harga saham dan menunjukkan bahwa metode 

deep learning memiliki keandalan tinggi. Namun, kompleksitas komputasionalnya membatasi implementasinya 

secara luas. Penelitian ini bertujuan memprediksi harga saham Netflix menggunakan model regresi linear dengan 

ridge dan optimasi hyperparameter. Penelitian terdiri dari tiga tahap: pra-pemprosesan data, membangun model 

regresi linear dengan ridge, serta prediksi dan visualisasi hasil. Dataset yang digunakan adalah data historis harga 

saham Netflix dari tahun 2017 hingga 2022. Pada tahap pra-pemrosesan, data dinormalisasi dengan MinMaxScaler 

dan dibagi menjadi training set serta test set. Model ridge regression dibangun dengan optimasi hyperparameter 

alpha menggunakan Grid Search. Hasil prediksi dibandingkan dengan harga saham sebenarnya dan dievaluasi 

menggunakan Root Mean Squared Error (RMSE). Model ridge regression dengan optimasi hyperparameter 

menunjukkan performa terbaik dengan RMSE sebesar 13,8082. Meskipun model linear regression menunjukkan 

waktu eksekusi tercepat sebesar 0,7717 detik, model ridge regression dengan optimasi hyperparameter memberikan 

keseimbangan optimal antara akurasi prediksi dan efisiensi waktu. 
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1. PENDAHULUAN 

1.1 Saham 

Suatu investasi yang mendapatkan peluang 

memperoleh return yang tinggi, jangka pendek, dan 

cepat disebut dengan Saham. Indeks Harga Saham 

Gabungan (IHSG) atau Indeks Harga Saham Komposit 

dapat digunakan untuk melihat perubahan harga saham 

untuk melihat peningkatan harga saham dan 

antusiasme pasar dan sebaliknya [1]. Pasar saham 

adalah tempat di mana orang dapat membeli dan 

menjual saham perusahaan yang diperdagangkan 

secara umum untuk menghasilkan uang [2].  

Hukum penawaran dan permintaan dalam 

menentukan harga saham sangat berpengaruh. Artinya, 

jika menurut pembeli nilai saham akan naik, maka 

mereka akan sukarela membayar untuk lebih dari satu 

saham dan begitu pun dengan penjual. Apabila nilai 

saham tersebut turun, maka mereka bersedia menerima 

lebih sedikit hasilnya [3].  Analisis sentimen 

digunakan pada berita utama artikel terkait saham, 

tweet, berita keuangan dari "Economic Times" dan 

komentar Facebook [4]. Metode tradisional seperti 

analisis teknikal dan fundamental sering kali terbatas 

dalam memprediksi pergerakan harga saham yang 

kompleks dan dinamis [5]. Oleh karena itu, 

penggunaan metode statistik dan  pembelajaran mesin 

seperti Deep Learning telah meningkat secara 

signifikan untuk menangani kompleksitas ini [6]. 

1.2 Analisis Regresi 

Analisis regresi (linear regression) adalah salah 

satu teknik statistik untuk menyelidiki dan 

memodelkan hubungan antara variabel dependen 

(prediksi stok) dan satu atau lebih variabel independen 

(fitur yang mempengaruhi harga saham) dengan 

asumsi hubungan linear [7]. Meskipun begitu, metode 

ini rentan terhadap overfitting, terutama ketika jumlah 

fitur yang digunakan sangat banyak. Untuk mengatasi 

overfitting, salah satu teknik yang efektif adalah 

penggunaan regularisasi [8]. Penalti ini membantu 

menjaga koefisien tetap kecil, yang akan mengurangi 

kompleksitas model dan risiko overfitting [9]. Ridge 

regression, juga dikenal sebagai L2 regularization, 

teknik yang menambahkan penalti pada besarnya 

koefisien dalam model linear regression [10]. Tetapi 

menggunakan ridge regression saja belum tentu 

menghasilkan model yang ideal. Oleh karena itu, 

diperlukan optimasi hyperparameter, untuk 

menemukan nilai parameter terbaik. Metode yang 

dikenal sebagai optimalisasi hyperparameter 

digunakan untuk menentukan parameter model yang 

paling ideal, seperti nilai alpha dalam ridge 

regression, untuk meningkatkan kinerja model 

prediksi. 

1.3 Random Forest 

Selain ridge regression dengan optimasi 

hyperparameter, metode random forest dan LSTM 

(Long Short-Term Memory) juga sering digunakan 

dalam prediksi harga saham. Random forest adalah 

metode ensemble learning yang menggunakan banyak 

pohon keputusan untuk meningkatkan akurasi prediksi 

dan mengurangi overfitting [11]. Metode ini efektif 

dalam menangani data yang tidak linier dan dapat 

menangkap hubungan kompleks antara fitur-fitur yang 

mempengaruhi harga saham. Namun, random forest 

memiliki kekurangan, seperti kecenderungan untuk 

memerlukan banyak waktu dan sumber daya 

komputasi saat menangani dataset yang sangat besar. 

Selain itu, random forest dapat menghasilkan model 

yang sulit untuk diinterpretasikan karena 

kompleksitasnya. Untuk mengatasi kekurangan ini, 

sering kali menggunakan teknik-teknik tambahan 

seperti seleksi fitur. Gunanya untuk melihat fitur mana 

yang memiliki efek paling besar dibandingkan fitur 

lainnya dan untuk mengurangi jumlah fitur yang 

digunakan dan mempercepat proses komputasi. 

1.4 Long Short Term Memory 

LSTM adalah jenis jaringan saraf berulang 

(Recurrent Neural Network) yang mampu menangani 

data urutan waktu (time series) dengan baik, 

membuatnya sangat cocok untuk memprediksi harga 

saham berdasarkan data historis [12]. Namun, LSTM 

juga memiliki kekurangan, termasuk kebutuhan 

komputasi yang tinggi dan waktu pelatihan yang 

panjang. Selain itu, LSTM rentan terhadap masalah 

overfitting jika tidak diatur dengan benar dan dapat 

menjadi sulit untuk diimplementasikan dan 

dioptimalkan karena banyaknya hyperparameter yang 

perlu disesuaikan [13]. LSTM cenderung memakan 

waktu lama untuk dilatih dalam mencapai konvergensi 

dan menyesuaikan bobot dengan benar berdasarkan 

data urutan waktu yang panjang [14]. Arsitektur 

LSTM yang kompleksitas, membuat proses pelatihan 

melibatkan banyak data historis dan parameter 

sehingga memerlukan waktu dan sumber daya 

komputasi yang besar [15]. Pada penelitian [16] 

membandingkan model ARIMA dan LSTM, 

menunjukkan bahwa LSTM memerlukan waktu 

pelatihan lebih lama dibandingkan dengan ARIMA, 

terutama untuk dataset yang besar. 

Model CNN, setelah menyesuaikan 

hyperparameter melalui GridSearchCV, meningkatkan 
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kinerja dibandingkan dengan CNN tanpa optimasi, 

mengoptimalkan hyperparameter untuk meningkatkan 

presisi dan akurasi prediksi [17]. Hyperparameter 

merupakan parameter yang digunakan untuk 

membentuk model machine learning (ML) misalnya, 

parameter penalti C untuk mesin vektor dukungan, dan 

kecepatan pembelajaran untuk melatih jaringan syaraf 

atau untuk menentukan algoritma yang digunakan 

untuk meminimalkan fungsi kerugian [18]. Dengan 

mengidentifikasi kombinasi parameter yang 

menghasilkan prediksi yang paling akurat, optimasi 

hyperparameter dapat meningkatkan kinerja model. 

Dalam penelitian ini, kami akan menerapkan Ridge 

regression dan optimasi hyperparameter untuk 

memprediksi harga saham, dengan tujuan untuk 

meningkatkan akurasi prediksi dan mengurangi risiko 

overfitting. 

2. METODE PENELITIAN 

Penelitian ini terdiri dari tiga tahap utama yakni 

pra-pemprosesan data, membangun model ridge 

regression, dan prediksi serta visualisasi hasil. Pada 

tahap pertama, yaitu pra-pemrosesan data dilakukan 

persiapan dataset dengan membagi data menjadi 

training set dan test set kemudian normalisasi data 

menggunakan skala fitur. Kemudian pada tahap kedua 

yaitu membangun model ridge regression, 

menambahkan optimasi hyperparameter menggunakan 

GridSearch untuk menemukan nilai alpha terbaik, 

melatih model menggunakan training set dengan 

hyperparameter terbaik. Tahap terakhir adalah 

melakukan prediksi dan visualisasi hasil, yaitu dengan 

membuat prediksi harga saham menggunakan model 

yang telah dilatih, memvisualisasikan hasil prediksi 

dan membandingkannya dengan data harga saham 

sebenarnya, mengevaluasi model menggunakan Root 

Mean Squared Error (RMSE) untuk mengukur akurasi 

prediksi. Metode penelitian untuk prediksi harga 

saham menggunakan ridge regression dan optimasi 

hyperparameter digambarkan pada Gambar 1. Agar 

hasil dari penelitian ini dapat dilakukan replikasi dan 

juga dikembangkan lebih lanjut, kami mengunggah 

source code pada github.com/adelinefellita/Optimasi-

Prediksi-Harga-Saham. 

2.1. Pra-pemprosesan Data 

 Pada tahap pra-pemrosesan data adalah 

tahapan di mana melibatkan persiapan dataset sebelum 

digunakan untuk membangun model. Untuk 

memastikan bahwa semua variabel berada dalam 

rentang yang sama. Proses ini mencakup pembagian 

data menjadi train set dan test set, lalu kemudian 

normalisasi data menggunakan skala fitur. 

 

 

Gambar 1. Kerangka kerja penelitian. 

2.1.1 Persiapan Dataset 
Data yang digunakan dalam penelitian ini terdiri 

dari atribut 'Date', 'Open', 'High', 'Low', 'Close', 'Adj 

Close', dan 'Volume' yang digambarkan dalam Tabel 

1. 
 

Tabel 1. Atribut dataset 

No RMSE T(s) 

1 Date 2017-02-23; 2019-01-02; dll 

2 Open 259.279999; 260.160004; dll 

3 High 270.100006; 269.750000; dll 

4 Low 260.000000; 256.579987; dll 

5 Close 267.660004; 267.660004; dll 

6 Adj Close 267.660004; 267.660004; dll 

7 Volume 13508900; 11679500; dll 

 

Dataset ini dibagi menjadi dua bagian, yaitu 

training set dan test set, yang disimpan dalam file CSV 

(comma-separated values). Training set digunakan 

untuk melatih model, sementara test set digunakan 

untuk mengevaluasi kinerja model. Pemisahan ini 

dilakukan untuk memastikan bahwa model dapat 

digeneralisasi dengan baik pada data yang tidak 

terlihat selama pelatihan.  

2.1.2 Normalisasi Data 
Dalam proses pra-pemrosesan, skala fitur 

dilakukan untuk menormalkan data ke dalam rentang 

nilai [0, 1]. Ini dilakukan untuk mendapatkan 

konvergensi yang lebih cepat. Skala fitur dilakukan 

menggunakan formula berikut: 

𝑥𝑛𝑜𝑟𝑚 =
𝑥−𝑚𝑖𝑛(𝑥)

𝑚𝑎𝑥(𝑥)−𝑚𝑖𝑛(𝑥)
 (1) 

dimana 𝑥𝑛𝑜𝑟𝑚 adalah nilai hasil normalisasi, 𝑥  adalah 

nilai sebenarnya yang akan dinormalisasi, 𝑚𝑎𝑥(𝑥) 
adalah nilai maksimum dari data sebenarnya, dan 

𝑚𝑖𝑛(𝑥) adalah nilai minimum dari data sebenarnya.  

https://github.com/adelinefellita/Optimasi-Prediksi-Harga-Saham
https://github.com/adelinefellita/Optimasi-Prediksi-Harga-Saham
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2.2. Membangun Model 

Pada tahap ini, model Ridge Regression akan 

dibangun melalui beberapa langkah utama. Langkah-

langkah tersebut meliputi inisialisasi model, optimasi 

hyperparameter, dan pelatihan model. Masing-masing 

langkah ini bertujuan untuk menghasilkan model yang 

optimal dalam memprediksi harga saham. 

2.2.1 Inisialisasi Model Regresi Linear dengan 

Ridge 

Model ridge regression dapat membuat koefisien 

model lebih kecil dan mengurangi dampak 

multikolinearitas [19]. Regresi linear sederhana dapat 

dirumuskan sebagai berikut: 

𝑦 = 𝛽0 + 𝛽1𝑥1 + 𝛽2𝑥2 +⋯+ 𝛽𝑛𝑥𝑛 (2) 

dimana y adalah variabel dependen, 𝛽
0
 adalah 

intercept, 𝛽
1
, 𝛽2, … , 𝛽𝑛 adalah koefisien regresi, dan 𝑥1

, 𝑥2, … , 𝑥𝑛 adalah variabel independen. Ridge 

regression menambahkan regularisasi terhadap 

besarnya koefisien regresi untuk mengatasi overfitting 

[20], yang dirumuskan sebagai berikut: 

𝐽(𝛽) = ∑ (𝑦𝑖 − �̂�𝑖)
2𝑚

𝑖=1 + 𝛼∑ 𝛽𝑗
2𝑛

𝑗=1  (3) 

dimana 𝐽(𝛽) adalah fungsi cost, 𝑦𝑖 adalah nilai 

sebenarnya, �̂�𝑖 adalah nilai prediksi, 𝛼 adalah 

parameter regulasi (hyperparameter), dan 𝛽
𝑗
 adalah 

koefisien regresi.  

2.2.2 Optimasi Hyperparameter 

Optimasi hyperparameter dilakukan 

menggunakan GridSearch untuk mencari nilai optimal 

[21] dari alpha dalam rentang 0.001 hingga 0.1. 

GridSearch mengevaluasi model dengan berbagai 

kombinasi hyperparameter dan memilih yang 

menghasilkan kinerja terbaik berdasarkan metrik yang 

telah ditentukan, seperti mean squared error (MSE) 

atau RMSE.  

2.2.3 Melatih Model 

Setelah menemukan hyperparameter terbaik, 

model dilatih menggunakan data pelatihan dengan 

fitting model pada training set dan menyimpan model 

terbaik. Selain ridge regression, penelitian ini juga 

melibatkan pelatihan model menggunakan algoritma 

lain. Recurrent Neural Network - Long Short Term 

Memory (RNN_LSTM) adalah jenis RNN yang 

dirancang untuk menangani masalah long-term 

dependencies dengan mengingat informasi dalam 

jangka waktu yang panjang. 

Gated Recurrent Unit (GRU) adalah variasi dari 

LSTM yang lebih sederhana dan cepat, dengan 

performa yang sering kali sebanding. Linear 

Regression Ridge (LRR)  menambahkan regularisasi 

�2 ke model regresi linear untuk mengatasi masalah 

multikolinearitas dan overfitting. Linear Regression 

(LR) adalah model regresi linear dasar digunakan 

untuk memprediksi nilai kontinu berdasarkan 

hubungan linear antara variabel independen dan 

dependen. Random Forest (RF) merupakan algoritma 

ensemble learning yang menggabungkan prediksi dari 

beberapa pohon keputusan untuk meningkatkan 

akurasi dan mengurangi overfitting. 

2.3. Prediksi, Visualisasi, dan Evaluasi 

Pada tahap terakhir ini, model yang telah dilatih 

digunakan untuk melakukan prediksi harga saham. 

Hasil prediksi kemudian divisualisasikan dan 

dibandingkan dengan data harga saham sebenarnya. 

Evaluasi model dilakukan menggunakan RMSE untuk 

mengukur akurasi prediksi. 

2.3.1 Prediksi dan Visualisasi 

Setelah pelatihan model pada data harga saham 

Netflix, prediksi dilakukan menggunakan data 

pengujian. Penentuan akurasi prediksi didasarkan pada 

jumlah kesalahan (loss) yang dihasilkan, di mana 

semakin kecil kesalahan, semakin baik model tersebut 

[22]. Prediksi harga saham Netflix dari tahun 2017-

2022 divisualisasikan dalam grafik untuk 

membandingkan kondisi sebenarnya dengan prediksi 

(Gambar 2). 

 
Gambar 2. Harga Saham Netflix tahun 2017-2022. 

2.3.2 Evaluasi 

Evaluasi model dilakukan menggunakan metode 

RMSE untuk mengukur akurasi hasil prediksi dengan 

menghitung persentase kesalahan antara nilai 

sebenarnya dan nilai prediksi [23]. Semakin kecil nilai 

RMSE, semakin baik model dalam memprediksi data. 

RMSE dihitung menggunakan formula berikut: 

𝑅𝑀𝑆𝐸 = √
1

𝑁
∑ (𝑦𝑝𝑟𝑒𝑑 − 𝑦𝑟𝑒𝑓)

2𝑁
𝑖=1  (4) 

dimana 𝑦𝑝𝑟𝑒𝑑 adalah nilai prediksi, 𝑦𝑟𝑒𝑓 adalah nilai 

sebenarnya, dan 𝑁 adalah jumlah data.  
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3. HASIL DAN PEMBAHASAN 

Dalam hasil dan pembahasan, langkah-langkah 

yang dilakukan pada percobaan ini mengacu pada 

metodologi penelitian (Gambar 1). Tahapan awal 

dimulai dengan mempersiapkan dataset. Selanjutnya, 

dataset yang telah dipersiapkan tersebut, digunakan 

untuk membangun model. Hingga, model yang telah 

dihasilkan dapat digunakan untuk melakukan prediksi. 

Hasil dari tahapan-tahapan tersebut tersaji dalam 

beberapa sub bab. 

3.1. Pra-pemprosesan Data 

Untuk memulai proses prediksi harga saham 

Netflix, langkah pertama yang harus dilakukan yaitu 

persiapan dataset. Dataset yang digunakan terdiri dari 

dua, yaitu: data pelatihan dan data pengujian, untuk 

data pelatihan diperoleh dari file ‘Netflix-train.csv’, 

sementara untuk data pengujian diperoleh dari file 

‘Netflix-test.csv’. Kemudian, dilakukan skala fitur 

pada data pelatihan dengan menggunakan 

MinMaxScaler untuk menormalisasi data ke dalam 

rentang 0 hingga 1. Kemudian, data pelatihan diubah 

menjadi struktur data dengan 60 timestep dan 1 output. 

Setelah persiapan data pelatihan selesai. 

Selanjutnya yaitu mempersiapkan data pengujian. Data 

pengujian digabungkan dengan data pelatihan untuk 

membangun struktur data pengujian. Proses ini diikuti 

dengan membentuk struktur data pengujian serupa 

dengan data pelatihan, dengan 60 timestep sebagai 

input. 

3.2. Membangun Model 

Pada proses pembangunan model untuk 

memprediksi harga saham Netflix menggunakan 

regresi linear dengan regularisasi Ridge dimulai 

dengan menentukan parameter optimal melalui Grid 

Search. Langkah pertama yaitu mendefinisikan model 

Ridge dan menentukan grid hyperparameter yang 

akan dicari. Hyperparameter yang dioptimalkan 

adalah alpha, yang mengontrol kekuatan regularisasi. 

Grid Search dilakukan dengan rentang alpha 0,001 

hingga 0,1. Setelah dilakukan pencarian 

hyperparameter, nilai alpha terbaik diperoleh, yaitu 

nilai yang memberikan skor Mean Squared Error 

(MSE) negatif terendah. Nilai ini digunakan untuk 

melatih model akhir. Dapat diamati pada Tabel 2. 

Yaitu performa model Linear Regression Ridge 

dengan Optimasi Hyperparameter (LRR_OH), Linear 

Regression Ridge (LRR), Linear Regression (LR), dan 

Random Forest (RF). 

  

Tabel 2. Performa model jaringan saraf tanpa iterasi berulang 

Model RMSE 𝑇(𝑠) 

LRR_OH 13.8028 1.5960 

LRR 13.8194 0.9522 

LR 13.9136 0.7717 

RF 32.7955 7.8303 

 

Untuk model Linear Regression Ridge dengan 

Optimasi Hyperparameter (LRR_OH) pada tahap Pra-

Pemrosesan Data, struktur data dibuat dengan 60 

timesteps untuk memprediksi harga saham berikutnya, 

model Ridge Regression dibangun dan dilakukan 

optimasi hyperparameter untuk menemukan nilai 

alpha terbaik, Optimasi dilakukan menggunakan 

GridSearchCV untuk menemukan nilai alpha terbaik 

dalam rentang 0,001 hingga 0,1. Nilai Ridge (alpha) 

merupakan parameter untuk menentukan kekuatan 

regulasi. Semakin tinggi nilai alpha akan 

meningkatkan penalti terhadap koefisien besar, 

sehingga menghasilkan model yang lebih sederhana. 

Model Linear Regression (LR) sederhana tanpa 

regularisasi. Model ini cepat dalam eksekusi namun 

memiliki RMSE yang relatif tinggi dibandingkan 

dengan model lainnya. kemudian model selanjutnya 

Linear Regression Ridge (LRR) sedikit menurunkan 

nilai RMSE, menunjukkan peningkatan kecil dalam 

akurasi prediksi. Namun, waktu eksekusi sedikit lebih 

lama dibandingkan regresi linear biasa, tetapi 

perbedaannya tidak signifikan. Selanjutnya, model 

ketiga Linear Regression Ridge dengan Optimasi 

Hyperparameter (LRR_OH) yaitu dengan melakukan 

optimasi hyperparameter menggunakan 

GridSearchCV, model ini mencapai RMSE yang 

sedikit lebih rendah dibandingkan model Ridge tanpa 

optimasi. Namun, waktu eksekusi meningkat karena 

proses pencarian hyperparameter. Model yang terakhir 

yaitu Random Forest (RF), memberikan hasil yang 

kurang memuaskan dengan RMSE yang jauh lebih 

tinggi dan waktu eksekusi juga jauh lebih lama 

dibandingkan dengan model linear. 

3.3. Prediksi, Visualisasi, dan Evaluasi 

Hasil prediksi yang telah didapatkan selanjutnya 

akan dibandingkan dengan harga saham yang 

sebenarnya melalui visualisasi grafik. Selain itu, kami 

menerapkan penggunaan warna yang berbeda agar 

hasil yang tersaji dapat lebih terbaca. Gambar 3 

menunjukkan perbandingan antara harga saham 

sebenarnya (warna merah) dan harga saham prediksi 

(warna biru).  
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Gambar 3. Perbandingan grafik antara model prediksi harga saham Netflix dengan harga sebenarnya. 

 

Tabel 3. Performa model jaringan saraf dengan iterasi berulang 

Model RMSE 𝑇(𝑠) 𝑇(𝑠) 

RNN_LSTM[1] 17.9362 410 4.1 

GRU 14.2239 631 6.31 

 

Dapat diamati pada Gambar 3 menampilkan 

perbandingan antara grafik harga prediksi saham 

Netflix dengan grafik harga sebenarnya untuk kelima 

model yang diuji. Grafik harga sebenarnya 

ditampilkan dengan garis berwarna merah, grafik ini 

menunjukkan fluktuasi harga saham Netflix yang 

sebenarnya dalam kurun waktu 23/02/2017 sampai  

24/01/2022. Grafik harga prediksi ditampilkan dengan 

warna biru. Model LRR_OH dan model LRR adalah 

dua model yang memberikan prediksi paling 

mendekati harga saham Netflix sebenarnya. Model 

Random Forest menunjukkan hasil prediksi yang 

paling tidak mendekati harga sebenarnya. 

4. DISKUSI 

Pada langkah data preprocessing model 

Recurrent Neural Network and Long Short Term 

Memory (RNN-LSTM) [1] dan Gated Recurrent Unit 

(GRU), kedua nya sama-sama dilakukan feature 

scaling menggunakan MinMaxScaler agar data berada 

dalam rentang 0 hingga 1 (Tabel 3). Proses 

MinMaxScaler dari library sklearn untuk hasil yang 

konsisten. Normalisasi penting untuk mempercepat 

proses pelatihan model dan meningkatkan akurasi 

dengan mengurangi skala variabel yang berbeda. 

Setelah normalisasi, dilakukan proses reshaping data 

untuk mengubah struktur data agar sesuai untuk 

pelatihan model. Pada pelatihan model, keduanya 

sama-sama dilatih selama 100 epoch dengan ukuran 

batch sebesar 37.  

Model GRU memiliki kinerja sedikit lebih baik 

dibandingkan RNN_LSTM karena nilai RMSE yang 

lebih rendah, keduanya sama-sama memiliki arsitektur 

yang serupa dengan jumlah lapisan dan unit neuron 

yang sama. Namun, model RNN-LSTM memiliki 

waktu eksekusi yang lebih cepat daripada model GRU. 

RMSE yang lebih rendah pada model GRU 

menunjukkan keakuratannya yang lebih tinggi dalam 

memprediksi harga saham Netflix.  

Untuk model jaringan saraf tanpa menggunakan 

iterasi perulangan yang hasilnya dapat diamati pada 

Tabel 2. Model LR cepat dalam eksekusi namun 

memiliki nilai RMSE yang relatif tinggi dibandingkan 

dengan model lainnya. Model LRR sedikit 

menurunkan nilai RMSE, namun hanya menunjukkan 

peningkatan kecil dalam akurasi prediksi. Model 

LRR_OH mencapai RMSE yang paling baik, namun 

waktu eksekusi meningkat karena proses pencarian 

hyperparameter. Model RF memberikan hasil yang 

kurang memuaskan dengan RMSE yang jauh lebih 

tinggi dan waktu eksekusi yang jauh lebih lama 

dibandingkan dengan model linear, menunjukkan 

bahwa RF tidak ideal untuk data ini. 
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5. KESIMPULAN 

Berdasarkan metrik RMSE, model yang 

menunjukkan hasil paling optimal adalah Linear 

Regression dengan Ridge dan optimasi 

hyperparameter, yang menghasilkan nilai RMSE 

sebesar 13,8082. Sementara itu, jika dilihat dari segi 

waktu eksekusi, model yang memberikan hasil paling 

optimal adalah Linear Regression dengan waktu total 

sebesar 0,7717 detik. Meskipun model Linear 

Regression dengan Ridge dan optimasi 

hyperparameter memiliki kinerja yang lebih baik 

dalam hal akurasi prediksi, namun model Linear 

Regression paling efisien dalam hal waktu eksekusi. 

Saran untuk penelitian selanjutnya adalah dapat 

menginvestigasi kombinasi metode regularisasi seperti 

Lasso atau ElasticNet untuk mengoptimalkan trade-off 

antara akurasi dan waktu eksekusi. Selain itu, 

eksplorasi teknik ensemble atau model non-linear 

seperti decision trees atau support vector machines, 

serta pembuatan fitur baru seperti indikator teknis atau 

analisis sentimen dari artikel berita juga dapat menjadi 

langkah berikutnya untuk memperbaiki performa 

prediksi secara keseluruhan. 
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